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1 Shrnutí 

Tato studie popisuje metody, jakými lze upravit způsob výpočtu důchodových dávek používaný v mikro-
simulačním modelu důchodového pojištění NEMO tak, aby co nejlépe odpovídal projekcím důchodo-
vých dávek vytvářeným jinými subjekty a překlenul tedy rozdíly plynoucí z použití odlišných předpokladů 
a modelovacích principů. Cílem tedy není současný výpočet v modelu NEMO zpřesnit, ale pozměnit ho 
tak, aby jeho výsledky byly s výsledky jiných projekcí srovnatelné a mohly je užitečným způsobem do-
plnit.  

Na úvod popisujeme metodiku projekcí Ageing Working Group (AWG) a Národní rozpočtové rady, jež 
zástupci MPSV považují za důležité pro svou budoucí práci. Vysvětlujeme též, jak ekonomický scénář 
vzniká v současném modelu NEMO.  

Jelikož kalibrace je tím složitější, čím více veličin chceme kontrolovat, diskutujeme dále, za jakých pod-
mínek můžeme dvě projekce považovat za sladěné. Zjišťujeme, že pro mnoho proměnných lze konzis-
tence dosáhnout prostým převzetím některých vstupů a předpokladů. Z těch zbývajících identifikujeme 
jako nejpodstatnější vyměřovací základ, zaměstnanost a nezaměstnanost. Tyto tři veličiny doporuču-
jeme kalibrovat pomocí složitějších metod.  

Na základě obšírné rešerše odborné literatury a zahraničních mikrosimulačních modelů podrobně po-
pisujeme sedm možných kalibračních metod. Každou dále hodnotíme jednak obecně, jednak z hlediska 
implementace do modelu NEMO. 

Z těchto možností jsme vybrali dvě, které doporučujeme do mikrosimulačního modelu MPSV zavést, 
jednu na kalibraci zaměstnanosti a nezaměstnanosti a druhou na kalibraci platů. Uvádíme jednak 
obecný postup provedení kalibrace, jednak specifika nutná zohlednit při slaďování s projekcí AWG nebo 
výpočty Národní rozpočtové rady.  

V samotném závěru potom předkládáme časový harmonogram implementace zvolených metod do sou-
časného modelu NEMO. 
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2 Výchozí situace 

V této kapitole popíšeme smysl studie, důvody, proč MPSV ke kalibracím chce přistoupit, a požadavky, 
které na ně klade. Tím stanovíme výchozí bod pro všechny další kapitoly.  

2.1 Účel studie 

Studie má analyzovat možné způsoby, jakými může MPSV sladit své výpočty se zadanou externí pro-
jekcí, a sloužit jako podklad pro případnou pozdější implementaci vybrané kalibrační metody. Jejím 
cílem je především poskytnout MPSV přehled o možných řešeních a jejich výhodách a úskalích a do-
poručit nejvhodnější přístup. Diskuse ostatních možných variant nicméně představuje její neméně vý-
znamnou součást.  

2.2 Důvody pro kalibraci 

Diskuse ohledně státního penzijního pojištění se kromě výpočtů, které provádí MPSV ve svém stávají-
cím modelu NEMO, často opírají i o jiné projekce vývoje českého penzijního systému. Tyto alternativní 
projekce se od výsledků MPSV liší v použitých datech a předpokladech, ve zvolené metodice a v dů-
sledku také v charakteru výsledků. Nejdůležitější rozdíly plynou z toho, že se typicky nejedná o mikro-
simulační modely, ale o modely kohortní. Chybí v nich tedy podrobná informace o pravděpodobnostních 
rozděleních výsledných veličin napříč populací, kterou mikrosimulační modely poskytují.  

Cílem kalibrace je proto doplnit do externích projekcí tuto chybějící informaci, tedy určit pravděpodob-
nostní rozdělení výsledných veličin, které by externí projekce simulovala, pokud by byla vytvořená mi-
krosimulačním modelem na obdobných předpokladech, jako jsou použité v této externí projekci.  

2.3 Teoretické požadavky na kalibraci 

Aby došlo k naplnění cílů kalibrace popsaných v předchozí sekci, je třeba splnit přinejmenším následu-
jící podmínky:  

• Výsledek zkalibrovaného běhu modelu MPSV se musí v důležitých proměnných shodovat 
s hodnotami, které udává externí projekce. Upřesnění toho, jak přesnou shodu vyžadujeme a 
které proměnné považujeme za důležité, následuje v kapitole 3.1. 

• Kalibrace by měla v co největší míře zachovat pravděpodobnostní rozdělení důležitých veličin 
a jejich závislosti. Jen tak budou mikrodata doplněná k externí projekci hodnověrná a vhodná 
pro další analýzu.  

Kromě těchto dvou podmínek budou metody na základě přání MPSV hodnocené podle kritérií 

• efektivity,  

• obtížnosti implementace,  

• finanční náročnosti implementace a  

• uživatelské srozumitelnosti.  

 Kalibrace nemění funkcionalitu modelu 

Popis metod v tomto dokumentu vychází z předpokladu, že při kalibraci je cílem dosáhnout přiblížení 
výsledků modelu externí projekci pomocí vhodných úprav a sladění vstupů modelu a pravděpodobností 
a výskytů modelovaných událostí s tím, že vzorce použité pro modelování interakcí a částek, zejména 
tedy vzorce pro zjišťování nároku na určitý přechod nebo nároku na jednotlivé dávky či vzorce pro určení 
dávek, zůstanou beze změny. 

Zejména tedy v tomto dokumentu nerozebíráme možné přístupy sladění výsledků pomocí přístupů, jako 
jsou: 

• Zavedení škálovacího faktoru do vzorce určujícího výši důchodu, v jehož důsledku by se tento 
vzorec odchýlil od vzorce platného v aktuální legislativě;  
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• Úpravy funkcionality (např. vzorců pro určování nároků) tak, aby se funkcionalita přiblížila či 
shodovala s vzorci v externím modelu. 

2.4 Popis důležitých externích projekcí 

Ačkoli projekcí důchodového systému či jeho částí lze najít větší množství, z diskuse se zástupci MPSV 
vyplynuly dvě, které jsou pro jejich potřeby obzvláště důležité:  

• Projekce Ageing Working Group pro potřeby Evropské komise a  

• Projekce Národní rozpočtové rady.  

Při hodnocení vhodnosti kalibračních metod tedy budeme brát obzvláštní zřetel na to, jak dobře je jimi 
možné výpočty MPSV přiblížit specificky těmto dvěma projekcím.  

 Ageing Working Group (AWG) 

Hlavním výsledkem projekce Ageing Working Group (Ministerstvo Financí, 2017) je projekce výdajů na 
důchody jako procenta HDP členěného dle druhu důchodu.  

Základním vstupem do tohoto výpočtu jsou dvě externí projekce: 

• Demografická projekce EUROSTAT a  

• Projekce pracovního trhu CSM (členěna do kohort), obsahující např. projekce průměrného 
platu, průměrné délky trvání důchodového pojištění, míry ekonomické aktivity, zaměstnanosti, 
osobního vyměřovacího základu a podobně.  

Celkové výdaje na konkrétní typ důchodu se počítají jako součet počtu důchodových dávek přiznaných 

v minulosti přenásobený průměrnou výší dávky z minulého roku a valorizačním indexem a počtu důcho-

dových dávek nově přiznaných přenásobeným průměrnou výší důchodové dávky v aktuálním roce. Vý-

počty probíhají zvlášť pro každou kohortu představovanou rokem narození a pohlavím. 

Průměrná výše nově přiznané dávky je stanovena vážením počtu nově přiznaných důchodových dávek, 

určeným na základě osobního vyměřovacího základu a doby účasti na pojištění, počtem příjemců dá-

vek.  

Pro stanovení počtu nově přiznaných důchodových dávek je důležitým vstupem matice počtu nových 
důchodů (členěných podle druhu důchodu) pro danou kombinaci osobního vyměřovacího základu a 
doby pojištění. 

V projekci se předpokládá, že efektivní věk odchodu do důchodu bude v budoucnosti vždy pod zákon-
nou hranicí. V momentě, kdy osoba dosáhne tohoto efektivního věku, přejde vždy do předčasného dů-
chodu (nebere se v úvahu fakt, že vyčkat do dosažení zákonné hranice odchodu do důchodu by mohlo 
být pro osobu ekonomicky výhodnější). 

 Úřad Národní rozpočtové rady 

Hlavním výsledkem projekce Úřadu Národní rozpočtové rady (Hlaváček, a další, 2019) je určení prů-
měrné výše a celkového objemu vyplacených důchodových dávek členěných dle druhu důchodu. Cel-
ková výše výdajů na konkrétní důchodové dávky se vypočte na základě počtu důchodů a výše průměr-
ného důchodu (rozlišuje se mezi výší nově přiznané dávky a výši dávky přiznané v minulosti). 

Výchozím bodem této projekce je několik variant demografické Projekce obyvatelstva 2018 – 2100 od 
ČSÚ (členěné do kohort). 

Počet starobních důchodů je členěn podle pohlaví a získá se z míry důchodovosti a z velikosti příslušné 
populace. Míra důchodovosti je podíl počtu lidí daného věku, kteří jsou příjemci starobního důchodu, na 
celkové populaci osob daného věku (s vyloučením invalidů). Navíc u starobních důchodů dochází ke 
sjednocení důchodovosti žen – uvažuje se, že každá žena vychovává dvě děti. V případě invalidních 
důchodů se důchodové míry rozlišují podle stupně invalidity. U pozůstaleckých důchodů vyplácených 
samostatně se uvažuje konstantní podíl důchodců v populaci, pozůstalecké důchody, u kterých dochází 
k souběhu se starobním či invalidním důchodem, se modelují také na základě míry důchodovosti.  
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Výše nově přiznaných starobních důchodů je určena procentem z průměrné mzdy. Toto procento je 
určeno zvlášť pro ženy a muže a jeho vývoj v průběhu projekce je součástí předpokladů modelu (tzn. 
v projekci samotné se nepočítá). Důchod se potom každoročně valorizuje procentem závislým na ka-
lendářním roce.  

Počet ukončených starobních důchodů je stanoven na základě úmrtnostních tabulek, počet nových sta-
robních důchodů je stanoven následně tak, aby byl aktuální stav v souladu s mírou důchodovosti. Výše 
ukončených starobních důchodů je v simulaci nastavena na 95 % úrovně průměru starobních důchodů.  

Pro projekci invalidních důchodů se vždy předpokládá konstantní poměr mezi průměrným invalidním 

důchodem určitého stupně a průměrným starobním důchodem.  

Průměrná výše pozůstalostních důchodů je stanovena jako průměr průměrných starobních důchodů za 

poslední tři roky přenásobený příslušným zadaným koeficientem dle druhu důchodu. 

Ze znalostí průměrné výše konkrétního typu důchodu a počtu důchodců se vypočtou náklady pro danou 

důchodovou dávku.  

Predikci trhu práce je možné odvodit z ostatních předpokladů: předpokládaný počet zaměstnaných 

v populaci lze spočíst na základě celkových příjmů důchodového systému a průměrné mzdy.  

2.5 Tvorba ekonomického scénáře v modelu NEMO 

Když teď víme, jakým projekcím se budou kalibrace chtít přiblížit, podíváme se na druhou stranu úlohy 
a popíšeme, jakými vstupy a předpoklady se řídí projekce v modelu NEMO. To nám posléze usnadní 
posuzování, jak podstatné jsou ve specifickém případě tohoto modelu různé vlastnosti popisovaných 
kalibračních metod.  

Pojmem ekonomického scénáře zde myslíme výsledky projekce důchodového systému jako celku: po-
čet důchodců a objem prostředků vynakládaný na jejich důchody, počet pracujících a důchodové po-
jistné od nich vybírané, počet osob, které ani nepobírají důchod, ani neplatí pojistné. Tento scénář je 
v mikrosimulačním modelu výsledkem individuálních projekcí jednotlivých jedinců. Jejich rozhodující 
součástí je přitom životní dráha každé osoby, neboli znalost období, kdy osoba studovala, pracovala, 
pobírala dávky v nezaměstnanosti, pobírala důchod či se nacházela v jiné životní situaci podstatné pro 
výpočet důchodového pojištění.  

Životní dráhy jedinců jsou v modelu NEMO generovány náhodně pomocí přechodových pravděpodob-
ností a událostí, následkem kterých může k jednotlivým přechodům docházet. Parametry definující tyto 
procesy jsou v mnohých případech závislé na dalších proměnných (např. věk, pohlaví, vzdělání, příjem 
atd.) nebo nepřímo provázány mezi sebou. Tato kapitola slouží k popisu základních principů a vlivů, 
které k přechodům mezi stavy vedou.  

 Základní princip 

Veškeré výpočty v modelu probíhají na úrovni modelového bodu, který reprezentuje jednoho jedince 
z populace České republiky. Vzhledem k tomu, že některé modelované peněžní toky závisí kromě ži-
votní dráhy dané osoby také na její rodině, obsahuje modelový bod osobu hlavní a několik pomocných 
osob (partner či partnerka a děti). Samotné peněžní toky se však počítají pouze pro osobu hlavní, neboť 
pro každou pomocnou osobu existuje modelový bod, ve kterém je osobou hlavní naopak ona. Základní 
proměnné, které definují popisované náhodné procesy, jsou dvě: 

• STOCH_EVENTS: 

o V této proměnné probíhají veškeré výpočty spojené s generováním náhodných událostí 
a jejich parametrů. Výpočty probíhají na měsíční bázi a jsou aplikovány na každou 
osobu v modelovém bodě. 

o Při modelování nejprve dochází pro jednotlivé události k testování splnění požadavků, 
které jsou uvedené v tabulce events_req.fac. Pokud není některá z požadovaných pod-
mínek splněna, bude mít událost nulovou pravděpodobnost. 

o V případě splnění všech podmínek pro danou událost je načtena pravděpodobnost re-
alizace (viz pravděpodobnosti v tabulce events.fac). Vygeneruje se náhodné číslo a na 
základě jeho hodnoty se rozhodne, jestli událost nastane. 

• STOCH_MOVE: 
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o V této proměnné probíhají výpočty přechodů mezi pracovními stavy jedince. Výpočty 
probíhají na měsíční bázi pro každou živou osobu. 

o Zahrnuje několik metod odchodů ze stavu: 

▪ Maticová: 

• Nejprve jsou na základě matice přechodu identifikovány možné nové 
stavy; 

• Následně je na základě vygererovaného náhodného čísla rozhodnuto, zda 
dojde k přechodu do jednoho z možných stavů, nebo zůstane stav stejný.  

▪ Durační: 

• V okamžiku vstupu do stavu tohoto typu je současně náhodně vygenero-
váná durace stavu na základě definovaného rozdělení; 

• Každý měsíc je pak testováno, zda čas v daném stavu nedosáhl durace. 
Potom dochází k návratu do předchozího stavu.  

▪ Smíšená: 

• Kombinuje oba výše zmíněné přístupy. 

 Modelované jevy 

Modelované jevy se dají rozdělit do následujících vzájemně propojených oblastí: 

• Události; 

• Kariérní dráhy – zachycují ekonomickou (ne)aktivitu jedince v průběhu celého života; 

• Rodinné vztahy – odrážejí rodinný stav jedince a počet narozených a vychovaných dětí; a 

• Peněžní toky sestávající z: 

o Příjmů jedince; 

o Plateb do důchodového systému; a 

o Výplat dávek z důchodového systému. 

V dalších kapitolách jsou podrobněji rozebrány jednotlivé modelované události a stavy s důrazem na je-
jich předpoklady a vstupy ovlivňující příslušné pravděpodobnosti přechodů.  

 Události 

Všechny důležité události (viz tabulku events.fac v modelu NEMO) jsou měsíčně modelovány náhodně 
s využitím definovaných pravděpodobností. Na základě těchto událostí jsou konstruovány stavové pro-
měnné (viz tabulku status_vars.fac), na které jsou v modelu navázány kariérní dráhy a rodinné vztahy. 
Seznam událostí s jejich předpoklady, parametry ovlivňující pravděpodobnosti jejich nastání a souvise-
jící stavové proměnné jsou uvedeny v následující tabulce. Základní stavové veličiny (věk a pohlaví), 
na kterých závisí většina pravděpodobností, nejsou v tabulce explicitně uvedeny.  

Událost Související 
stav/proměnná 

Podmínky vzniku Proměnné ovlivňující prav-
děpodobnost realizace 

Narození Živý   

Smrt Živý   

Ukončení studia Student   

Vznik invalidity Invalidita Legislativní pod-
mínky 

 

Změna stupně invalidity Stupeň invalidity   

Zánik invalidity Invalidita   

Svatba Ženatý  Pořadí sňatku 
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Rozvod/Ovdovění Ženatý  Pořadí sňatku 

Narození dítěte Péče o dítě  Počet již narozených dětí 

Ukončení péče o dítě Student   

Začátek a konec péče 
o rodinného příslušníka 

Péče o rodinného 
příslušníka 

 Počet let od narození posled-
ního dítěte 

Odchod do starobního 
důchodu 

Starobní dů-
chodce 

Legislativní poža-
davky 

Počet let od/do vzniku ná-
roku na řádný důchod 

Emigrace V penzijním sys-
tému 

  

Změna možnosti sou-
běhu práce a pobírání 
starobního důchodu 

Volba možnosti 
souběhu práce a 
pobírání starob-
ního důchodu 

Stav starobní dů-
chodce 

Druh starobního důchodu 
(řádný, pozdní, předčasný) 

Změna platu Plat   

Tabulka 1: Seznam událostí zachycených v modelu NEMO a jejich charakteristiky 

 Kariérní dráhy 

Kariérní dráha je pro modelový bod posloupnost stavů ekonomické aktivity a neaktivity (viz tabulku 
statuses.fac). Změnu stavu spouští nastalé události. Stavy jsou v některých případech členěny 
do podstavů (viz tabulku sub_statuses.fac). Seznam stavů a podstavů kariérní dráhy je uveden v ná-
sledující tabulce. Pravděpodobnosti přechodů mezi nimi jsou závislé na věku a pohlaví.  

Stav Podstav 

Zaměstnaný Zdravý 

 Nemocný 

Nezaměstnaný V evidenci úřadu práce pobírající dávky v nezaměstnanosti 

 V evidenci úřadu práce bez dávek v nezaměstnanosti 

 Ostatní případy 

Neaktivní osoba V evidenci úřadu práce pobírající dávky v nezaměstnanosti 

 V evidenci úřadu práce bez dávek v nezaměstnanosti 

 Není v evidenci úřadu práce 

Osoba mimo důchodový sysém Emigrant 

 Člen ozbrojených složek 

Mrtvý  

Tabulka 2: Seznam stavů a podstavů osoby v modelu NEMO 

Pro neaktivní osoby jsou dále modelovány důvody neaktivit (viz tabulku inact_periods.fac). Modelované 
důvody neaktivit jsou následující: 

• Pečující o dítě; 

• Invalidní důchodce stupně 1-3; 

• Starobní důchodce; 

• Student; 

• Dítě; a 

• Pečující o rodinu. 
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 Rodinné vztahy 

Události vedoucí ke změnám rodinných vztahů (např. svatby, rozvody a opětovné svatby) jsou náhodně 
modelovány na základě předpokladů o mírách sňatečnosti a rozvodovosti. Jedné osobě se v modelu 
přiřazuje vždy týž partner, jehož parametry jsou definované v rámci tvorby modelových bodů. Partnera 
má tedy hlavní osoba přiřazeného již na začátku projekce, a to i v případě, že je tehdy svobodná či 
rozvedená. Stejně tak zůstává partner hlavní osoby stejný i v případě opětovné svatby po rozvodu či 
ovdovění.  

Další významnou událostí je narození dítěte. To se modeluje na základě měr plodnosti ženy v páru. 
Kariérní dráhy dětí jsou modelovány zjednodušeně, výpočet probíhá v proměnné STOCH_CHILDREN 
pomocí 4 stavů: 

• Závislé dítě; 

• Nezávislé dítě (např. výdělečně činné nebo starší 26 let); 

• Sirotek (zde se rozlišuje mezi jednostranným sirotkem s hlavní osobou zemřelou, jednostran-
ným sirotkem s vedlejší osobou zemřelou a oboustranným sirotkem); a 

• Mrtvý. 

Parametry ovlivňující pravděpodobnosti přechodu mezi stavy zmíněnými v této kapitole jsou dány pouze 
externími statistikami (např. míra plodnosti, míra rozvodovosti, počet sirotků, atd.) a základními stavo-
vými veličinami, jako je pohlaví a věk. 

 Peněžní toky 

Modelovány jsou následující peněžní toky: 

• Hrubý měsíční plat určený na základě: 

o Mzdové inflace; 

o Kariérního růstu; a 

o Ekonomického stavu. 

• Příspěvky do důchodového systému: 

o Podle legislativních pravidel; 

o Odvozeny od příjmu jedince. 

• Starobní důchody: 

o Podle legislativních pravidel; 

o Odvozeny z historie příjmů jedince, odpracovaných let a v případě žen i počtu vycho-
vaných dětí. 

• Invalidní důchody: 

o Podle legislativních pravidel; 

o Přípustný stav je invalidní důchodce. 

• Vdovské důchody: 

o Podle legislativních pravidel; 

o Přípustný stav pro vznik nároku je ženatý/vdaná. 

• Sirotčí důchod: 

o Podle legislativních podmínek. 

Výše většiny modelovaných peněžních toků je tedy při znalosti několika stavových proměnných dána 
na základě legislativních podmínek. Pouze v případě platu vstupují do výpočtu další náhodné efekty. 
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 Modelování platu 

Počáteční plat jedince po ukončení studia je hodnota, která je vstupním parametrem modelového bodu. 
V případě, že jedinec pracuje již před dokončením studia, považuje se jeho práce během studia za 
krátkodobou brigádu (typicky s horším platovým ohodnocením) a po dokončení studia se mu plat sko-
kově změní na hodnotu z modelového bodu. K růstu platu dochází jednou ročně a skládá se ze tří slo-
žek: 

• Mzdová inflace (růst průměrného platu v ekonomice); 

• Kariérní růst: 

o Dvě varianty modelace: 

▪ Stochasticky na základě rozdělení platů; nebo 

▪ Deterministicky z průměrných věkově závislých růstů. 

o Ovládáno přes proměnnou USE_STOCH_SAL_GTH v tabulce global; 

o Možnost přidání závislosti na výši platu přes proměnnou USE_SAL_DEP_SAL_GTH 
z tabulky global. 

• Pokles platu v důsledku neaktivity a nezaměstnanosti: 

o Závislé na věku. 

Aby průměrný růst platů v projekci skutečně odpovídal mzdové inflaci, zavádí se ještě kalibrace pomocí 
takzvané reziduální mzdové inflace, která případné odchylky od tohoto průměru opravuje. Více o tomto 
mechanismu v kapitole 4.5.  

 Shrnutí 

Pro ekonomický scénář jsou zásadní následující předpoklady:  

• Demografické předpoklady, tedy úmrtnost, porodnost, tabulky invalidity; 

• Předpoklady pro modelování životních drah, tedy přechodové pravděpodobnosti mezi jed-
notlivými stavy; a 

• Parametry určující příjmy jedince, tedy mzdová inflace a předpoklad na kariérní vývoj.  

Řada těchto veličin je určená jako výsledek interakce mezi jednotlivými přechodovými pravděpodob-
nostmi. Není je proto snadné kalibrovat samostatně. Nejdůležitější z nich jsou počet zaměstnaných a 
nezaměstnaných, dále se jev týká například počtu pracovních neschopností.  
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3 Kritéria vhodnosti kalibrací 

Zatímco v předchozí kapitole jsme popsali obecnou situaci, za které ke kalibracím dochází, zde stano-
víme konkrétní kritéria, podle kterých budeme v dalších částech textu kalibrační metody vybírat a hod-
notit.  

3.1 Kritéria konzistence dvou projekcí 

Při posuzování konzistence dvou projekcí je potřeba najít rovnováhu mezi dvěma vlivy. Na jednu stranu 
chceme zvážit co největší množství veličin, protože žádná veličina jednotlivě nemůže konzistenci zaru-
čit. Například dvě projekce, které mají shodou okolností shodné výdaje důchodového systému, ale dia-
metrálně rozdílnou velikost populace, jistě nelze považovat za sladěné, a nelze tedy mezi nimi přebírat 
mikrodata.  

Na druhou stranu kalibrace se přidáním každé další sledované veličiny výrazně zkomplikuje. S novou 
veličinou nejen že přibyde sledovaných cílů a kalibrace tedy bude muset být jemnější, ale zároveň ka-
librovanou veličinu nebudeme moci použít k dosažení žádaných hodnot u cílových veličin ostatních. 
Pokud je například jako kalibrační cíl zadán pouze celkový objem vyplácených starobních důchodů, je 
možné ho řídit úpravou počtu důchodců, platů nebo pojištěných dob v historii jedinců. Kdybychom chtěli 
kalibrovat všechny tyto čtyři veličiny, můžeme se dostat do situace, kdy se počet důchodců, platy i po-
jištěné doby zkalibrovat podařilo, ale celkové vyplacené důchody si stále neodpovídají. Potom bude 
potřeba sáhnout k úpravám dalších veličin jako délka a typ různých náhradních dob nebo dosažené 
vzdělání, které mají na výši důchodu méně přímý vliv a které navíc ovlivňují i ostatní veličiny, jež chceme 
kalibrovat.  

S tímto problémem se částečně vypořádáme tím, že rozdělíme kalibraci na dvě části (viz též kapitolu 
4.1). V první pouze převezmeme vstupy, které je možné do projekce v modelu NEMO přímo dosadit. 
Už jen tím dosáhneme části kalibračních cílů. V druhé části potom použijeme vybrané další metody na 
menší počet klíčových veličin.  

 Proměnné relevantní pro kalibraci 

Nyní pro nejdůležitější veličiny z externích důchodových projekcí zhodnotíme, nakolik podstatné jsou 
pro výsledek kalibrace. Poté z nich vybereme výsledný seznam proměnných, které budeme chtít v rámci 
kalibrace sledovat.  

Objem vyplácených důchodů 

Jelikož se jedná o hlavní výsledek modelu NEMO i obou externích projekcí, je nutné tuto veličinu sle-
dovat. Zároveň je však její hodnota přímo daná dalšími proměnnými, jako je například počet důchodců, 
průměrná mzda a zejména celoživotní pracovní dráhy jedinců. Nemá proto smysl kalibrovat objem vy-
plácených důchodů jako takový – tím bychom výši důchodů oddělili od veličin, na nichž závisí, a ztratili 
možnost vysvětlit výsledky pomocí jiných částí projekce. Toto rozhodnutí odpovídá požadavku stano-
venému v kapitole 2.3.1. 

Vhodnější je proto soustředit se na proměnné, které výše důchodů určují. Jakmile budou dokončené ty, 
měl by objem vyplácených důchodů externí projekci odpovídat také. Pokud tomu tak nebude, může být 
potřeba se věnovat ještě dalším veličinám, které předtím do kalibrace zahrnuté nebyly. Případně je 
možné, že kalibrační cíl ve skutečnosti vůbec není dosažitelný (to může nastat zejména proto, že v mi-
krosimulačním důchodu jsou projekce důchodů velmi úzce svázány s pracovní historií jedince, a tudíž i 
minulými příspěvky do systému, zatímco v makroekonomických modelech jsou jednotlivé proměnné 
projektovány více nezávisle, a tedy s větším stupněm volnosti ohledně vývoje jednotlivých veličin).  

Průměrná výše vyplácených důchodů 

Stejně jako u objemu vyplácených důchodů, i zde je vhodnější kalibrovat veličiny, které výši vypláceného 
důchodu určují.  
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Objem příspěvků do systému (platby důchodového pojištění) 

V modelu NEMO jde o další klíčový výstup pro posouzení bilance systému, je tedy nutné tuto veličinu 
sledovat. Výše příspěvků je ovšem v modelu přímo určena zákonnými sazbami důchodového pojištění, 
platy jedinců a jejich zaměstnaností. Přímá kalibrace této veličiny tedy není možná a je potřeba kalibro-
vat výše platů a zaměstnanost. 

Celková velikost populace 

Tento předpoklad je pro jakoukoli projekci klíčový. Zároveň je založený na malém počtu nezávislých 
vstupů: počáteční populaci určuje databáze modelových bodů a vývoj do budoucna předpoklad o no-
vých jedincích (kteří jsou také zaneseni mezi modelovými body) a úmrtnostní tabulky. Kalibrace velikosti 
populace by proto měla proběhnout vždy, a to jako první krok ze všech. Očekáváme, že v běžných 
situacích bude možné dosáhnout stavu, kdy si obě projekce budou v rozumné míře odpovídat počtem 
osob ve všech věkových kohortách pro všechny kalendářní roky.  

Počet důchodců 

V okamžiku, kdy je zkalibrována celková velikost populace, závisí počet starobních důchodců už pouze 
na pravděpodobnosti odchodu do důchodu a na tom, v jakém věku lidé běžně získají potřebnou dobu 
pojištění.  

Projekce AWG předpokládá, že lidé vždy odejdou do starobního důchodu, jakmile dosáhnou efektivního 
věku odchodu do důchodu. Ten je v těchto projekcích většinou nižší než zákonný důchodový věk. Do 
modelu NEMO by tento efekt bylo teoreticky možné plně přenést tím, že by se pravděpodobnost od-
chodu do předčasného důchodu pro příslušnou kombinaci věku a kalendářního roku nastavila na 1 
(tabulka retirement.fac). Tím by došlo k plnému sladění počtu starobních důchodců za předpokladu, že 
si v obou projekcích odpovídají doby pojištění. Přišli bychom tím ovšem o plastičnost simulace NEMO, 
která je její podstatnou výhodou. Proto pravděpodobnosti odchodu do důchodu upravíme tak, aby se 
průměrný věk odchodu do důchodu posunul do hodnoty, kterou vidíme v externí projekci, ale zároveň, 
aby rozdělení v okolních věcích zůstalo pokud možno beze změny. Přesněji tuto metodu popíšeme 
v kapitole 4.1.  

Projekce Národní rozpočtové rady určuje počet nových starobních důchodců na základě velikosti popu-
lace, měr úmrtnosti a měr důchodovosti (v dělení po kohortách). Z těchto hodnot lze spočítat, kolik no-
vých starobních důchodců tato projekce předpokládá pro každý kalendářní rok. Jakmile se podaří zjistit, 
jaká část kohorty splnila zákonné podmínky pro přiznání starobního důchodu, lze tyto počty nových 
důchodců vhodným nastavením vstupů do Prophetu replikovat. Více opět v kapitole 4.1. 

Počet invalidních důchodců závisí v obou externích projekcích na mírách invalidity členěných dle věku 
a pohlaví. Do projekce AWG přímo vstupují údaje o nově přiznaných důchodech podle druhu důchodu, 
věku a pohlaví, a tudíž pravděpodobnosti vzniku invalidity v daném věku snadno spočteme jako poměr 
počtu nových invalidů k počáteční populaci ponížené o již existující invalidní a starobní důchodce (tento 
údaj je v projekci AWG též obsažen). Pravděpodobnost zániku invalidity určíme naopak tak, aby externí 
projekci odpovídal celkový počet invalidů po aplikacích úmrtnosti a právě zániků invalidity.  

Projekce Národní rozpočtové rady však údajem o nových invalidních důchodech nedisponuje, a proto 
bude potřeba najít jiný způsob, který blíže specifikujeme v kapitole 4.1.  

Vdovské důchody jsou oproti důchodům starobním výrazně méně významné. Výhodou je to, že jejich 
počet závisí kromě veličin, které musí být kalibrované i pro účely starobních důchodů (zejména úmrtnosti 
a platu), už jen na sňatečnosti a způsobu přiřazování partnerů, které se naopak nepromítají do žádných 
dalších podstatných výstupů modelu. Kalibraci vdovských důchodů je tedy možné zařadit v analýzách, 
pro něž je tento druh dávky podstatný.  

Sirotčí důchody nejsou příliš významné z hlediska počtu ani výše vyplácených dávek. Jejich počet navíc 
závisí mimo jiné na porodnosti, která určuje i počet rodičovských dovolených, což je obecně důležitější 
parametr. Snaha kalibrovat počet sirotčích důchodů by mohla kalibraci počtu rodičovských dovolených 
zkomplikovat, aniž by přinesla dostatečnou přidanou hodnotu sama o sobě. Proto doporučujeme je do 
kalibrace vůbec nezařazovat.  

Počet osob mimo důchodový system 

Další skupinou jedinců jsou osoby mimo důchodový systém. Zejména se jedná o členy ozbrojených 
složek, jimž se důchody vyměřují jinak než zbytku populace. Přestože pro ně primárně mohou chybět 
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data, jak je tomu v případě využitých externích projekcí, může být užitečné jejich počet dopočítat z ostat-
ních dat a následně kalibrovat jako tzv. reziduální skupinu (viz kapitolu 4.2). 

Průměrný plat v populaci 

Průměrný plat představuje klíčový vstup do jakékoli projekce důchodového systému, protože důchod 
každé osoby na jejích předchozích příjmech přímo závisí. Objevuje se jak v projekci AWG, tak ve výpo-
čtech Národní rozpočtové rady. Proto by sladění průměrného platu mělo být vždy součástí kalibrace.  

Zároveň se jedná o hodnotu, která v modelu NEMO záleží nejen na počátečních hodnotách a mzdové 
inflaci, ale i na počtu zaměstnaných a jejich charakteristikách. Nepřímo ji tedy ovlivňují hodnoty jako 
pravděpodobnost nalezení zaměstnání nebo pravděpodobnost odchodu na rodičovskou dovolenou. 
Proto očekáváme nutnost použít pro kalibraci této veličiny náročnější metody.  

Počet nemocných 

Počet nemocných se v žádné ze známých externích projekcí nevyskytuje. V modelu NEMO na něm 
závisí příjmy důchodového sytému – osoba na pracovní neschopnosti do systému nepřispívá. Jelikož 
však nemocných typicky nebývá velké množství, není tento efekt výrazný. Proto počet nemocných ka-
librovat nebudeme nebo ho nanejvýš využijeme až pro drobné doladění v samotném závěru kalibrace.  

Počet zaměstnaných 

Počet zaměstnaných patří mezi základní charakteristiky pracovního trhu. Střídání dob zaměstnanosti, 
nezaměstnanosti a neaktivity zásadním způsobem ovlivňuje výši důchodu osoby, neboť důchod je přímo 
úměrný délce pojištění a ta se z velké části získává právě zaměstnaností. Bez zisku dostatečné doby 
pojištění dokonce na důchod vůbec nevzniká nárok. Zvažovat kalibraci počtu zaměstnaných je proto 
vždy na místě. V následujících kapitolách se pak věnujeme jak jejich konkrétní implementaci, tak i pořadí 
jednotlivých kroků.   

Počet zaměstnaných závisí v modelu NEMO především na přechodových pravděpodobnostech: prav-
děpodobnosti, že zaměstnaný ztratí práci a nezaměstnaný či neaktivní práci nalezne. Mezi další pod-
statné předpoklady patří míry úmrtnosti a invalidity, délka studia u studentů nebo počet osob odcháze-
jících na rodičovskou dovolenou. Navíc jsou ještě rozlišny podstavy zdravý a nemocný. Tato složitost 
znamená, že kalibraci nebude možné provést pouhou úpravou vstupních parametrů.  

Zatímco v projekci AWG je počet zaměstnaných k dispozici v dělení dle kohort, Národní rozpočtová 
rada ho explicitně nemodeluje a určit lze jen celkový počet zaměstnaných v populaci. U jejích projekcí 
tedy tuto veličinu jako kritérium přiblížení projekcí použít nelze.  

Obě projekce přitom nerozlišují mezi zaměstnaneckým poměrem a samostatnou výdělečnou činností. 
Ve všech aplikacích tedy budeme tyto dvě skupiny uvažovat naráz.  

Počet OSVČ 

Jak jsme již zmínili, externí projekce AWG ani Národní rozpočtové rady projekce OSVČ neobsahují, 
jejich počty je tedy potřeba sloučit s počty zaměstnanců.  

V modelu NEMO se chování OSVČ od zaměstnanců liší zejména v tom, že OSVČ mají nižší mzdy. 
Pokud tedy bude model pro nějakou kohortu předpokládat jiný poměr OSVČ a zaměstnanců, než jaký 
implicitně předpokládá externí studie, může se to stát příčinou nesouladu průměrného platu. Jelikož 
však nemáme jak zjistit, jestli nesoulad vznikl kvůli odlišnostem v počtech OSVČ, nebo v platové pro-
jekci, zvolíme jednodušší metodu a narovnáme tento rozdíl výhradně pomocí kalibrace platů.  

Počet OSVČ sám o sobě tedy kalibrovat nebudeme.  

Délka pojištění  

Na délce pojištění přímo závisí výše starobního důchodu a dostatečná doba pojištění je potřebná 
k tomu, aby nárok na důchod (starobní nebo invalidní) vůbec vznikl. Jedná se tedy o jednu z nejdůleži-
tějších hodnot v každém modelu důchodového systému. Její výše je odvozená od doby, kterou osoba 
stráví v zaměstnání, a z náhradních dob pojištění, jež se jí podaří získat. Důležitá je v tomto kontextu 
zejména nezaměstnanost a rodičovská dovolená. Díky tomu lze délku pojištění v kalibraci přeskočit a 
zaměřit se rovnou na její vstupy: zaměstnanost, nezaměstnanost a dobu strávenou na rodičovských 
dovolených. Podobný přístup volí i projekce Národní rozpočtové rady, kde se délka pojištění vůbec 
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explicitně neobjevuje a výše důchodu je počítána rovnou jako procento z průměrné mzdy, jehož výše je 
součástí vstupů modelu. Toto procento v sobě zahrnuje především právě předpoklad na průměrnou 
délku pojištění.  

Doporučujeme tedy délku pojištění do kalibrace nezahrnovat a soustředit se na proměnné, ze kterých 
vychází.  

Počet nezaměstnaných 

Rozlišení nepracujících mezi nezaměstnané (tzn. takové, kteří práci hledají s pomocí úřadu práce) a 
ostatní je v důchodovém modelu důležité především tím, že nezaměstnaní získávají za určitých okol-
ností náhradní dobu pojištění. Způsob modelování nezaměstnanosti tedy výši důchodů v projekci pod-
statným způsobem ovlivňuje. Zvažovat kalibraci nezaměstnaných je proto na místě.  

Přesto se z hlediska důležitosti jedná až o proměnnou druhého sledu. Nezaměstnanost přináší náhradní 
dobu pojištění jen po omezený čas (jen dokud má osoba nárok na dávku v nezaměstnanosti a nad tuto 
dobu nanejvýš tři roky za celý život), její vliv na důchod je tedy omezený. Zároveň, i když kalibraci 
nezaměstnanosti neprovedeme, není tolik způsobů, jak osoby z hlediska rozhodnutí o nezaměstnanosti 
chybně zařadit (ve smyslu nekonzistentně s projekcí, které se chceme přiblížit). Předpokládáme-li, že 
jak celkovou populaci, tak počet zaměstnaných se nakalibrovat podařilo, mohou být zbylé osoby 
zejména nezaměstnané, na rodičovské dovolené nebo neaktivní. Během rodičovské dovolené přitom 
rodič taktéž získává náhradní dobu pojištění, případné nedostatky v počtech nezaměstnaných se tedy 
mohou kompenzovat s délkou rodičovských dovolených (byť samozřejmě není zaručené, že k této kom-
penzaci vždy dojde). Existuje tedy důvod se domnívat, že pokud ke kalibraci počtu nezaměstnaných 
nepřikročíme, budou si projekce MPSV zkalibrovaná jinými způsoby a externí projekce, ke které se 
chceme přiblížit, za běžných okolností přesto poměrně blízko.  

V teoretické rovině je možné využít kalibraci počtu nezaměstaných například k ovlivnění doby pojištění. 
Ovšem takový přístup silně nedoporučujeme. Díky nepřímočarosti vztahu těchto proměnných by bylo 
velmi náročné (časovově i implementačně) snažit se dosáhnout kalibračního cíle touto cestou. 

Proto doporučujeme rozdíly v míře nezaměstnanosti mezi oběma projekcemi sledovat a kalibraci zavá-
dět jen tehdy, když pozorujeme příliš výrazný rozdíl.  

Do výpočtů Národní rozpočtové rady se počet nezaměstnaných nezahrnuje, není ho tedy možné pro 
kalibraci využít.  

Průměrná délka nezaměstnanosti 

Průměrná délka nezaměstnanosti silně souvisí s počtem nezaměstnaných, přesto představuje údaj, 
který může výsledky modelu ovlivnit: pokud je průměrná délka nezaměstnanosti krátká a nezaměstna-
nost se rozprostře mezi velké množství osob, budou mít prakticky všichni dostatečnou dobu pojištění a 
všem se doba nezaměstnanosti započítá jako náhradní doba pojištění. Naopak pokud bude průměrná 
doba nezaměstnanosti dlouhá, vznikne skupina dlouhodobě nezaměstnaných s kratší dobou pojištění, 
z nichž mnozí na důchod možná ani nedosáhnou. Jedná se tedy o údaj, nad jehož kalibrací má jistý 
smysl uvažovat. Za běžných situací by ovšem nemělo k podobně extrémním případům docházet, kalib-
race této proměnné by tedy neměla výsledky příliš ovlivnit.  

V modelu NEMO se přechod do nezaměstnanosti i její opuštění řídí pravděpodobnostmi přechodu. Ty 
závisí pro každou osobu na jejím věku a pohlaví, celkový průměr tedy na počtu osob v populaci. Ten se 
může v průběhu projekce měnit. Spočítat průměrnou délku nezaměstnanosti by proto nebylo zcela pří-
močaré. Vzhledem k tomu, že kalibrace této proměnné bude mít spíše menší efekt, doporučujeme ji 
v prvním kroku neprovádět a přistupovat k ní jen tehdy, pokud se budou výdaje důchodového systému 
od externí projekce podstatným způsobem lišit i poté, co se podaří nakalibrovat ostatní veličiny.  

Z projekcí AWG ani Národní rozpočtové rady ovšem tento údaj vyčíst nelze.  

Počet osob na rodičovské dovolené 

Stejně jako nezaměstnanost představuje rodičovská dovolená stav, ze kterého může plynout náhradní 
doba pojištění osobě, která nepracuje. Počet osob na rodičovské dovolené nedosahuje důležitosti počtu 
zaměstnaných a měl by být kalibrován až v druhém sledu, přesto se však jedná o veličinu, která může 
mít na výsledky modelu znatelný vliv, její kalibraci proto nelze okamžitě odmítnout.  
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Počty rodičovských dovolených závisí na dvou údajích: na porodnosti, která určuje jejich začátky, a na 
jejich průměrné délce. Porodnost lze zkalibrovat s velkou přesností pouhým převzetím vstupů, v počtu 
rodičovských dovolených by tedy v běžné situaci nemělo docházet k zásadním rozdílům. Délka rodičov-
ské dovolené vychází z pravděpodobností, že matka najde práci nebo přejde do nezaměstnanosti. Ty 
jsou součástí vstupů modelu NEMO a zadávají se v závislosti na věku. V rámci přebírání vstupů je tedy 
možné tyto pravděpodobnosti upravit tak, aby průměrná délka rodičovské dovolené odpovídala exter-
ním projekcím.  

Ani v projekci AWG, ani v projekci Národní rozpočtové rady se ovšem s průměrnou délkou rodičovské 
dovolené neoperuje. V případě těchto dvou externích projekcí proto počet osob na rodičovské dovolené 
nelze kalibrovat. Pokud ovšem někdy dojde ke kalibraci proti projekci, která potřebnými vstupy dispo-
nuje, doporučujeme upravit na základě tohoto vstupu pravděpodobnosti odchodu z rodičovské dovolené 
obsažené v modelu NEMO.  

Počet osob poskytujících jinou péči 

Poskytování péče o osobu blízkou ovlivňuje výši vypláceného starobního důchodu, ovšem vyskytuje se 
jen v malé míře. Externí projekce AWG ani projekce Národní rozpočtové rady tuto informaci do svých 
simulací nezapočítávají, proto není třeba tuto proměnnou do kalibrace MPSV zahrnovat.  

Počet neaktivních 

Neaktivní osoby tvoří pro naše účely doplněk ke všem ostatním stavům – řadíme mezi ně jedince, kteří 
nejsou zaměstnaní ani nezaměstnaní, nestudují, nepobírají důchod ani nejsou na rodičovské dovolené. 
Může se jednat například o osoby, které žijí z úspor, které zůstaly v domácnosti po skončení rodičovské 
dovolené nebo které ošetřují nemocného člena rodiny. Jelikož je tato skupina definovaná absencí jiného 
stavu, nebudeme ji kalibrovat a zaměříme se místo toho na ostatní stavy, u nichž můžeme ke kalibraci 
využít konkrétní přechodové pravděpodobnosti a podmínky nastání. Jakmile se podaří dosáhnout sou-
ladu všech ostatních stavů mezi oběma projekcemi, bude si odpovídat i počet neaktivních.  

Počet studentů 

Informace o probíhajícím studiu jedince je v modelu NEMO podstatná během odvozování modelových 
bodů, kdy se na jejím základě určuje očekávané budoucí nejvyšší dosažené vzdělání. Během projekce 
už má menší význam, projevuje se zejména v tom, že studenti dostávají nižší plat a mohou pro ně 
nastávat mírně odlišné události. Jinak se chování studenta příliš neliší od nestudujícího – může nabývat 
stavu zaměstnaný, nezaměstnaný i neaktivní a přechází mezi nimi s podobnými pravděpodobnostmi.  

V modelu NEMO je k dispozici též metoda, kde studium hraje roli výraznější: při jejím zvolení zůstane 
pracující student v práci, dokud studium neukončí. Metoda se v současnosti nevyužívá. Rozhodnou-li 
se analytici MPSV s touto metodou v budoucnu pracovat, bude potřeba na její dopad na zaměstnanost 
studentů brát zřetel: studenty, kteří do modelu vstoupili jako pracující, nebude možné z tohoto stavu 
kalibrací vyřadit. O to více pak bude nutné upravovat přechodové pravděpodobnosti ostatních členů 
příslušných kohort.  

Projekce AWG ani Národní rozpočtové rady počty studentů neuvádí. Jelikož navíc pracující studenti 
nemají na modelování důchodů zásadní vliv, doporučujeme se při kalibraci soustředit na jiné veličiny.  

Sňatky 

Modelování manželských párů je v modelu NEMO podstatné zejména kvůli predikci vyplácených vdov-
ských a sirotčích důchodů. Pro kalibraci jsou však důležité především důchody starobní, na něž má 
rodinný stav jen velmi omezený vliv. Proto žádný z předpokladů pro modelování rodinného stavu (zejm. 
sňatečnost, rozvodovost a počet ženatých a vdaných v počáteční populaci) kalibrovat nebudeme.  

Souběhy proměnných 

Některé osoby mohou být ve více stavech zároveň, například starobní důchodce může zároveň praco-
vat. Počet takových osob může hrát roli, i pokud se podařilo zkalibrovat obě veličiny samostatně – na-
příklad může být rozdíl, zda v rámci skupiny pracujících ve věku 70 let pobírají starobní důchod všichni 
(maximální překrytí stavů), nebo nikdo (žádné překrytí stavů).  

Souběh starobního důchodu a zaměstnanosti ovšem představuje jediný důležitý překryv, který může 
nastat. Stavy nezaměstnaný, na rodičovské dovolené a neaktivní se vzájemně vylučují a stejně tak není 
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povolen jejich souběh ani se zaměstnaností, ani s pobíráním starobního důchodu. Nevylučuje se sou-
běh invalidního důchodu prvního či druhého stupně se zaměstnaností, invalidní důchody ovšem nejsou 
četné a jsou rozprostřené přes všechny věkové kategorie, případný nesoulad v modelování souběhu se 
proto tolik neprojeví.  

Díky tomu je míra překryvu zřejmá, jakmile známe počty osob ve všech hlavních stavech, které se 
v dané kohortě vyskytují. Například pokud v určité skupině má být dohromady 100 000 osob a z nich 
80 000 důchodců, 10 000 neaktivních a 20 000 zaměstnaných, potom musí nějací lidé nutně být ve více 
kategoriích (protože součet počtů v jednotlivých stavech přesahuje počet osob v populaci). Jelikož jedi-
ným možným souběhem je souběh starobního důchodu a zaměstnanosti, spočítáme okamžitě, že mu-
síme mít 10 000 pracujících důchodců.  

Počet osob nacházejících se ve více stavech zároveň proto nikdy není potřeba kalibrovat.  

 Proměnné doporučené ke kalibraci 

Na základě úvah z předchozí kapitoly vidíme, že kalibraci lze provádět ve dvou krocích.  

V přípravné fázi očekáváme, že správným převzetím vstupů a vstupních předpokladů je možné zkalib-
rovat:  

• Počáteční populaci;  

• Porodnost;  

• Úmrtnost; 

• Míru invalidity (a tedy i počet invalidních důchodců); 

• Počet starobních důchodců (zde nedosáhneme přesné shody, ale alespoň přiblížení).  

V druhé fázi potom doporučujeme zaměřit se pomocí náročnějších metod než pouhým převzetím vstupů 
na:  

• Průměrný plat v populaci;  

• Počet zaměstnaných.  

Úspěšnou kalibrací těchto hodnot dosáhneme přiblížení i v některých dalších veličinách, aniž bychom 
se jimi museli explicitně zabývat:  

• Kalibrace počtu zaměstnaných s sebou automaticky nese blízkost v počtu nezaměstnaných a 
v době pojištění;  

• Shoda v populační projekci má za vedlejší efekt podobnost v počtu rodičovských dovolených;  

• Přiblížení populace, platů, počtů důchodců a dob pojištění by mělo pomoci k přiblížení i u cel-
kových příjmů a výdajů důchodového systému. 

Přesto nemusí být úplná shoda v modelovaných příjmech či výdajích systému dosažitelná, neboť interní 
fungování mikrosimulačního modelu a kohortních makroekonomických modelů se liší (zejména tím, že 
mikrosimulační model je založen na pevném provázání celé pracovní historie jedince s jeho penzí a 
zohledňuje i rozložení, nejen průměry příjmů). V určitých případech, v závislosti na metodice srovná-
vané externí projekce, může dokonce kalibrace například platů a zaměstnanosti v prvních letech pro-
jekce naopak způsobit větší odchylky v důchodech v následných letech. 

Dalším z rizikových míst je nastavení poměru mezi nezaměstnaností, délkou rodičovské dovolené a 
neaktivitou, na který kalibrace popsaná výše nestanovuje žádný požadavek (do neaktivity zde zahrnu-
jeme všechny doby bez důchodového pojištění včetně například studia). V důsledku toho může mezi 
dvěma projekcemi i po kalibraci zůstat rozdíl v pojištěných dobách (rodičovská dovolená je pojištěnou 
dobou vždy, neaktivita nikdy a nezaměstnanost jen po nějakou dobu) a posléze i ve výši důchodů. 
Pokud k tomu dojde, je možné kalibraci zpřesnit zahrnutím nezaměstnanosti.  

3.2 Kritéria dosažitelnosti kalibrace 

Některé z veličin, které jsme jmenovali v předchozí kapitole, jsou velmi složité z hlediska toho, na jakých 
údajích závisí. Například do důchodu může osoba odejít, jen když předtím odpracovala patřičnou dobu, 
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počet důchodců tedy přímo závisí na pracovní historii osoby (včetně zaměstnanosti, nemocnosti, rodi-
čovských dovolených apod.). Vzhledem k této složitosti představuje kalibrace v kontextu modelu NEMO 
obecně velmi obtížnou úlohu. Aby zůstala zachovaná vnitřní konzistence modelu, může být nutné kromě 
kalibrované proměnné samotné měnit i všechny související součásti životní dráhy osoby.  

V určitých případech pak kalibraci vůbec nemusí být možné provést. Taková situace nastane, pokud 
cílové hodnoty externí projekce leží mimo hodnoty, kterých v rámci v modelu implementovaných pravi-
del může dosáhnout model NEMO. Příkladem může nastat hypotetická situace, ve které by externí zdroj 
predikoval velmi nízké průměrné platy, vysoký počet starobních důchodců a velmi vysoké starobní dů-
chody: kromě platu důchod závisí pouze na odpracované době. Velmi vysokého důchodu lze sice do-
sáhnout výrazným přesluhováním, takové řešení by ale bylo v rozporu s požadavkem na vysoký počet 
důchodců. Takováto hypotetická externí projekce tedy není vnitřně konzistentní s pravidly v modelu 
NEMO a není možné jí s pomocí kalibrace dosáhnout.  

Rozmezí dosažitelných hodnot lze zjistit spuštěním modelu na extrémních předpokladech zvolených 
tak, aby vždy maximalizovaly či minimalizovaly jeden ze sledovaných stavů. Tento test není nutné pro-
vádět před každou kalibrací, neboť se jedná o velké množství běhů a ve většině reálných případů by 
kalibrační cíl od výsledků modelu neměl být příliš vzdálený. Může to však být užitečná metoda, pokud 
podezření na nedosažitelnost cílů vyvstalo z jiných důvodů, například pokud kalibrace selhala.  

Níže popíšeme, jak zjistit rozmezí dosažitelných hodnot pro jednotlivé kalibrační cíle.  

Demografické předpoklady 

Počáteční populaci by nemělo být nutné kalibrovat, protože se jedná o známý údaj. Teoreticky je ovšem 
možné do modelu dosadit libovolné osoby, a dosáhnout tedy libovolných hodnot.  

Podobně pro úmrtnost a porodnost lze dosadit libovolné hodnoty, rozlišené podle věkové kohorty, 
pohlaví a kalendářního věku, a dosáhnout tak libovolného vývoje počtu a věkové struktury obyvatel.  

Počet důchodců 

Starobním důchodcem se může stát osoba, která v průběhu života získala dostatečnou dobu pojištění 
a náhradní dobu pojištění. Odchod do důchodu po splnění nároků potom záleží na jejím rozhodnutí a 
v modelu je řízený pravděpodobností závislou na vzdálenosti od zákonného důchodového věku. Pokud 
vynulujeme pravděpodobnost odchodu do důchodu, můžeme dosáhnout dokonce nulového počtu 
nových důchodců. Počet stávajících důchodců se vyvíjí s úmrtností. Zvýšit počet důchodců je výrazně 
obtížnější. Maximální počet nových důchodců získáme, pokud jednak nastavíme pravděpodobnost od-
chodu do důchodu na 1 (tedy všichni odejdou do předčasného důchodu, jakmile splní zákonné pod-
mínky), jednak zajistíme-li co nejrychlejší splnění zákonných podmínek. Za tímto účelem vynulujeme 
pravděpodobnost odchodu ze zaměstnání, pravděpodobnost přechodu z nezaměstnanosti nebo neak-
tivity do zaměstnání nastavíme na 1 a vynulujeme pravděpodobnost odchodu na rodičovskou dovo-
lenou. Toto nastavení bude mít razantní dopad na mladé generace, jelikož však nepřepisujeme historii, 
budou jím starší ročníky ovlivněné výrazně méně. Hranice dosažitelnosti pro počet důchodců ve starších 
kohortách tedy od původních výsledků nekalibrovaného modelu nemusí být nijak daleko.  

S počtem invalidních důchodců lze teoreticky manipulovat libovolně pomocí změn v mírách invalidity. 
Oběma směry je tím pádem dosažitelné libovolné číslo. K snižování počtů invalidních důchodů navíc 
dochází buď úmrtností, kterou mají shodnou se zdravou populací, nebo zánikem invalidity. Kdybychom 
vynulovali pravděpodobností vzniku nových případů invalidity a pravděpodobnost zániku invalidity nas-
tavili na 1, dosáhli bychom nulového počtu invalidů. Takový scénář je ovšem v praxi nereálný. Abychom 
získali realističtější odhad přípustných hodnot, zachováme alespoň počáteční počty invalidů nastavením 
nulových pravděpodobností pro vznik invalidity i její zánik. Pak se bude počet invalidních důchodců 
snižovat přirozeně podle měr úmrtnosti. Teoreticky též není obtížné upravit model tak, aby invalidé 
umírali podle vlastní úmrtnosti, se kterou pak lze rovněž manipulovat za účelem dosažení nižšího počtu 
invalidních důchodů. Poznamenejme ovšem, že hranice počtu invalidů spočtená takto není striktní, a 
překročí-li ji externí projekce, nemusí se nutně jednat o chybu.  

Pro zjišťování dosažitelnosti počtu starobních i invalidních důchodců ovšem platí, že pokud by bylo 
nutné dosazovat úmrtností tabulku nebo tabulku invalidity, která se očividně neslučuje s realitou, je na 
místě spíše pátrat v metodice externí projekce a ověřit, že se porovnávají stejné hodnoty – bylo by 
například možné, že externí projekce invalidů úmyslně modeluje jen část.  
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Průměrný plat 

Jak již bylo zmíněno dříve, průměrný plat záleží nejen na počátečních hodnotách a vstupních makroe-
konomických předpokladech, ale i na počtu zaměstnaných a jejich charakteristikách. 

Teoreticky lze samozřejmě dosáhnout libovolného průměrného platu prostým nastavením platové in-
flace na extrémně vysokou hodnotu nebo naopak na hodnotu velmi blízkou nule. Takový výsledek však 
není příliš informativní, proto teď popíšeme přístup, kde se extrémním zásahům do platové inflace vy-
hneme.  

Využijeme toho, že průměrný plat se může pro různé skupiny obyvatel výrazně lišit. Pokusíme se tedy 
upravit vstupy tak, aby osoby s nízkými platy odešly ze zaměstnání.  

• Pravděpodobnost odchodu do důchodu nastavíme na 1 (všichni tedy odejdou do předčasného 
důchodu, jakmile na něj získají nárok) a zakážeme souběh pobírání důchodu s výdělečnou čin-
ností. Tím vyloučíme nejen pracující starobní důchodce, ale zejména pracující invalidy, kteří 
mají zpravidla nižší měsíční platy.  

• Pracující studenty necháme okamžitě po začátku projekce odejít ze zaměstnání a pravděpo-
dobnost nalezení zaměstnání při studiu nastavíme na 0. Tím se zbavíme pracujících studentů. 
Studenti vstoupí na trh práce až po ukončení studia se svým plným nástupním platem.  

• Pokles platu při roční nezaměstnanosti/neaktivitě nastavíme na 0 %, čímž zajistíme, že nástupní 
plat nově zaměstnaného jedince, který přišel ze stavu nezaměstnaný nebo neaktivní, nebude 
ovlivněn jeho předchozí pracovní historií.  

• Reziduální inflaci ponecháme na hodnotách používaných pro běžné výpočty.  

Po této transformaci nám v populaci zůstanou pouze jedinci zaměstnaní na plný úvazek, u kterých došlo 
k pravidelnému ročnímu zvýšení platu nebo alespoň nedošlo k jeho snížení.  

Nejnižšího průměrného platu lze dosáhnout následovným nastavením:  

• Pravděpodobnost odchodu do starobního důchodu nastavíme tak, aby všichni přesluhovali o 
pět let. Procento kariérního růstu platu je totiž pro osoby vysokého věku často záporné.  

• Pravděpodobnost souběhu práce s pobíráním důchodu ponecháme podle nastavení pro běžné 
výpočty MPSV. Díky tomu mezi pracujícími zůstanou pracující invalidi, kteří zpravidla mají pod-
statně nižší platy.  

• Pracujícím studentům nastavíme nulovou pravděpodobnost odchodu ze zaměstnání bez udá-
losti (nebudeme ovšem zasahovat do odchodu ze zaměstnání vlivem události). Pracující stu-
denti totiž pobírají nižší příjem oproti výdělku, který dostanou po ukončení studia.  

• Kariérní růst a mzdovou inflaci ponecháme beze změny (už předpoklad konstantního platu 
v průběhu celého života není příliš realistický a není jasné, jak určit nejmenší smysluplný mezi-
roční nárůst).  

• Reziduální inflaci ponecháme na hodnotách používaných pro běžné výpočty.  

Při takto nastavených modelových hodnotách tedy maximalizujeme počet pracujících osob z nízkopří-
jmových skupin. To ve výsledku vede k minimální průměrné mzdě.  

Počet zaměstnaných 

Dosažitelné hodnoty počtu zaměstnaných můžeme zkoumat ze dvou hledisek. Pokud se budeme zají-
mat o čistě matematické extrémy vycházející pouze z vlastností modelu a nebudeme uvažovat realis-
tičnost našich nastavených hodnot, můžeme dosáhnout jak plné zaměstnanosti (tj. pracují všichni je-
dinci v populaci, včetně důchodců, studentů nebo matek těsně po porodu), tak zaměstnanosti nulové 
(tj. nepracuje vůbec nikdo). Toto zjištění slouží především jako výstraha, že při nepromyšleném nasta-
vení vstupních parametrů lze dosáhnout i zcela nerealistických hodnot. Jako další úkol se potom poku-
síme najít hranice dosažitelných výsledků za vstupních hodnot s realitou slučitelných.  

Důležitými faktory ovlivňujícími počet zaměstnaných jsou nejen pravděpodobnosti přechodů mezi pra-
covními stavy, ale i pravděpodobnost odchodu do důchodu nebo pravděpodobnost odchodu na rodi-
čovskou dovolenou.  

Pro dosažení plné zaměstnanosti nastavíme pravděpodobnosti přechodů ze stavů neaktivní/nezaměst-
naný do stavu zaměstnaný na 1 a vynulujeme naopak pravděpodobnost ztráty zaměstnání. Stejně tak 
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položíme rovnou 1 pravděpodobnost práce v souběhu s důchodem (starobním i invalidním). Dalším 
neméně důležitým faktorem je péče o rodinného příslušníka. Za účelem dosažení stoprocentní pracovní 
síly nastavíme na 1 pravděpodobnost přechodu ze stavu péče o dítě nebo péče o rodinu do zaměstnání, 
a to nezávisle na době uplynulé od narození posledního dítěte. Vynulujeme naopak pravděpodobnost 
odchodu jedince na rodičovskou dovolenou při narození dítěte. Lze provést i radikálnější řešení, a to 
vynulování pravděpodobnosti narození dítěte, čímž se u žen zruší odchod na mateřskou a následně i 
na rodičovskou dovolenou. Při takto stanoveném modelování populace bude pak vývoj počtu zaměst-
naných záviset pouze na porodnosti, úmrtnosti a saldu migrace.  

Pro dosažení minimálního počtu zaměstnaných dosadíme za výše zmíněné parametry opačné hodnoty.  

K dosažení „logického“ maxima pro počet zaměstnaných doporučujeme nezasahovat do pravděpodob-
ností vzniků událostí (např. narození dítěte) a pouze nastavit pravděpodobnosti přechodu z nezaměst-
nanosti do zaměstnání na 1 a rovněž na hodnotu 1 nastavit pravděpodobnost, že se student po ukon-
čení vzdělávání zaměstná (přechod spojen s událostí). Odchod do starobního důchodu povolíme až 
poté, co osoba pět let přesluhuje. Naopak pravděpodobnosti přechodů z neaktivity do zaměstnání zů-
stanou nedotčeny, zejména zachováme pravděpodobnosti návratu do zaměstnání po narození dítěte a 
pravděpodobnost, že bude pracovat starobní důchodce. Toto nastavení tedy popisuje velmi vysokou 
poptávku po práci, ale zároveň respektuje životní situace, v nichž je nástup do zaměstnání nepravdě-
podobný.  

Nalezení opačné hranice je obtížnější, neboť není zřejmé, jak nízká poptávka po práci ještě může rea-
listicky nastat. Proto zachováme původní nastavení pravděpodobností všech přechodů mezi pracovními 
stavy a zaměříme se na skupiny vykazující obecně menší zaměstnanost, tj. studenty, důchodce a matky 
na rodičovské dovolené. U studentů nastavíme pravděpodobnost nalezení práce v průběhu studia bez 
události na 0 a pravděpodobnost opuštění zaměstnání v průběhu studia bez události na 1 (efekt událostí 
zachováme). Důchodcům pak nastavíme pravděpodobnost odchodu do předčasného důchodu na 1 a 
zakážeme souběh s výdělečnou činností. Podobně ženám pečujícím o dítě povolíme opětovný nástup 
do zaměstnání až po uplynutí maximální možné doby rodičovské dovolené. Tímto přístupem samozře-
jmě nezískáme nejnižší myslitelné hodnoty – existuje například mnoho kohort mužů ve věku kolem 40 
let, u nichž jsme neprovedli žádnou úpravu, protože v nich nejsou příslušníci žádné ze tří upravovaných 
skupin. Jedná se tedy o indikativní hranici; má-li být hodnota dle externí projekce nižší, nemusí to hned 
znamenat nedosažitelnost, je však na místě opatrnost.  

Počet nezaměstnaných  

Podobně jako v případě zaměstnanosti, i u počtu nezaměstnaných je potřeba rozlišit meze dosažitelné 
čistě matematicky z nerealistických vstupů a meze, v nichž by se měl model skutečně pohybovat.  

Dolní teoretickou hranici počtu nezaměstnaných získáme za stejných podmínek, za jakých v předcho-
zím oddílu plynula plná zaměstnanost. Horní hranice nebude přesně 100 %, neboť některé neaktivní 
osoby nemohou do nezaměstnanosti přejít (např. starobní důchodci) nebo je tento přechod omezený 
(např. studenti). Opět ovšem platí, že se jsme schopni dostat velmi blízko plné nezaměstnanosti.  

Horní (dolní) logické hranice počtu nezaměstnaných lze dosáhnout následujícími úpravami: 

• Pravděpodobnosti nalezení zaměstnání po ukončení studia nastavíme na 1 (na 0).  

• Jako věk odchodu do důchodu stanovíme pět let po dosažení důchodového věku. Část starších 
lidí tím přijde o možnost odejít do starobního důchodu a jisté procento z nich zůstane v neza-
městnanosti (pro dolní hranici naopak všichni odejdou do předčasného důchodu, jakmile na něj 
získají nárok, a přejdou tak do stavu neaktivní).  

• Pravděpodobnosti přechodů z přípustných druhů neaktivity do nezaměstnanosti změníme na 1 
(na 0). Tuto úpravu můžeme provést pro invalidy a pro osoby ve stavu péče o dítě, ne však pro 
studenty, starobní důchodce a matky na rodičovské dovolené.  

3.3 Hodnoty implikované externími projekcemi 

Proměnná, kterou bychom rádi kalibrovali, nemusí být v externím zdroji vůbec projektovaná. Zároveň 
se však může jednat o podstatný předpoklad, kvůli němuž se objem důchodů v externí projekci a v pro-
jekci MPSV bude lišit, i v případě, že se podaří zkalibrovat všechny ostatní z důležitých proměnných. 
Tento problém se týká zejména projekcí Národní rozpočtové rady, kde chybí výslovně uvedený údaj o 
zaměstnanosti a nezaměstnanosti. Projekcí AWG se v tomto ohledu zabývat nebudeme, protože 
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všechny proměnné požadované v kapitole 3.1.2 jsou v ní obsažené a do podrobnějších kalibrací se 
pouštět nedoporučujeme.  

Z projekce Národní rozpočtové rady lze zjistit alespoň celkový počet zaměstnaných, neboť součástí 
předpokladů modelu jsou celkové příjmy důchodového systému v kalendářním roce a průměrná mzda. 
Chybí již však dělení po kohortách. Vůbec potom nelze získat počet nezaměstnaných, neboť v projekci 
k žádnému rozlišení nezaměstnaných a neaktivních nedochází.  

Další implicitní údaje se nám získat nepodařilo. Ačkoli v projekci je k dispozici například počet nových 
důchodců, není známé rozdělení jejich počtu po kohortách ani to, jakým způsobem je počet důchodců 
ovlivněn odslouženou dobou a jakou vůli mají lidé odcházet do předčasného důchodu nebo naopak 
přesluhovat.  

Obecně lze tedy říci, že tímto způsobem nelze možnosti kalibrace do velké míry rozšířit.  

3.4 Obecné požadavky na kalibrace 

 Seznam požadavků 

Dle (O'Donoghue, a další, 2014) by každá kalibrační metoda měla splňovat čtyři základní požadavky:  

1. V co největší míře přiblíží projekci požadovaným hodnotám. To je prvotní cíl jakékoli kalibrace. 

2. Zachová vztah mezi vysvětlujícími a závislými proměnnými. Pokud je kupříkladu výše důchodu 
jednoznačně daná pracovní historií osoby, neměla by kalibrace tento vztah porušit tím, že výši 
důchodu přiblíží cílové hodnotě, ale historii jedinců ponechá beze změny.  

3. Zachová tvar všech pravděpodobnostních rozdělení. Je-li například v reálné populaci míra za-
městnanosti třicetiletých mužů vyšší než míra zaměstnanosti šedesátiletých, měla by kalibrace 
tento rozdíl udržet. 

4. Je dostatečně výpočetně efektivní. Toto kritérium hraje pro MPSV podstatnou roli, neboť již bez 
kalibrací trvá plný běh modelu přibližně 23 hodin a kompletní příprava vstupů kolem pěti dní.  

Poznamenejme, že splnění těchto podmínek zaručí splnění teoretických požadavků popsaných v kapi-
tole 2.2.  

Stephensen (Stephensen, 2016) seznam požadavků na kalibrace rozšiřuje a tvrdí, že dobrá kalibrační 
metoda splní následující kritéria:  

1. V co největší míře se (ve střední hodnotě) přiblíží cílovým hodnotám; 

2. Zachová původní tvar pravděpodobnostních rozdělení; 

3. Zachová nulové pravděpodobnosti; 

4. Je formulovaná symetricky; 

5. Dokáže kalibrovat i multinomické jevy, tedy pravděpodobnostní rozhodnutí s více než dvěma 
možnými výsledky; 

6. Je efektivní obzvláště v situaci, kdy jsou kalibrované pravděpodobnosti určené logitovou funkcí; 

7. Je výpočetně efektivní; a 

8. Je jednoduchá na implementaci.  

První dva body odpovídají bodům 1, 2 a 3, které postulovali O’Donogue a Li. Třetí bod zdůrazňuje, že 
stanovit pravděpodobnost rovnou nule je velmi silné tvrzení – znamená, že určitý jev je zcela nemožný. 
Pokud nějaký jev za žádných okolností nemůže nastat před kalibrací, neměl by se následkem kalibrace 
objevit.  

Symetrie znamená, že má-li určité pravděpodobnostní rozhodnutí několik realizací, nezáleží na tom, 
kterou z těchto realizací budeme kalibrovat. Například budeme-li kalibrovat počet úmrtí, měli bychom 
dojít ke stejnému počtu mrtvých a přeživších jako u kalibrace počtu přeživších. V kapitole 4 uvidíme, že 
jakkoli je tato podmínka přirozená, není u některých běžně používaných kalibračních metod splněna.  

Ačkoli velká část běžných pravděpodobnostních rozhodnutí obsažených v mikrosimulačních modelech 
je binární (např. rozhodnutí mezi přežitím a smrtí), v některých případech může být přípustných cílových 
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stavů více – lze si například představit model, ve kterém osoba po dokončení studia může přejít do 
stavu zaměstnanosti, nezaměstnanosti nebo neaktivity. V takovém případě je výhodou, pokud lze na 
tyto přechody použít stávající kalibrační metodu bez velkých zásahů. Velká část kalibračních metod 
nicméně připouští pouze binární rozhodování.  

Logitové funkce jsou v praxi velmi hojně používané a pro výpočet pravděpodobností obzvlášť. Při hod-
nocení kalibračních metod například z hlediska zachování tvaru rozdělení nebo výpočetní náročnosti 
proto může být někdy vhodné zvážit specificky tento případ. Z hlediska MPSV se nejedná o obzvláště 
podstatný bod, protože pravděpodobnosti používané v modelu NEMO většinou používají empirické roz-
dělení namísto logistické regrese.  

Poslední dvě kritéria jsou pak podstatná pro schopnost metodu nasadit a používat v praxi.  

V této studii budeme hodnotit dle Stephensonových kritérií. Vezmeme přitom v úvahu, že body 5 a 
zejména 6 nejsou pro potřeby modelu NEMO příliš relevantní.  

 Ověření splnění požadavků 

Li a O’Donoghue kromě stanovení požadavků na kalibrační metody též navrhují způsoby, jak míru spl-
nění těchto požadavků pro různé kalibrační metody posuzovat, a některé vybrané metody podle nich 
hodnotí (O'Donoghue, a další, 2014). V dalších kapitolách na jejich výsledky budeme odkazovat u těch 
kombinací kritérií a metod, které autoři do své studie zahrnuli. Ostatní případy zhodnotíme na základě 
vlastních zkušeností a úvah, případně velmi indikativních výpočtů. Nebudeme tedy používat metody 
zmíněné v této kapitole, neboť skutečná implementace popisovaných kalibračních metod přesahuje rá-
mec této studie. Příjemci studie ovšem doporučujeme tyto testy provést, pokud se o kalibrační metodě 
nepodaří rozhodnout na základě jiných kritérií.  

Konkrétně Li a O’Donoghue doporučují sledování čtyř následujících veličin.  

Index odchylky od cíle (target deviation index) 

Tato veličina posuzuje míru naplnění bodu podmínky 1 stanovené výše. Porovnává cílový počet událostí 
se skutečným podle vzorce 

𝑇𝐷𝐼 =  
𝑇 − 𝑆

𝑁
, 

kde TDI je index odchylky, 𝑇 je počet skutečných událostí, S počet událostí simulovaný modelem a 𝑁 
celkový počet osob (či jiných jednotek), pro které událost mohla nastat. Tento index lze použít pouze na 
binární proměnné (tedy na proměnné, které mohou mít pouze dva stavy, například smrt, nezaměstna-
nost, bezdětnost). Pro účely MPSV je navíc potřeba vybrat proměnnou, u níž lze počet událostí určit i 
z výsledků externí projekce – například počet důchodců tyto projekce obsahují, ale počet nemocných 
nikoli.  

Index odchylky rozdělení (distribution derivation index) 

Tato veličina hodnotí míru naplnění bodu 2 ze Stephensonových požadavků na kalibrace. Vychází 
z toho, že kdyby kalibrace pravděpodobnostní rozdělení dokonale zachovala, zůstanou střední hodnoty 
jakýchkoli dvou skupin osob ve stejném poměru (například pokud byl průměrný plat mužů před kalibrací 
o 20 % vyšší než plat žen, bude o 20 % vyšší i po kalibraci).  

Taková situace nastane jen tehdy, pokud jedinou úpravou provedenou v rámci kalibrace bude vynáso-
bení všech hodnot společným parametrem. Jako první tedy definujeme parametr R jako poměr střední 
hodnoty zkoumané veličiny po kalibraci a před ní. Dále rozdělíme populaci do n skupin a pro každou 
skupinu i spočteme  

• střední hodnotu zkoumané veličiny před kalibrací a označíme ji 𝑂𝑖 a 

• střední hodnotu zkoumané veličiny po kalibraci a označíme ji 𝑆𝑖.  

Označíme-li dále 𝑁𝑖 počet osob ve skupině i a N celkový počet osob v populaci, můžeme počítat podle 
vzorce  

𝐷𝐷𝐼 =  ∑
𝑁𝑖

𝑁
(𝑆𝑖 − 𝑅𝑂𝑖)

2

𝑛

𝑖=1

. 
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DDI je naše testovací hodnota. Člen 𝑅𝑂𝑖 vyjadřuje střední hodnotu, kterou by skupina 𝑖 měla mít, pokud 
by rozdělení zůstalo dokonale zachováno. Závorka je proto tím vyšší, k čím výraznějšímu porušení roz-

dělení pro danou skupinu dochází. Zlomek 
𝑁𝑖

𝑁
 potom tuto hodnotu váží velikostí skupiny – dojde-li k velké 

odchylce pro skupinu, která je svou velikostí bezvýznamná, stále ještě se může jednat o dobrou ka-
libraci. Nulová hodnota DDI tedy značí dokonalou shodu rozdělení před kalibrací a po ní, a čím vyšší je 
DDI, tím více se nové rozdělení od toho původního vzdaluje.  

Hodnoty indexu závisí na původní střední hodnotě kalibrované veličiny a počtu skupin, nemá tedy smysl 
porovnávat kalibrace různých veličin mezi sebou (např. se nedá říct, že jakákoli hodnota pod nějakou 
hranicí je přijatelná), pouze různé způsoby kalibrace stejné veličiny na stejnou cílovou hodnotu.  

Volbu skupin, pro které DDI vypočítáme, lze přizpůsobit kalibrační metodě. Obecně ale doporučujeme 
využít dva základní řezy. V prvním budou naše skupiny odpovídat běžným kohortám, tedy budeme 
osoby v modelu dělit podle roku narození a pohlaví. Tím ověříme, že zůstaly zachované závislosti na 
těchto dvou základních parametrech. Jako druhý řez potom každou kohortu rozdělíme podle velikosti 
kalibrovaného parametru například na 100 úrovní a spojíme do jedné skupiny vždy osoby stejné úrovně 
ze všech kohort (tzn. například při kalibraci platu bychom do první skupiny zařadili 1 % osob s nejvyšším 
výdělkem z každé skupiny). Tím ověříme, že nedošlo k vychýlení pravděpodobnostních rozdělení 
v rámci kohort.  

Nutno podotknout, že tato metoda je stavěná pro kalibraci v průběhu běhu modelu, nikoli pro kalibraci 
provedenou výhradně úpravou vstupních parametrů. Očekáváme, že v případě kalibrací prováděných 
MPSV dojde vždy k úpravě některých vstupních hodnot (např. k převzetí úmrtnostních tabulek), a poté 
může a nemusí navázat kalibrace v průběhu běhu modelu. Za 𝑂𝑖 potom budou dosazované hodnoty 
původního rozdělení před kalibrací v průběhu běhu modelu, nicméně po úpravě vstupních parametrů. 
Nejedná se tedy o výsledky vlastní projekce MPSV.  

Pokud bude kalibrace provedená výhradně změnou vstupních parametrů, nemá smysl index odchylky 
rozdělení používat. K odlišnostem oproti rozdělení pozorovanému ve vlastní projekci MPSV možná 
bude docházet, nicméně v tomto případě bude rozdíl přirozeným a žádaným důsledkem změny para-
metrů.  

Čas běhu v sekundách  

Tato hodnota posuzuje bod 7 ze Stephensonových požadavků na kalibrace. Při porovnání dvou kalib-
račních metod je z tohoto hlediska vhodnější ta metoda, která při stejných vstupech a stejných kalibrač-
ních cílech provede veškeré úpravy v kratším čase. Jelikož efektivita některých metod může výrazně 
záviset na vstupech, doporučujeme provést tento test pro několik různých počátečních nastavení, liší-
cích se zejména počtem modelových bodů a kalibračními cíli.  

Obecná míra přesnosti (general fit measure) 

Tato metoda zpřesňuje informaci o míře naplnění bodu 1 z požadavků na kalibrace. Udává počet udá-
lostí, které nastaly ve zkalibrovaném modelu, ale nikoli v cílové statistice, ke které chceme model přiblížit 
kalibrací, a naopak počet událostí, které v modelu nenastaly, ale v cílové statistice ano.  

Pro účely MPSV by bylo možné tímto způsobem zkoumat výsledky modelu proti realitě. To však není 
součástí cílů stanovených pro tuto studii. O příblížení k externím projekcím tato míra nic nevypoví, neboť 
ve zkoumaných externích projekcích jsou k dispozici pouze agregátní hodnoty a informace o realizacích 
jednotlivých událostí chybí.  

Kromě těchto numerických metod potom doporučujeme po každé kalibraci, ať už je provedena zásahem 
do běhu modelu, nebo úpravou vstupních parametrů, provést obecný test smysluplnosti. Uživatel by si 
měl vypsat výsledky hlavních proměnných pro některé důležité skupiny obyvatel a zkontrolovat, do jaké 
míry odpovídají očekávání. Pokud bude pozorovaná příliš drastická odchylka od vlastních projekcí 
MPSV, bude potřeba zvážit, jestli výsledná mikrodata po kalibraci dostačují svému účelu, nebo jestli je 
potřeba kalibraci ještě upravit. Přesná podoba tohoto testu, tedy zkoumaná skupina osob a povolená 
odchylka, se proto mohou lišit v závislosti na účelu zkalibrovaného modelu.  
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4 Rozbor relevantních kalibračních metod 

Tato kapitola tvoří hlavní tělo studie. Popíšeme několik možných přístupů ke kalibraci včetně toho, jestli 
jsou používané v existujících modelech či diskutované v literatuře, jaké jsou jejich hlavní vlastnosti a 
s čím by bylo potřeba počítat při jejich zavádění v současném modelu NEMO.  

Popisovat budeme následující kalibrační metody:  

1) Kalibrace pomocí reziduální populace 

2) Kalibrace iterativním sbíháním modelu 

3) Zjemňování průměrných hodnot 

4) Multiplikativní škálování 

5) Metoda průběžných součtů 

6) Seřazení dle rizikovosti 

7) Bi-proporcionální škálování.  

Metody lze obecně rozdělit do dvou kategorií podle toho, na kterém místě ke kalibraci dochází. První 
možností je provést kalibraci výhradně pomocí úpravy vstupních parametrů, druhou potom provádět 
úpravy v průběhu samotného běhu na základě toho, k jakým realizacím náhodných událostí dosud do-
šlo. Základní nevýhoda přístupů z druhé skupiny spočívá v tom, že nutně pokřivují pravděpodobnostní 
rozdělení jednotlivých veličin oproti tomu, které by vycházelo z vlastností populace tak, jak je popsaná 
vstupními parametry modelu. Přesto však jejich použití v praxi převažuje nad metodami z první skupiny 
do té míry, že O‘Donoghue a Li se ve své studii o kalibračních metodách (O'Donoghue, a další, 2014) 
zabývají výhradně touto druhou skupinou. Podstatnou výhodou těchto přístupů je totiž jejich relativní 
přímočarost a v případě těch sofistikovanějších zaručený výsledek. Naproti tomu kalibrace vstupních 
parametrů může být velmi obtížný proces zahrnující několik přípravných běhů modelu a nemusí být 
jisté, že se nakonec podaří dojít k vyhovujícímu řešení.  

Následuje výčet zmiňovaných metod kalibrace. Seznam začíná metodami založenými na kalibraci 
vstupních parametrů (první skupina z předchozího odstavce). Ještě předtím, než se začneme věnovat 
samotným kalibračním metodám, však popíšeme přípravné kroky, s jejichž pomocí lze dosáhnout po-
čátečního přiblížení dvou projekcí bez použití sofistikovaných metod.  

Popis některých metod vychází ze zkušeností, které Deloitte nasbíral při reálné tvorbě mikrosimulačních 
modelů – v minulosti vytvořil mikrosimulační modely státních penzí pro klienty ve čtyřech zemích. V ně-
kterých případech nejsme oprávněni klienta ve studii přímo zmiňovat, popis metody tedy nebude obsa-
hovat určení konkrétní země a názvu modelu.  

4.1 Příprava ke kalibraci 

Z kapitoly 3.1 vyplývá, že kalibrace by měla sestávat ze dvou fází – přípravy, během níž dojde k přiblí-
žení obou projekcí v proměnných, které lze sladit jednoduchým převzetím vstupů a které zároveň ovliv-
ňují všechny další hodnoty, a samotné kalibrační procedury, v níž se použijí komplikovanější metody 
popsané dále v této studii. V této kapitole popíšeme, jakým způsobem vstupy převzít tak, aby došlo k co 
nejvýraznějšímu přiblížení už během přípravy. Očekáváme přitom, že všechny externí projekce použí-
vají velmi podobné vstupy a i postup pro ně tedy bude velmi podobný. Proto se zaměříme na příklad 
projekcí AWG a Národní rozpočtové rady.  

Míry úmrtnosti a invalidity 

Každá projekce populace nějakým způsobem vychází z určité úmrtnostní tabulky. Tuto tabulku chceme 
převzít. I kdyby nebylo možné si ji vyžádat přímo od autorů externí projekce, lze ji snadno dopočítat, 
jakmile známe počty osob pro jednotlivé kohorty v jednotlivých kalendářních letech. Úmrtnostní tabulky 
použité pro projekci AWG (převzaté z EUROSTAT) a pro projekci Národní rozpočtové rady (převzaté 
od ČSÚ) jsou veřejně dostupné.  

Dále se zaměříme na kohortní míry invalidity, které jsou v obou externích projekcích výchozím bodem 
pro počty invalidních důchodů a jsou spočteny jako poměr počtu invalidů k celkové populaci. Získání 
příslušných dat k jejich výpočtu nebude problém, počty invalidů i velkost populace v daném věku jsou 
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buď přímo vstupy do projekce (AWG), nebo jsou veřejně dostupné (EUROSTAT, ČSÚ, ČSSZ). Tím 
sladíme počáteční počty invalidních důchodců.  

Pravděpodobnost vzniku nové invalidity je v modelu NEMO reprezentována proměnnou MORB_RATE 
a ze vstupů projekce AWG ji lze snadno dopočíst jako poměr počtu nových invalidních důchodů k po-
pulaci ponížené o již existující invalidní důchodce v dané věkové skupině. Očekáváme, že počet nových 
důchodců sečtený s počtem důchodců z minulého roku, kteří nezemřeli, bude převyšovat počet dů-
chodců predikovaný projekcí v roce aktuálním. Na základě tohoto rozdílu určíme pravděpodobnost zá-
niku invalidity.  

V případě projekce Národní rozpočtové rady nedisponujeme údajem o počtu nových invalidních dů-
chodců, pouze o jejich celkovém počtu. Pravděpodobnosti zániku invalidity tedy ponecháme stejné jako 
v běžných bězích modelu NEMO a pravděpodobnosti jejího vzniku určíme tak, aby si celkové počty 
invalidů v obou projekcích odpovídaly.  

Pravděpodobnosti změny stupně invalidity vypočteme podobně.  

Míra porodnosti 

Předpoklad porodnosti do projekce v modelu NEMO vstupuje dvěma způsoby. Na jedné straně do vý-
počtu každý rok vstoupí nově narození jedinci, jejichž životní dráha se potom modeluje. Tyto osoby jsou 
součástí databáze modelových bodů a v rámci přípravy modelových bodů se též určují jejich parametry 
včetně jejich počtu, pro přiblížení externí projekci je proto potřeba dosadit příslušný předpoklad do pro-
cedur pro tvorbu modelových bodů. Kromě toho je pravděpodobnost narození dítěte součástí samotné 
projekce. I ta je založená na projekci porodnosti, která se do modelu dosazuje jako jedna ze vstupních 
tabulek. Veškerá data o porodnosti je tedy možné bez potíží převzít.  

Počáteční populace 

Předpokládáme, že počáteční počty zaměstnaných a důchodců (všech typů) a celková počáteční po-
pulace si mezi projekcemi budou odpovídat, protože současný stav těchto veličin je známý z dat ČSÚ 
a ČSSZ. Dojde-li k výraznějším rozdílům, je možné náhodně vybrat některé osoby ve vstupech do mo-
delu NEMO a ty odebrat nebo zduplikovat (výběr by měl proběhnout na základě věku a vzdělání). Uži-
tečnost projekce provedené na takto upravených datech je ovšem sporná – doporučujeme v takovém 
případě především prozkoumat, jaké důvody k rozdílu v počátečních údajích vedou a jak moc jejich 
existence ovlivní další výpočty.  

K větším rozdílům může dojít u počtů rodičovských dovolených, studentů, nezaměstnaných a neaktiv-
ních, protože pro tyto údaje nejsou k dispozici podrobné statistiky a rozdělení osob mezi tyto stavy ne-
musí být jednoznačné. V takovém případě opět náhodně vybereme patřičný počet osob a přeřadíme je 
do jiného stavu tak, aby zastoupení osob ve všech stavech odpovídalo externí projekci. Na základě 
expertního rozhodnutí můžeme vyslovit pro toto přeřazování několik předpokladů, například se můžeme 
rozhodnout, že nově vytvoření studenti by neměli mít předchozí pracovní zkušenost. Obzvlášť v mlad-
ších ročnících by pro přeřazování osob v těchto skupinách mělo stačit pracovat s lidmi, kteří v modelo-
vých bodech modelu NEMO nemají žádnou historii.  

Jediným z těchto stavů, který je obsažený v projekcích AWG nebo Národní rozpočtové rady, je ovšem 
počet nezaměstnaných v práci AWG. Příprava vstupů tímto způsobem by proto měla být potřebná jen 
zřídka.  

Počet důchodců 

V projekci AWG se předpokládá, že každá osoba odejde do starobního důchodu v den, kdy dosáhne 
takzvaného efektivního důchodového věku. My ovšem chceme pouze upravit průměrný věk odchodu 
do důchodu tak, aby co nejlépe odpovídal zmíněnému efektivnímu důchodovému věku, ale zároveň 
zachovat počty osob, které odchází do předčasného důchodu nebo naopak přesluhují.  

Vyjdeme z výsledků modelu NEMO před kalibrací (např. z výsledků, jež MPSV běžně reportuje). Z po-
čtů nových důchodců v jednotlivých letech spočteme průměrný věk odchodu do důchodu pro jednotlivé 
kohorty (abychom výsledky dokázali po kohortách rozdělit, přiřadíme i pro základní běh každé kohortě 
unikátní SPCODE). Dále pro každou kohortu a každý kalendářní rok určíme míru důchodovosti pozoro-
vanou v modelu (jako poměr počtu nových důchodců a počátečního počtu osob, jež nejsou ve starobním 
důchodu) a porovnáme ji s pravděpodobnostmi odchodu do důchodu zadanými v modelu. Pozorované 
pravděpodobnosti budou nižší, protože pravděpodobnost zadaná v modelu se neaplikuje na všechny 
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osoby nepobírající dosud starobní důchod, ale jen na ty, kdo již dosáhli potřebné doby pojištění. Odtud 
spočítáme velikost populace, na kterou se pravděpodobnosti odchodu do důchodu aplikovaly – tedy 
velikost populace s nárokem odejít do starobního důchodu.  

Je-li přípustné manipulovat se zákonným věkem odchodu do důchodu, posuneme v tabulce retire-
ment.fac důchodový věk o stejný počet let, o který se liší průměrný věk odchodu do důchodu v modelu 
a v projekci AWG. Pravděpodobnosti odchodu do předčasného důchodu a přesluhování pak nastavíme 
tak, abychom po jejich aplikaci na populaci, která v daném kalendářním roce splnila zákonné podmínky, 
dostali stejné počty osob odcházejících do důchodu s určitým posunem oproti svému důchodovému 
věku, jaké jsme pozorovali v základním běhu.  

Pokud si uživatel přeje důchodový věk zachovat, protože se jedná o hodnotu přesně danou zákonem, 
je možné tento krok vynechat a pracovat výhradně s pravděpodobnostmi odchodu do důchodu. Cenou 
za to bude pravděpodobně nutnost tabulku pravděpodobností odchodu rozšířit o další možné rozdíly 
mezi důchodovým věkem a věkem odchodu do důchodu.  

V případě projekce Národní rozpočtové rady budeme postupovat podobně. Zákonné důchodové věky 
nastavíme v souladu s legislativou, pouze nebudeme rozlišovat mezi počtem dětí ženy a všem (konzis-
tentně s projekcí) nastavíme hodnotu, jaká dle zákona přísluší ženě se dvěma dětmi. Stejně jako v pří-
padě projekce AWG určíme počet osob, které v modelu NEMO dosáhly nároku na odchod do starobního 
důchodu (v závislosti na kalendářním roce a roku narození), a pravděpodobnosti odchodu do předčas-
ného či řádného důchodu či přesluhování nastavíme tak, abychom dostali počty nových důchodců pro-
jektované Národní rozpočtovou radou.  

Poznamenejme, že tímto způsobem dosáhneme pouze přiližného sladění. Pravděpodobnost odchodu 
do důchodu se vzájemně ovlivňuje se zaměstnaností, neboť změna v zaměstnanosti změní i doby po-
jištění jednotlivých osob a tím i okamžik, kdy na důchod vznikne nárok. I pokud se tedy v prvním kroku 
podaří dosáhnout dokonalé shody, opět ji porušíme, jakmile zkalibrujeme zaměstnanost. Proto tuto 
úpravu po kalibraci zaměstnanosti a nezaměstnanosti ještě jednou zopakujeme, abychom míru přiblí-
žení zlepšili.  

4.2 Kalibrace pomocí reziduální populace 

 Popis metody 

V některých případech lze populaci zachycenou modelem rozdělit do několika skupin, o nichž jsou k dis-
pozici různě podrobné informace. V situaci, kdy existují spolehlivá data o některých podpopulacích a je 
potřeba upravit celkový výsledek, je možné toho dosáhnout pomocí kalibrace osob spadajících do sku-
pin s větší mírou nejistoty.  

Tuto metodu použil Deloitte pro kalibraci úmrtností v mikrosimulačním modelu důchodového plánu jed-
noho ze svých klientů. Tento model uvažuje zvlášť příjemce různých druhů rent a diferencuje některé 
jejich vstupní předpoklady včetně úmrtnosti. Zároveň existuje skupina osob, jež nikdy nebyly v adminis-
trativních záznamech, protože jsou součástí jiných důchodových schémat (např. příslušníci ozbrojených 
složek). Úmrtnost těchto osob byla stanovená tak, aby její součet s úmrtností ostatních skupin odpovídal 
úmrtnosti celkové populace vyčtené z externích statistik.  

Ve své nejjednodušší podobě je tato metoda velmi přímočará. Pokud například 𝑥𝑖 je hodnota veličiny 

ve skupině 𝑖 (např. úmrtnost v určitém věku) a dohromady máme 𝑛 skupin, z nichž pro všechny kromě 

té poslední hodnotu veličiny známe, a pokud dále 𝑁𝑖 jsou počty osob v jednotlivých skupinách, 𝑁 cel-

kový počet osob a 𝑥 úhrnná hodnota veličiny pro celou populaci (např. celková úmrtnost), potom musí 

platit 

𝑁𝑥 = ∑ 𝑁𝑖𝑥𝑖

𝑛

𝑖=1

 

a hodnotu pro poslední skupinu spočteme podle vzorce  

𝑥𝑛 =
𝑁𝑥 − ∑ 𝑁𝑖𝑥𝑖

𝑛−1
𝑖=1

𝑁𝑛

. 

Tento postup má dvě úskalí. Předně ho lze použít pouze na nezávislé proměnné (tzn. jen na takové, 
pro které v modelu není zaveden vzorec vycházející z jiných veličin) a dále jen na proměnné, u nichž 
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dává smysl dělení populace na několik skupin, jejichž příslušníci budou mít kalibrovanou veličinu všichni 
ve stejné výši (což představuje rozumný předpoklad například u úmrtnosti, ale značné zjednodušení 
v případě platu). Dále tento postup sám o sobě nezaručuje, že dopočtená hodnota bude realistická. 
Pokud byly už hodnoty pro ostatní skupiny odvozené s určitou mírou nejistoty, mohou se jednotlivé 
odchylky nasčítat a výrazně poslední hodnotu vychýlit oproti očekávání. Proto je na místě stanovit pře-
dem hranice, ve kterých by se výsledné hodnoty měly pohybovat, ať již absolutně, nebo vzhledem k ji-
ným úmrtnostem (např. lze předpokládat, že ve většině věků budou mít muži vyšší úmrtnost než ženy, 
a kalibrace by tedy úmrtnost mužů neměla snížit pod úroveň žen). Jestliže z kalibrace vyjde hodnota 
ležící mimo stanovené hranice, bude potřeba se vrátit k některému z předchozích kroků (tedy odvození 
vstupů pro ostatní skupiny nebo samotný zisk vstupních dat), protože soubor našich dat a předpokladů 
zřejmě není konzistentní.  

Variantu této metody lze použít i pro kalibraci veličin, které by měly mít pro každého jedince mírně 
odlišnou hodnotu (jako například plat). Nejprve zkalibrujeme střední hodnotu veličiny pro doplňkovou 
skupinu podle vzorce uvedeného výše a potom tuto hodnotu rozrůzníme na hodnoty pro jednotlivce 
s pomocí nějakého dalšího postupu. Vhodná může být některá varianta zjemňování průměrných hodnot 
popsaného v kapitole 3.  

Dosud jsme uvažovali pouze situaci, kdy existuje jediná doplňková skupina, větší množství doplňkových 
skupin metoda ve své základní podobě nedokáže rozrůznit. Je však možné uvažovat variantu, kdy pro 
každou doplňkovou skupinu stanovíme kromě povolených hranic ještě výchozí hodnotu hledané veličiny 
a sestavíme optimalizační algoritmus, který se pokusí najít hodnoty hledané veličiny pro všechny doplň-
kové skupiny tak, aby zároveň 

• Každá nalezená hodnota ležela ve stanovených hranicích; 

• Hodnoty 𝑥𝑖 v doplňkových skupinách ležely co nejblíže výchozím hodnotám (měřeno například 
kvadratickou odchylkou); 

• Platil vzorec 𝑁𝑥 = ∑ 𝑁𝑖𝑥𝑖
𝑛
𝑖=1 .  

Pro provedení takové optimalizace plně dostačuje například Excel Solver. Je třeba mít na paměti, že 
výsledek této varianty kalibrační metody bude silně záviset na poskytnutých vstupech – hranicích a 
výchozích hodnotách.  

  Obecné zhodnocení 

Abychom mohli lépe hovořit o výhodách a nevýhodách této kalibrační metody, potřebujeme rozlišit dva 
případy jejího využití. V tom prvním chceme dopočítat hodnotu veličiny v pouze jedné skupině. Ve dru-
hém pak potřebujeme dopočíst hodnoty většího množství skupin.  

Kalibrace jedné skupiny 

Pokud známe hodnoty ve všech skupinách kromě jedné, udává tato metoda přímočarý způsob, jak 
dopočítat hodnotu poslední. Tento výpočet je jednoduchý, zabere téměř zanedbatelný čas a nevyžaduje 
jiné vstupy než velikosti všech skupin a známé hodnoty zkoumané veličiny.  

Úskalím této metody je možné načítání chyby. Hodnoty, které nyní považujeme za známé, jsme prav-
děpodobně odvodili statistickými metodami, a proto nejspíš obsahují odchylku od skutečné hodnoty. 
Tyto odchylky se mohou při výpočtu poslední hodnoty nasčítat na nezanedbatelnou výši. Je proto třeba 
zkoumat logický výsledek této metody.  

Výhodou této metody je, že přesně zachovává symetrii. Pokud namísto hodnoty poslední skupiny počí-
táme její doplněk do 1, postupujeme podle následovného vzorce pro výpočet, jenž je evidentně ekviva-
lentní výpočtu původní hodnoty.  

1 − 𝑥𝑛 =
𝑁(1 − 𝑥) − ∑ 𝑁𝑖(1 − 𝑥𝑖)𝑛−1

𝑖=1

𝑁𝑛

=
𝑁𝑛 − 𝑁𝑥 − ∑ 𝑁𝑖𝑥𝑖

𝑛−1
𝑖=1

𝑁𝑛

= 1 −
𝑁𝑥 − ∑ 𝑁𝑖𝑥𝑖

𝑛−1
𝑖=1

𝑁𝑛

 

Kalibrace více skupin 

Ve druhém případě, kdy předpokládáme neznámé hodnoty ve více skupinách, se situace z matematic-
kého hlediska komplikuje. Problematika vede na úlohu nelineárního programování, která obecně ne-
musí mít řešení, případně toto není nutně jednoznačné. Metoda může být navíc výpočetně složitá. Ne-
příjemností je, že v obecném případě časovou složitost předem určit nelze.  
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I v tomto případě se kumuluje odchylka hodnot ze známých skupin.  

Další možnou nevýhodou této metody je potřeba nadefinování jednak výchozích hodnot kalibrované 
veličiny pro každou skupinu, jednak hranic, které zkalibrované hodnoty nesmí překročit. V některých 
případech mohou být tyto meze jasně určené (například můžeme jistě předpokládat, že úmrtnost mužů 
je vyšší než úmrtnost žen), ovšem tato metoda bude velice citlivá na změnu všech těchto parametrů. 
Jestliže špatně určíme hranice přípustnosti řešení, může se stát, že řešení, přestože existuje, nenalez-
neme. Případně vypočtená hodnota vůbec nebude mít logický smysl.  

Výhodnou této metody je, že pokud jsou jednotlivé skupiny nezávislé a jejich vztah v hraničních ome-
zeních nejvýše lineární, pak je kalibrace pomocí reziduální populace symetrická. V případě složitějších 
omezení se bohužel symetrie nezachovává. Tedy například omezení tvaru 𝑥𝑖 ≤ 5 či 𝑥𝑖 + 3𝑥𝑗 ≥ 6 syme-

trii zachovávají. Ovšem nelineární (tedy kvadratická, exponenciální atd.) omezení symetrii poruší. 

Společné vlastnosti 

V kapitole 4.3 jsme uvedli pro měření kvality kalibračních metod dva indexy, bohužel ani jeden z nich 
nemá pro kalibraci pomocí reziduální skupiny valný smysl zkoumat. 

Pro využití indexu odchylky (TDI) od cíle bychom potřebovali znát počet skutečných událostí v celé 
populaci a ten porovnávat s počtem simulovaných událostí. Nicméně informaci o skutečném počtu udá-
lostí ve skupinách, v nichž dopočítáváme hodnoty veličiny, MPSV k dispozici nemá. 

Je důležité zmínit, že tato metoda nikterak nezohledňuje jiné vysvětlující proměnné než skupinu, ve 
které se každý jedinec nachází.  

Logické hranice, které určujeme (ať už v případě jedné, či více počítaných hodnot), ve většině případů 
zaručí zachování nulovosti při nulové pravděpodobnosti. Nicméně mohou nastat specifické případy, kdy 
bude tato vlatnost porušena. Představme si například, že bychom modelovali třetí pilíř důchodového 
systému a měli k dispozici jednak částku, kterou některé skupiny přispěly, a jednak celkový objem pří-
spěvků do třetího pilíře. Pak by tato metoda lidem, o nichž chybí informace, přisoudila každému stejnou 
část chybějícího objemu příspěvků. To by nejspíš byla chyba, neboť máme důvod předpokládat, že 
spíše nemalá část těchto jedinců nepřispěla vůbec, než že každý z nich přispěl stejnou malou částkou.  

Shrnutí kladů a záporů 

Mezi hlavní výhody této metody patří, že v případě jedné určované hodnoty je výpočetně velmi rychlá a 
obvykle zachovává symetrii.  

Hlavními nevýhodami jsou zohlednění pouze jediné vysvětlující proměnné, a to skupiny jedince. Pokud 
chceme kalibrovat několik skupin naráz, musíme dodat další informace a počáteční hodnoty, metoda 
nemusí nalézt řešení a v případě složitějších omezení může být výpočetně pomalá. 

 Vhodnost pro aplikaci v NEMO 

Rozdělení populace do skupin na základě určité vlastnosti lze v modelu NEMO provést. Na počátku 
projekce se skupiny definují a model pak po simulaci životních drah zařadí daného jedince do odpoví-
dající skupiny. Po nasimulování drah posledního jedince je celková simulovaná populace roztříděná do 
předem nadefinovaných skupin, pro které jsou hodnoty důležitých proměnných známé. 

Pak jsou k diskuzi následující body: 

• počet konstruovaných skupin; 

• výběr skupiny (skupin), která bude představovat doplňkovou skupinu pro aplikaci popisované 
kalibrační metody;  

• hranice přípustných hodnot.  

Je nutné podotknout, že jednoho jedince není možné zařadit „dvakrát“, tzn. nelze na počátku projekce 
samostatně definovat různé množiny skupin. Například nelze na počátku definovat skupiny dle pohlaví 
(muž, žena) a separátně věkové skupiny a očekávat, že model zařadí jedince jednou do skupiny dle 
pohlaví a podruhé do jiné skupiny dle věku. Pokud bychom potřebovali jako výstup populaci zařadit do 
𝑛 věkových skupin podle pohlaví, je nutné na počátku projekce vytvořit 2 ∗ 𝑛 skupin, do kterých budou 
jedinci řazeni, tj. jednu skupinu pro každou kombinaci pohlaví a věku.  



 

29 

 

Ke zvážení je také horní hranice pro počet skupin. V modelu NEMO je maximálně povoleno třídění do 
10 000 skupin (horní hranice SP kódu), což ovšem není optimální. Více skupin vede k výraznému zpo-
malení běhu modelu, který beze všeho trvá nejméně jeden den. Kdybychom chtěli populaci rozdělit dle 
pohlaví, tato operace by pro model nebyla příliš velkou zátěží. U věkových skupin bychom už pak museli 
hlouběji diskutovat o jejich optimálním počtu nejen z pohledu složitosti běhu modelu, ale i z pohledu 
spolehlivé interpretace získaných výsledků. Např. řazení jedinců do pětiletých věkových skupin je sice 
méně vypovídající než řazení do samostatných věkových skupin, ale z hlediska počtu skupin je toto 
dělení pro model přijatelnější a stále poskytuje dostatečně detailní informaci o zkoumané veličině a jejím 
rozdělení (i v kombinaci pohlaví-věk). 

Samotným jádrem kalibrační metody je volba skupiny, která bude reprezentovat doplňkovou skupinu, a 
hodnoty, která bude aplikací metody kalibrována na kalibrační cíl. Obecně by se mělo jednat o skupinu 
s největší mírou nejistoty, což by např. při modelování výšky platu dle věkových skupin mohla předsta-
vovat skupina pracujících studentů ve věku 15-20 let, u které z pravidla evidujeme nízký počet záznamů. 
Jinou možností je jako doplňkovou skupinu zvolit tu, která se nejvíce liší od hodnot externích projekcí. 
Volba doplňkové skupiny není vždy jednoduchá a přímočará a požaduje expertní úsudek podložený 
dostatečnou analýzou. Pak by se již doplňková skupina zkalibrovala na požadovaný cíl jednoduchým 
dopočtem dle výše zmíněného vzorce, přičemž potřebné vstupní hodnoty, reprezentující hodnoty cel-
kové populace, by se načetly jako konstanty z tabulky. Porovnáním získané a požadované hodnoty 
doplňkové skupiny by se spočetla kalibrační konstanta, která by se jako nová hodnota uložila do tabulky 
konstant, jež je načítaná na vstupu. Poté by se model znovu seběhl. Na závěr projekce by se doplňková 
skupina pronásobila příslušnou kalibrační konstantou. Tato kalibrační metoda by rovněž byla vhodnou 
alternativou k doposud používané metodě pro korekci průměrných platů, která je v modelu NEMO re-
prezentovaná tzv. reziduální inflací.         

Po výběru doplňkové skupiny je pak důležité ověřit, že dopočtená hodnota náleží intervalu přípustných 
hodnot, který byl předem stanoven. Tuto kontrolu lze do modelu NEMO jednoduše implementovat – 
hranice přípustných hodnot model načte při vstupu jako konstanty z tabulky.  

Metodu kalibrace pomocí reziduální složky lze také dále využít pro kalibraci veličin na vstupech v pří-
padě, že o nějaké skupině buď nemáme k dispozici žádná data, nebo jsou naše data nedůvěryhodná. 
Tento přístup byl proveden v modelu státních penzí v Polsku, kde byly na vstupu kalibrovány úmrtnosti 
pro specifické skupiny obyvatelstva. Výhodou této aplikace je zejména to, že se vyhneme dvojitému 
běhu modelu.  

Na závěr zmíníme, že simulovanou populaci je možné do skupin roztřídit i s veličinou proměnlivou 
v čase (např. věková skupina, aktuální pracovní stav). V takovém případě je nutné do modelu tuto mož-
nost přechodů mezi jednotlivými skupinami dodefinovat pomocí tzv. extended formulí. Po každé simu-
laci je pak potřebné ručně zaznamenávat stavy v jednotlivých skupinách (příchody/odchody jedinců) a 
na konci celé projekce lze tuto finální tabulku vytisknout. Avšak pro účely kalibrace nemá smysl se touto 
možností dále zabývat.  

 Celkové zhodnocení 

Metoda doplňuje hodnoty veličiny pro skupiny obyvatel, pro něž nejsou k dispozici žádné údaje nebo 
pro něž data nejsou spolehlivá. Pouze v takových případech ji proto má smysl používat. Operuje pouze 
na agregátní úrovni (např. pravděpodobnost úmrtí osob ve skupině, průměrný plat ve skupině). Lze ji 
použít pro přípravu předpokladů ještě před prvním spuštěním jakéhokoli modelu, ale stejně tak je možné 
kalibraci provést na základě výsledků z přípravného běhu.  

4.3 Kalibrace iterativním sbíháním modelu 

 Popis metody 

V úplně nejhrubší myšlence spočívá tato metoda v tom, že uživatel seběhne model s výchozími vstupy, 
na základě výsledků vstupy upraví a toto opakuje, dokud nedojde k požadovanému přiblížení k cílovým 
hodnotám. Hlavní výzva metody spočívá v tom, jak ji provést efektivně.  

Přirozeným řešením je provést kalibraci na zjednodušeném modelu, který bude pokrývat jen ty vztahy, 
které jsou předmětem kalibrace. Tento postup se například používá pro kalibraci trhu práce v modelu 
státních penzí jednoho z klientů Deloitte.  
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Případová studie – použití metody v modelu klienta Deloitte 

Každá osoba v tomto modelu patří do některého z mnoha možných stavů. Dělení do stavů je velmi 
jemné, každý z přirozených hlavních stavů - například zaměstnaný, nezaměstnaný, neaktivní, rolník 
nebo student – má ještě několik variant, celkem je stavů 55. K jejich změnám dochází na základě pře-
chodové matice (tedy souboru pravděpodobností, že student nastoupí do zaměstnání, zaměstnanec se 
vrátí ke studiu, neaktivní osoba začne čerpat rodičovskou dovolenou atd.). Jako kalibrační cíl se používá 
míra zaměstnanosti a nezaměstnanosti pro jednotlivé roky a věkové kohorty. Dalším požadavkem na 
kalibraci je zachovat celou přechodovou matici co nejblíže stavu, ve kterém se nacházela před kalibrací 
(tedy měnit jednotlivé přechodové pravděpodobnosti v co nejmenší míře).  

Předstupněm kalibrace je provedení přípravného běhu v Prophetu. Na základě tohoto běhu se určí po-
čáteční přechodová matice prostým vydělením počtu osob v příslušných stavech na začátku období a 
na jeho konci. Celkem máme 55 × 55 přechodů.  

Tuto matici budeme v rámci kalibrace upravovat, abychom se přiblížili kalibračním cílům. Do procesu 
ovšem nezahrneme všechny její prvky, některé přechody jsou totiž řízené složitějšími mechanismy, 
které přechodová matice nedokáže dostatečně postihnout:  

• Některé přechody jsou v modelu výsledkem deterministického vývoje a jejich nastání není nijak 
ovlivněné náhodností (v okamžiku, kdy k nim dochází). Příkladem může být přechod mezi ne-
mocným a zdravým zaměstnancem v modelu MPSV, neboť délka nemoci se určí náhodně při 
započetí nemoci a její ukončení už tedy náhodnosti nepodléhá. Kalibrace takových případů 
nemá smysl, protože se v pomocném modelu a hlavním výpočtu chovají odlišně.  

• Některé přechody nastávají jen velmi zřídka, protože se týkají jen malé části populace nebo 
protože je jejich pravděpodobnost velmi nízká. Počet takových případů nemůže být v modelu 
stabilní, a nemá tedy smysl ho kalibrovat.  

Parametry ovlivňující přechody v těchto dvou skupinách v rámci kalibrace nebudeme měnit. Pro ka-
libraci ostatních přechodů je přesto potřeba jejich existenci vzít v úvahu, pro tento účel se použije prav-
děpodobnost převzatá z přípravného běhu v Prophetu a dále se neupravuje.  

Kalibrace samotná probíhá v pomocném modelu v MS Excel. Vstupem do něj jsou počáteční počty osob 
v jednotlivých stavech, rozdělené podle pohlaví a věkové kohorty. Model potom obsahuje pro každou 
kombinaci kalendářního roku, věkové kohorty a pohlaví přechodovou matici. Vstupní hodnoty těchto 
matic jsou přezvaté z přípravného běhu v Prophetu. Na základě těchto vstupů pak model projektuje 
vývoj počtu osob v jednotlivých stavech a pro každý rok porovná kvadratickou odchylku míry zaměst-
nanosti a nezaměstnanosti od kalibračního cíle. Model tedy neobsahuje výpočet výše dávek ani ověřo-
vání zákonných podmínek.  

V souboru se konečně provádí optimalizace pomocí Excel Solveru. Jako optimalizační algoritmus se 
používá nelineární GRG (generalized reduced gradient) – standardní optimalizační metoda využívající 
(jako mnoho dalších optimalizačních algoritmů) parciální derivace minimalizované funkce. Výsledkem 
je tedy sada přechodových matic, které závisí na kohortě, kalendářním roce a pohlaví. Dosazením 
těchto matic do modelu v Prophetu a jeho seběhnutím získáme zkalibrované výsledky.  

Další specifika metody 

Obecně není zaručené, že zkalibrovaný běh skutečně naplní kalibrační cíl – přechody, které jsme vyřa-
dili z kalibrace, mohou výsledky ovlivnit odlišně oproti zjednodušenému způsobu, který byl zanesený do 
modelu v MS Excel. Výsledky je proto nutné důkladně otestovat. Je potřeba přitom prověřovat jak sku-
tečnou vzdálenost kalibrovaných veličin od kalibračních cílů, tak i vliv kalibrace na veličiny ostatní.  

Pokud se uspokojivé kalibrace dosáhnout nepodařilo, je možné celý proces opakovat. Je přítom na ex-
pertním úsudku analytiků provádějících kalibraci, zda jako nový vstup pro optimalizační algoritmus vyu-
žít výsledky modelu po první kalibraci, nebo výsledky zcela nového přípravného běhu (dva stejné pří-
pravné běhy dají vždy stejný výsledek, je ale možné změnit pořadí osob v seznamu modelových bodů 
a tím kontrolu nad realizacemi náhodných veličin v simulaci úmyslně porušit). Rozhodnutí bude záviset 
především na tom, jak blízko se ke kalibračnímu cíli podařilo přiblížit a jak velkou deformaci v rozdělení 
ostatních veličin dosavadní kalibrace způsobila.  

Obtížnost úlohy přitom výrazně závisí na tom, jak složitý proces máme kalibrovat a kolik stanovíme 
kalibračních cílů. V projektu Deloitte popsaném výše se sledovaly pouze dvě cílové proměnné, totiž míry 
zaměstnanosti a nezaměstnanosti, a přesto nebylo triviální uspokojivé kalibrace dosáhnout. Metoda 
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dále spoléhá na to, že existuje dostatečné množství přechodů, které lze kalibrovat, tedy pro které lze 
počet osob vyjádřit jako procento z výchozí populace a není třeba zohledňovat například splnění zákon-
ných podmínek.  

Jelikož se kalibrace provádí mimo Prophet, lze obecně kalibrační model vytvořit v celé řadě aplikačních 
nástrojů. MS Excel považujeme za rozumný kompromis mezi jednoduchostí používání, schopností v do-
statečné míře replikovat důležité části modelu v Prophetu a dostupností optimalizačních procedur. Ač-
koli například v R by jistě bylo možné vytvořit nástroj, který by Prophet replikoval přesněji nebo který by 
nabízel větší množství optimalizačních algoritmů, jeho vytvoření by pravděpodobně stálo větší množství 
práce s nejistou přidanou hodnotou.  

Pro kalibraci některých specifických mikrosimulačních modelů nemusí být pomocný model nutný, v běž-
ných případech se mu ale vyhnout nelze. Chceme-li totiž pro kalibraci využít hlavní model, je potřeba, 
aby provedl výpočet za dostatečně krátkou dobu, neboť v průběhu optimalizace ho bude nutné spouštět 
mnohokrát. Další podmínkou pak je, aby hlavní model bylo možné podrobit automatizované optimali-
zační proceduře, tzn. musí existovat nástroj, který je schopen model spustit, analyzovat jeho výsledky, 
na jejich základě upravit předpoklady modelu a tento proces opakovat. Takový nástroj obecně není 
snadné implementovat, pokud model není vytvořený v jazyce, kde existují snadno přístupné knihovny 
umožňující optimalizaci (jako například R).  

Důležitou otázkou této metody je míra zjednodušení, která bude v pomocném modelu zavedená. V pří-
padě popsaném výše byl model zjednodušený na nejvyšší možnou míru – omezoval se na predikci 
pracovního trhu a kalibroval jen přechody s jednoduchou formou. Výhodou takto výrazného zjednodu-
šení je relativně nenáročná implementace pomocného modelu a jeho srozumitelnost. Pokud bychom 
chtěli pomocný model obsáhlejší, museli bychom vyslovit dodatečné předpoklady – například kdyby-
chom chtěli kalibrovat přechod zaměstnanců do starobního důchodu, museli bychom stanovit procento 
zaměstnanců, kteří mají odslouženou potřebnou dobu, zajistit konzistenci tohoto předpokladu s ostat-
ními předpoklady pomocného modelu a brát ho v úvahu při interpretaci výsledků. Doporučujeme proto 
začít vždy s nejjednodušší možnou variantou a složitější funkcionality do pomocného modelu zavádět 
jen ve výjimečných případech.  

 Obecné zhodnocení 

Velká nevýhoda této metody spočívá v tom, že se jedná o čistě empirické cvičení. Nelze nijak zaručit, 
že kalibrace povede k cíli, a úspěch či neúspěch lze vyhodnotit až po seběhnutí modelu v Prophetu 
na zkalibrovaných vstupech. Z tohoto důvodu je nutné metodu nejen testovat z hlediska funkční správ-
nosti, ale také provést důkladnou validaci každé jednotlivé kalibrace.  

Určitou naději v tomto směru dává fakt, že klient, pro kterého Deloitte tuto metodu původně vytvořil, řešil 
úlohu velmi podobnou problému, který teď zajímá MPSV. Jednalo se o kalibraci modelu v Prophetu, 
který má podobnou základní strukturu jako model MPSV (posouvá čas v měsíčních krocích, nechává 
každého jedince přecházet mezi určitými stavy na základě přechodové matice a ověřuje přitom, které 
stavy jsou v dané situaci přípustné, ve všech ostatních výpočtech vychází z aktuálních a historických 
stavů). V obou případech existují přechody, které nelze metodou kalibrovat, protože závisí na dalších 
legislativních podmínkách (např. do důchodu lze odejít jen s určitým počtem odsloužených let). Hlavní 
rozdíl spočívá v tom, že model MPSV obsahuje výrazně nižší počet stavů. Lze tedy doufat, že situace 
MPSV se od původního použití této metody neliší natolik, aby kalibrace neposkytla uspokojivé výsledky.  

Problémem tohoto přístupu je jeho stabilita. Algoritmus obecně najde pouze lokální minimum problému, 
není tedy vyloučeno, že malá změna vstupních parametrů kalibrace povede k odlišným výsledkům, 
které pak mohou při spuštění v Prophetu dát jinou projekci. Rozdíl mezi alternativními projekcemi ne-
bude značný (protože vždy ověřujeme, že se výsledky kalibrovaného běhu od původních příliš neliší), 
tento fakt přesto může ztížit interpretaci výsledků a snížit důvěru, kterou k nim další uživatelé zkalibro-
vaných projekcí budou mít.  

Kromě vysoké výpočetní náročnosti skýtá tato metoda nevýhodu v tom, že neumí zachovat symetrii 
úlohy. Optimalizační algoritmus totiž v obecném případě právě se symetrií neumí pracovat.  

Další problém může nastat se zachováním nulových pravděpodobností přechodu. Podmínku na jejich 
ponechání je třeba explicitně zahrnout do optimalizačních algoritmů, což dále zvýší složitost celého 
systému.  
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Je třeba explicitně zmínit, že jelikož tato metoda upravuje pouze vstupní hodnoty, zachovává plně 
vztahy mezi vysvětlujícími proměnnými a odezvami, velmi dobrým způsobem tedy zachovává konzis-
tenci vstupů a výsledků.  

 Vhodnost pro aplikaci v NEMO 

Jelikož samotná kalibrace probíhá v pomocném externím souboru, odpadne značná část implemen-
tačních omezení, která by specifika Prophetu mohla způsobovat. Komplikacím se přesto nevyhneme 
zcela.  

Ze všeho nejdřív je třeba získat matici pravděpodobností přechodů, která pak poslouží jako vstup pro 
kalibraci. Nadefinujeme tedy přechody, které nás zajímají (např. zaměstnaný – péče o dítě, zaměst-
naný – student, student – student, student – nezaměstnaný a podobně). Do modelu zavedeme funkci, 
která bude v průběhu projekce zapisovat tyto přechody vždy mezi začátkem a koncem kalendářního 
roku, a na konci je vypíšeme do tabulky rozdělené podle typu přechodu, věku a pohlaví. Přechodo-vou 
matici potom spočítáme z této tabulky mimo Prophet.  

Zavedení zkalibrovaných přechodových matic zpět do Prophetu je složitější. Je potřeba nejen trans-
formovat roční přechodové pravděpodobnosti na měsíční, ale také vzít v úvahu, že Prophet pracuje s 
několika způsoby přechodů mezi stavy (přechody způsobené vypršením čekací doby, přechody spo-
jené s událostí a přechody nezávislé). Způsoby, jak se s těmito komplikacemi vypořádat, podrobně po-
pisujeme v kapitole 4.8.3. Jedná se však o netriviální úlohu.  

 Celkové zhodnocení 

Metoda vyžaduje tvorbu složitého externího nástroje, nezaručuje nalezení řešení, a i pokud se řešení 
nalézt podaří, nebude obecně stabilní. Navíc samotný výpočetní čas může být značně vysoký. Metoda 
kalibrace iterativním sbíháním modelu je vhodná pro kalibraci přechodových pravděpodobností, nelze ji 
naopak použít na kalibraci platů. Její hlavní výhodou je pak schopnost zkalibrovat velké množství pře-
chodů naráz. Pokud kalibrujeme jen jednu veličinu, je vhodnější použít jednodušší metodu.  

4.4 Zjemňování průměrných hodnot 

 Popis metody 

Jedná se opět o metodu založenou na úpravě vstupních parametrů modelu. Jejím primárním účelem je 
zavedení individuálních rozdílů do populace, v níž by bez použití této metody měly všechny osoby stej-
nou hodnotu upravované veličiny. Nemusí se tedy nutně jednat o kalibraci ve smyslu posunu střední 
hodnoty. Nezbytnou podmínkou pro provedení této procedury je znalost výsledného pravděpodobnost-
ního rozdělení veličiny, kterou chceme upravovat (nebo alespoň existence apriorního předpokladu o 
tomto rozdělení).  

Tuto metodu použil Deloitte pro jednoho ze svých klientů pro kalibraci platů v mikrosimulačním modelu 
státních penzí.  

V okamžiku, kdy upravovaná veličina nezávisí na historii jedince, je postup jednoduchý. Stačí simulovat 
pro každou osobu náhodnou hodnotu z požadovaného rozdělení (toto rozdělení známe předem a má 
správnou střední hodnotu). Podobně přímočarým způsobem je možné určit například nástupní platy 
osob nově vstupujících na trh práce. Ty sice závisí na dosaženém vzdělání a věku nástupu do práce, 
jakmile však osoby podle těchto veličin roztřídíme do skupin, je konkrétní hodnota jejich platu už zcela 
nezávislá (a tedy nezávisle simulovaná z rozdělení příslušejícího dané skupině).  

Složitější případ nastane, pokud je upravovaná veličina podřízená dalším kritériím – například při mo-
delování vývoje platů bychom kromě dodržení kalibračního cíle pro střední hodnotu měli zohlednit i plat 
v minulém roce a obecné vyhlídky dané osoby na trhu práce. Zde rozlišíme několik variant podle složi-
tosti. Budeme vnich vycházet z toho, že každému jedinci přiřadíme percentil příslušného rozdělení. Při-
pomeňme, že například má-li osoba percentil 60 %, znamená to, že 60 % osob ze zkoumané populace 
dosáhlo nižší hodnoty příslušné veličiny.  

V první variantě budeme výhradně porovnávat rozdělení vysvětlující a závislé proměnné (například 
platu v roce 𝑅 a platu v roce 𝑅 + 1) a každé osobě přiřadíme takový percentil rozdělení závislé pro-
měnné, který odpovídá jejímu percentilu proměnné vysvětlující. Obě rozdělení jsme stanovili apriorně 
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v rámci určení kalibračních cílů. Pořadí osob tedy zůstane zachované – pokud osoba A měla v roce 𝑅 

vyšší plat než osoba B, bude ho mít vyšší i v roce 𝑅 + 1. Tuto metodu použijeme, pokud chceme do-

sáhnout uvěřitelného vývoje jednotlivců (např. osoba s vysokým platem v roce 𝑅 bude mít vysoký plat i 
v roce 𝑅 + 1), ale nevyžadujeme v tomto vývoji žádnou náhodnost. Počáteční pozice osoby může být 
náhodná, je-li simulovaná z prvního rozdělení, všechny ostatní už jsou ale touto počáteční pozicí pevně 
určené.  

Přístup je tedy založený na tom, že na základě postavení osoby v rámci určité skupiny z hlediska první 
veličiny (například platu v roce 𝑅) určíme postavení stejné osoby v rámci stejné skupiny z hlediska nové 

veličiny (například platu v roce 𝑅 + 1). Hodí se tedy obzvláště tehdy, když určitou pevnou skupinu sle-
dujeme po celou dobu projekce – například když nás zajímá vývoj platů mužů s vysokoškolským vzdě-
láním narozených v roce 1980. Skupina přesto nemusí být nutně zcela nepropustná – můžou do ní 
přicházet osoby, které nově nastupují do práce, a naopak odcházet osoby, které zemřely nebo kterým 
byl například přiznán invalidní důchod. Důležité je, aby postavení osoby v rámci skupiny zůstávalo tím 
rozhodujícím parametrem.  

Komplikace nastane v okamžiku, kdy některé osoby nově vstupující do skupiny nebudeme chtít simu-
lovat z nezměněného výsledného rozdělení. Příkladem může být situace, kdy se někdo vrací do práce 
po delší nezaměstnanosti. Kdybychom efekt nezaměstnanosti zanedbali, přiřadili bychom takové osobě 
stejný percentil platu, v jakém se nacházela před ztrátou zaměstnání, nebo bychom simulovali úplně 
novou hodnotu z rozdělení, které bychom nijak neupravovali. Zohlednit nezaměstnanost bychom mohli 
tím, že bychom osobě přiřadili percentil o něco nižší nebo simulovali z rozdělení, kde by byly pravděpo-
dobnosti nižších platů oproti rozdělení původnímu zvýšené. Tím bychom ovšem deformovali celkové 
rozdělení platů v populaci. Jediným řešením je provést úpravy i u osob, které ve skupině zůstávají, a 
tím tuto deformaci vyvážit. V našem příkladu bychom některým osobám skokově zvýšili plat. Tato 
úprava už musí také podléhat náhodnému rozdělení, vývoj veličiny ani pro osoby ve skupině už nebude 
deterministický.  

Dostáváme se tedy k úvahám, jak do metody zavést náhodný vývoj kariérní dráhy. Varianta, kdy pro 
každou osobu simulujeme každou veličinu zcela náhodně bez ohledu na předchozí výsledky, není 
vhodná, neboť v životních drahách jedinců potom bude docházet k neopodstatněným skokům. (Napří-
klad vysoký plat v roce 𝑅, nízký v roce 𝑅 + 1 a opět vysoký v roce 𝑅 + 2.) Nepodaří se navíc vypořádat 
například se zmíněným efektem nezaměstnanosti. Chceme tedy zavést náhodnost, kterou dokážeme 
nějakým způsobem kontrolovat. Způsobů, jak toho docílit, je jistě větší množství. My navrhujeme násle-
dující. 

Zavedení náhodnosti – první varianta 

V této metodě se inspirujeme způsobem, jakým se v modelu NEMO přiřazují osobám partneři: osobě je 
podle určitých kritérií určen „ideální“ partner a ověří se, jestli někdo takový v databázi modelových bodů 
existuje. Pokud ne, přiřadí se místo toho jiný partner, který je co nejpodobnější tomu ideálnímu. Metoda 
předpokládá, že databáze možných partnerů je předem daná. V metodě používané v současnosti 
v NEMO je možné jednoho partnera přiřadit několika osobám, toto zjednodušení zde nevyužijeme.  

Podobně v této kalibrační metodě předem stanovíme seznam povolených percentilů cílového pravdě-
podobnostního rozdělení, do kterých osoba může přejít. Jelikož percentily libovolného rozdělení jsou 
vždy rovnoměrně rozdělené, zvolíme povolené cílové percentily 𝑞𝑖 tak, že označíme-li celkový počet 

osob (a tedy i percentilů) N, bude platit 𝑞𝑖 =
𝑖

𝑁+1
. Vzdálenost dvou sousedních percentilů je tedy vždy 

rovna 
1

𝑁+1
 a stejně tak první percentil má vzdálenost 

1

𝑁+1
 od nuly a poslední od jedničky. Nulu ani jed-

ničku mezi povolené percentily nezahrnujeme, protože některá rozdělení mohou v těchto percentilech 
konvergovat k nekonečnu.  

Každé osobě potom přiřadíme jeden z těchto percentilů výsledného rozdělení na základě jejího původ-
ního percentilu. Předpokládejme nejprve, že už výchozí hodnota veličiny (např. plat v roce 𝑅, když 
chceme kalibrovat plat v roce 𝑅 + 1) splňuje podmínku, že každá osoba je v rámci původního rozdělení 

v jednom z percentilů 𝑞𝑖 =
𝑖

𝑁+1
 a žádný z percentilů se neopakuje. Stanovme a priori diskrétní náhodnou 

veličinu 𝑋, které určí pravděpodobnost, že osoba zůstane ve stejném percentilu, že přejde o percentil 
výš atd. Její volba je předmětem expertního úsudku uživatele, možným kandidátem může být například 
rovnoměrné rozdělení, které přechodu do všech percentilů přiděluje stejnou pravděpodobnost. Jako jiná 
vhodná volba 𝑋 se může jevit diskretizovaná verze normálního rozdělení (oříznutá pro nejvyšší a nej-
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nižší percentily, které z jedné své strany nemají dostatek sousedů). Budeme postupně procházet jed-
notlivé osoby a pro každou z nich simulujeme hodnotu z rozdělení 𝑋, která určí její posun do dalšího 
stavu. Osobu přeřadíme do takového percentilu, který je určen jejím percentilem původním a hodnotou 
posunu 𝑋. Zaznamenáváme přitom, které percentily cílového rozdělení už byly využité.  

Pokud nám pro nějakou osobu vyjde percentil, který už byl předtím obsazený, budeme jí chtít místo toho 
přiřadit nejbližší percentil volný. Pro definici toho, jak chápat blízkost percentilů, máme opět několik 
možností. Nejjednodušší variantou je opřít se pouze o jejich pořadí: pokud je obsazen percentil 𝑞𝑖, po-

kusíme se nejprve přesunout osobu do percentilu 𝑞𝑖+1, pokud i ten už je využitý, tak 𝑞𝑖−1, poté 𝑞𝑖+2, 𝑞𝑖−2 
a tak dále. Jinými slovy, budeme minimalizovat hodnotu |𝑞𝐼 − 𝑞𝑉|, kde 𝑞𝐼 je „ideální“ percentil, tedy ta-

kový, který vyšel na základě rozdělení 𝑋, a 𝑞𝑉 značí doposud volné percentily, do kterých osoba může 

přejít. Tato varianta je obzvláště vhodná, pokud 𝑋 je rovnoměrné rozdělení na lichém počtu percentilů, 
kde ten prostřední odpovídá percentilu dané osoby v původním rozdělení (tedy v tom, na jehož základě 
kalibrujeme).  

Složitější variantou je zohlednit tvar rozdělení 𝑋. Tu má naopak smysl použít, pokud je 𝑋 výrazně ne-
rovnoměrné, tedy pokud se pravděpodobnosti dvou sousedních cílových percentilů znatelně liší. Příkla-
dem může být zdiskretizované normální rozdělení s nízkou směrodatnou odchylkou. Pravděpodobnost 
přechodu do sousedních percentilů pomocí zdiskretizovaného normálního rozdělení je vidět na obrázku 

níže. Z percentilu 𝑞𝑖 =
𝑖

𝑁+1
, přejdeme s největší pravděpodobností do percentilu 

𝑖

𝑁+1
, s menší do per-

centilu 
𝑖+1

𝑁+1
 a 

𝑖−1

𝑁+1
 a tak dále, pro dostatečně vzdálené percentily je pravděpodobnost nulová.  

 

         Pravděpodobnost přechodu do sousednách percentilů 

V tomto případě nejprve pro všechny možné hodnoty 𝑋 prověříme, zda osoba do percentilu daného 

realizací 𝑋 a svým původním percentilem může přejít. Nepřípustné hodnoty (tedy ty, které už jsou za-
brané) z rozdělení vyloučíme a volit budeme pouze mezi hodnotami zbývajícími, pro něž zachováme 
proporci pravděpodobnosti. Tím zaručíme, že bude vybrán percentil, který ještě nebyl obsazený. Hle-
dání nejbližšího volného percentilu způsobem popsaným pro předchozí případ použijeme pouze tehdy, 
pokud není přípustný přechod ani do jednoho z percentilů, které mohou být simulovány na základě 𝑋. 

Algoritmus potom odstartujeme z hodnot, které by vyšly pro maximální a minimální realizaci 𝑋.  

Dosud jsme předpokládali, že v rámci původního rozdělení je každá osoba v jednom z percentilů 𝑞𝑖 =
𝑖

𝑁+1
. Jestliže tomu tak není, protože hodnoty vychází z reálných pozorování nebo protože jsme je simu-

lovali jiným způsobem, pojmeme výchozí hodnoty jako empirické rozdělení. Percentily empirického roz-
dělení od sebe vždy mají stejnou vzdálenost, narážíme pouze na to, že v něm má nejvyšší hodnota 
percentil 1 a nejnižší 0. Proto pro výpočet percentilů empirického rozdělení v tomto případě rozšíříme 
množinu pozorování o dva pomocné případy, jeden extrémně vysoký a jeden extrémně nízký. Percentil 

0 a 1 potom získají tyto pomocné případy a reálným pozorováním přiřadíme percentily 𝑞𝑖 =
𝑖

𝑁+1
 (𝑖 stále 

pro konkrétní osoby v modelu uvažujeme z hodnot 1 až 𝑁) splňující požadavky vyslovené výše.  

Pokud se velikost populace mezi určením výchozího a cílového percentilu změní (např. v novém období 
vstoupí na trh práce nové osoby), vypočteme nejdřív pro každou osobu výchozí percentil, který by měla, 
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kdyby už původní populace byla ve shodné výši jako populace cílová, jednoduchým lineárním škálová-
ním a zaokrouhlením. Představme si například, že kalibrujeme plat v čase 𝑅 + 1, kdy má populace ve-

likost 𝑁𝑅+1, na základě platu v čase 𝑅, kdy měla populace velikost 𝑁𝑅. Potom 𝑖-tá nejbohatší osoba 

v čase 𝑅 se z hlediska rozdělení platů nacházela v percentilu 
𝑖

𝑁𝑅+1
. Pořadí nového percentilu v novém 

rozdělení bude pak rovno  

𝑖
𝑁𝑅+1 + 1

𝑁𝑅 + 1
, 

zaokrouhleno na nejbližší celočíselný násobek zlomku 
1

𝑁𝑅+1
.  

Zavedení náhodnosti – druhá varianta 

Dosud jsme pro modelování přechodu z jednoho percentilu do druhého vycházeli z toho, že známe 
cílové rozdělení. Nyní se zaměříme na případ, kdy navíc předpokládáme rozdělení chování samotného 
přechodu (tedy o kolik se zvýší či sníží cílový percentil).  

Zvolme náhodnou veličinu 𝑋, ze které budeme při přechodech mezi percentily vycházet. Požadujeme, 

aby 𝑋 měla následující vlastnosti: 

• střední hodnota 𝑋 je nulová; 

• oborem hodnot 𝑋 je libovolná podmnožina intervalu [
−1

2
,

1

2
]; 

• 𝑋 je symetrická, tj. pro libovolná 0 < 𝑎 < 𝑏 <
1

2
 platí, že 𝑃[𝑋 ∈ (𝑎, 𝑏)] = 𝑃[𝑋 ∈ (−𝑏, −𝑎)]. 

Konkrétní realizaci náhodné veličiny 𝑋 budeme značit malým písmenem 𝑥.  

Označme 𝑈 veličinu, která určuje výchozí rozdělení, tedy vysvětlující proměnnou. Příslušný výchozí 
percentil pro osobu 𝑖 budeme značit 𝑢𝑖 (např. percentil platu v roce 𝑅). Obdobně označíme 𝑉 cílovou 

náhodnou veličinu a 𝑣𝑖 její percentily, tedy hodnoty, kterých chceme kalibrací dosáhnout (v tomto pří-

padě percentil platu v roce 𝑅 + 1). Při určení hodnoty 𝑣𝑖 bychom chtěli vyjít ze vztahu 𝑢𝑖 + 𝑋.  

Přímo hodnotu 𝑢𝑖 + 𝑋 ovšem nemůžeme bez dalších úprav použít, neboť pro některé realizace veličiny 
𝑋 součet 𝑢𝑖 + 𝑋 nespadne do intervalu [0,1]. Proto vytvoříme novou náhodnou proměnnou 𝑋𝑖 (tato pro-

měnná bude pro každou osobu jiná) a položíme 𝑣𝑖 = 𝑢𝑖 + 𝑋𝑖. Definujeme ji následovně:  

• pokud součet 𝑢𝑖 + 𝑋 spadá do intervalu [0,1], neprovedeme žádnou úpravu, tedy položíme 𝑋𝑖 =
𝑋;  

• jestliže je součet 𝑢𝑖 + 𝑋 záporný, stanovíme 𝑋𝑖 tak, aby platilo 𝑢𝑖 + 𝑋 =  −(𝑢𝑖 + 𝑋𝑖), tedy polo-
žíme 𝑋𝑖 = −2𝑢𝑖 − 𝑋; 

• a konečně pokud součet 𝑢𝑖 + 𝑋  převyšuje 1, stanovíme 𝑋𝑖  tak, aby platilo 𝑢𝑖 + 𝑋 − 1 =
 −(𝑢𝑖 + 𝑋𝑖 − 1), neboli 𝑋𝑖 = −2𝑢𝑖 − 𝑋 + 2. 

Veličinu 𝑋𝑖 jsme vytvořili tak, aby výsledky byly rovnoměrně rozdělené; že tomu tak skutečně je, zdů-

vodníme zanedlouho. Ovšem fakt, že takto definované součty 𝑢𝑖 + 𝑋𝑖 padnou do intervalu [0,1], uká-
žeme ihned. 

Připomeňme, že veličina 𝑋 náleží intervalu [
−1

2
,

1

2
]. Navíc hodnoty percentilů 𝑢𝑖  jsou vždy z intervalu 

[0,1]. Nejvyšší možnou hodnotou součtu 𝑢𝑖 + 𝑋 jsou tedy 
3

2
 a tou nejnižší je 

−1

2
.  

Pokud je 𝑢𝑖 + 𝑋 záporné, nabývá tento výraz hodnotu vyšší než 
−1

2
. Proto výraz 𝑢𝑖 + 𝑋𝑖 = −(𝑢𝑖 + 𝑋) jistě 

padne do intervalu [0,1].  

Podobně postupujeme v úvahách i v případě, že 𝑢𝑖 + 𝑋 je větší než1. Tento výraz zřejmě nabývá hod-

not mezi 1 a 
3

2
, a tudíž 𝑢𝑖 + 𝑋𝑖 = −(𝑢𝑖 + 𝑋) + 2 opět náleží do intervalu [0,1]. 

Jak jsme již výše předeslali, kalibrovanou proměnnou definujeme, symbolicky zapsáno, těmito hodno-
tami: 

• 𝑣𝑖 = 𝑢𝑖 + 𝑋𝑖 = 𝑢𝑖 +  𝑋, pokud 0 ≤ 𝑢𝑖 + 𝑋 ≤ 1,  

• 𝑣𝑖 = 𝑢𝑖 + 𝑋𝑖 = −𝑢𝑖 − 𝑋, pokud 𝑢𝑖 + 𝑋 < 0 a 
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• 𝑣𝑖 = 𝑢𝑖 + 𝑋𝑖 = 𝑋𝑖 = 2 − 𝑢𝑖 − 𝑋, pokud 𝑢𝑖 + 𝑋 > 1.  

Naše závislá náhodná veličina, kterou chceme kalibrovat, má s těmito volbami obor hodnot [0,1], každé 
osobě lze tedy přiřadit percentil z cílového rozdělení. Každá osoba může přejít do škály různých stavů, 
přičemž obecně není zaručeno, že střední hodnota posunu bude pro každou osobu nulová. To je ovšem 
nutným důsledkem našich požadavků: nejbohatší osoba si může z hlediska percentilů pouze pohoršit, 
a pokud chceme, aby nemusela nutně zůstat nejbohatší po celou dobu projekce, musí být střední hod-
nota změny jejího percentilu záporná.  

Na tomto místě bychom se mohli zastavit a vzniklé hodnoty jedince podle jim příslušných hodnot 𝑣𝑖 

postupně rozdistribuovat do N kvantilů podobně, jako jsme to činili v minulé variantě metody. Ovšem to 
by byl zbytečný krok navíc. Ukazuje se, že již samotné hodnoty 𝑣𝑖 jsou rovnoměrně distribuovány v in-

tervalu [0,1], tedy zvolíme-li libovolný interval [𝑎, 𝑏], bude pravděpodobnost, že má osoba (o níž ne-

máme žádnou informaci) kalibrovanou veličinu v tomto intervalu, rovna 𝑏 − 𝑎. Ekvivalentně, každé dva 

intervaly stejné délky obsažené v intervalu [0,1] mají stejnou pravděpodobnost, že do nich výsledná 
veličina padne (pokud nevíme nic o počátečním stavu osoby). Díky tomu lze hodnoty 𝑣𝑖 použít jako 
výsledek dané kalibrace bez jakýchkoli dalších úprav.  

Nyní ještě tento postup ilustrujeme na příkladu, ve kterém za 𝑋 dosadíme nějaké rozdělení splňující 
výše předepsané podmínky (symetrii, obor hodnot od mínus do plus jedné poloviny a nulovost střední 
hodnoty), nasimulujeme hodnoty rovnoměrného rozdělení na intervalu [0,1] a realizace z rozdělení 𝑋 a 
ověříme, zda je výsledek skutečně rovnoměrně rozdělený. Tento příklad byl vytvořený v softwaru R a 
jeho kód uvádíme v příloze B.1.  

Použijeme oříznuté normální rozdělení („truncated“) s hodnotami v intervalu [
−1

2
,

1

2
] a střední hodnotou 

0, jednotkovou odchylkou, s následující percentilovou funkcí a hustotou pravděpodobnosti:  

 

Histogram oříznutého normálního rozdělení (vlevo), percentilová funkce normálního rozdělení (vpravo) 

Jedná se tedy o symetrické rozdělení, které výrazně upřednostňuje hodnoty kolem 0. Přesto, porov-
náme-li percentily výsledného rozdělení s percentily rozdělení rovnoměrného v QQ grafu, zjistíme, že 
se velmi dobře shodují. (Pokud se dvě rozdělení dokonale shodují, odpovídají si všechny jejich kvantily, 
tedy speciálně i percentily. QQ graf porovnává kvantily dvou rozdělení a při dokonalé shodě zobrazí 
křivku přímé úměrnosti 𝑦 = 𝑥. Křivka v grafu níže je přímé úměrnosti velmi blízko.)  
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QQ-plot rozdělení odvozeného z normálního rozdělení rozdělení 

Pro ověření rovnoměrnosti výsledného zobrazení ještě použijeme formální statistický test. Konkrétně 
volíme Kolmogorov-Smirnovův test, jenž je založen na porovnání (empirických) distribučních funkcí. 
Jako nulovou hypotézu volí tezi, že hodnoty 𝑣𝑖 pochází z rovnoměrného rozdělení. Výsledná p-hodnota 
vyšla asi 0,8, to znamená, že tento test rozhodně nulovou hypotézu nezamítá. Výsledek tedy lze inter-
pretovat jako potvrzení uniformity rozdělení.  

Skript, který úlohu provází, obsahuje testy pro další dvě možnosti volby rozdělení 𝑋, ve všech jsme došli 
ke stejnému závěru.  

 Obecné zhodnocení 

I v tomto případě se budeme zabývat vlastnostmi pro první a druhou variantu této metody zvlášť.  

Varianta bez náhody 

Nejprve okomentujme variantu, jež (kromě počátečního rozdělení) nikterak nezahrnuje náhodnost.  

Díky deterministickému určení markantní většiny hodnot je tato varianta výpočetně silně efektivní. 

Jelikož tato varianta přesně zachovává pořadí jedinců, nezáleží na tom, zda je řadíme vzestupně či 
sestupně, zvolené pořadí bude i po kalibraci zachováno. Jinými slovy, tato metoda respektuje symetrii 
úlohy. 

Její hlavní nevýhodou však je, že nemusí být dostatečná pro popis událostí, které náš model zkoumá. 
Například u modelování výše platů v jednotlivých letech nejspíš nechceme vývoj platů deterministicky 
určit, ale rádi bychom započítali i roli náhody.  

První varianta s náhodou  

První náhodná varianta a priori nezachovává symetrii. Je nicméně možné při implementaci změnit ně-
které detaily (při obsazenosti percentilu 𝑞𝑖 jako první jinou možnost zvolit percentil 𝑞𝑖−1, namísto 𝑞𝑖+1), 
aby symetrická úloha generovala odpovídající výsledky.  

Výpočetní složitost této varianty je značně vyšší. Zatímco druhé dvě varianty se pohybují ve složitosti 
lineární, zde může být složitost až kvadratická. Jelikož MPSV počítá s daty velkého objemu, je nutné 
tuto skutečnost při zvažování metody vzít v úvahu.  

Druhá varianta s náhodou 

Přestože tato varianta metody zjemňování je myšlenkově nejsložitější, stále je výpočetně efektivní. A to 
díky tomu, že pro každého jedince v každém kroku (představujme si změnu platu mezi dvěma časovými 
obdobími) pouze generujeme hodnotu náhodné veličiny 𝑋, již následně předepsaným způsobem jedno-
duše transformujeme a sčítáme s předchozí hodnotou daného jedince. Tedy stále se jedná řádově o 
lineární problém, ovšem s vyšší multiplikativní konstantou.  
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Výhodou této varianty je, že dokáže zachovat symetrii. Ta platí díky tomu, že požadujeme, aby 𝑋 byla 
symetrická náhodná veličina. Rozebereme postupně všechny tři případy podle toho, jak můžeme dostat 
hodnotu cílového kvantilu 𝑣𝑖. Písmenem Ρ budeme značit pravděpodobnost jevu.  

• Nechť 𝑣𝑖 = 𝑢𝑖 + 𝑋 𝜖 (0,1). Potom také platí, že (1 − 𝑢𝑖) − 𝑋 𝜖 (0,1). Dále 

Ρ((1 − 𝑢𝑖) + 𝑋 =  1 − 𝑣𝑖) = Ρ((1 − 𝑢𝑖) − 𝑋 =  1 − 𝑣𝑖) =  Ρ(1 − 𝑢𝑖 − 𝑋 =  1 − (𝑢𝑖 + 𝑋)) = 1. 

První rovnost plyne právě ze symetre 𝑋. Tudíž jsme ukázali, že pravděpodobnost přechodu 
z jednoho percentilu do druhého je rovna pravděpodobnosti přechodu mezi příslušnámi doplň-
kovými percentily. Obdobně budeme postupovat v dalších dvou případech.  

• Buď 𝑢𝑖 + 𝑋 < 0 a 𝑣𝑖 = −𝑢𝑖 − 𝑋. Pak (1 − 𝑢𝑖) − 𝑋 > 1. Tudíž z percentilu (1 − 𝑢𝑖) bychom přešli 
do percentilu 2 − 𝑢𝑖 − 𝑋.  

Ρ(2 − (1 − 𝑢𝑖 − 𝑋) =  1 − 𝑣𝑖) =  Ρ(1 + 𝑢𝑖 + 𝑋 =  1 + 𝑢𝑖 + 𝑋) = 1 

• Nakonec mějme 𝑢𝑖 + 𝑋 > 1 a 𝑣𝑖 = 2 − 𝑢𝑖 − 𝑋. Potom platí, že (1 − 𝑢𝑖) − 𝑋 < 0, příslušný per-
centil, do něhož bychom z 1 − 𝑢𝑖 přešli má tudíž tvar −(1 − 𝑢𝑖) − 𝑋. Pak  

Ρ(−(1−𝑢𝑖) − 𝑋 =  1 − 𝑣𝑖) = Ρ(−(1−𝑢𝑖) + 𝑋 =  1 − 𝑣𝑖) = Ρ(−1+𝑢𝑖 + 𝑋 = 1 − (2 − 𝑢𝑖 − 𝑋))

=  Ρ(−1 + 𝑢𝑖 + 𝑋 =  −1 + 𝑢𝑖 + 𝑋) = 1. 

Ukázali jsme, že s pravděpodobností jedna tato metoda symetrii zachovává. 

Společné vlastnosti 

Jelikož tyto metody vychází z přesné znalosti cílového rozdělení, skýtají velkou výhodu v dosažení ka-
libračních cílů.  

Pokud je vysvětlující proměnnou pozorované veličiny historie jedince (jak je tomu třeba v námi uvažo-
vaném případě výše příjmů, jež jsou přímo ovlivněny příjmy minulými), pak je právě vztah mezi vysvět-
lující proměnnou a odezvou zachován. Případné další vysvětlující proměnné tato metoda zohlednit ne-
umí. 

Střední hodnota po kalibraci je dána v prvních dvou případech střední hodnotou předepsaného rozdě-
lení. V posledním případě je opět rovna střední hodnotě cílového rozdělení, které ovšem závisí na volbě 
náhodné veličiny 𝑋 a také na původním rozdělení.  

Ve chvíli, kdy přistoupíme na to, že přechody mezi percentily jsou řízeny náhodně, může se samozřejmě 
stát, že z libovolného percentilu přejde jedinec do každého jiného. Tudíž, s velmi malou pravděpodob-
ností, se z nejchudšího jedince může stát nejbohatší. Tedy žádný z přechodů při využití této metody 
nemá pravděpodobnost přesně rovnou nule.  

Shrnutí kladů a záporů 

Hlavní výhodou této kalibrace je, že se bezpečně přibližuje ke kalibračnímu cíli. První a třetí varianta 
jsou navíc výpočetně rychlé a implementačně jednoduché. Pokud je navíc vývoj jedince (resp. příslušná 
pozorovaná veličina) ovlivněn jeho historií, tato závislost je při kalibraci plně zohledňována.  

Z nevýhod je třeba zmínit, že nejjednodušší varianta (bez náhody) právě pro svou absenci uvážení 
stochastického vývoje jedinců nemusí dostatečně dobře modelovat situaci. Následující varianty pak ne-
zachovávají nulové pravděpodobnosti. 

Pro druhou variantu je třeba ještě zmínit kvadratickou časovou složitost, která pro velká data může 
způsobovat potíže.  

 Vhodnost pro aplikaci v NEMO 

Klíčovým bodem při aplikaci metody zjemňování průměrných hodnot je znalost cílového rozdělení ka-
librované veličiny. Do modelu je tedy potřeba zadat pravděpodobnostní rozdělení, ze kterých se jedin-
cům budou přiřazovat hodnoty. Nejjednodušší je v tomto ohledu zadat vždy typ rozdělení (např. expo-
nenciální) a jeho parametry a do kódu zavést vzorec, který příslušný kvantil zadaného rozdělení vypo-
čítá. Alternativou by bylo zadat celé rozdělení ve vstupní tabulce, ta by však musela být extrémně roz-
sáhlá, neboť každý jedinec v modelu dostane svůj unikátní kvantil a tabulka by je všechny musela ob-
sahovat. Toto řešení proto nedoporučujeme.  
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Ideální by pro model byla znalost měsíčního cílového rozdělení, pro které však nejsou dostupná data. 
Tomuto požadavku na data se lze vyhnout stanovením dodatečných předpokladů, například předpo-
kladu, že plat bude v simulaci zvyšován jen jednou ročně. Pro roční nebo pětiletý časový horizont lze již 
rozdělení kalibrované veličiny snadno získat například z externích statistik ČSÚ nebo databází MPSV.  

Ve všech variantách této metody je potřeba o osobě neustále vědět, v jakém percentilu se nachází. 
Nejjednodušší je zavést za tímto účelem novou proměnnou v databázi vstupů, ta potom v závislosti na 
metodě může být stabilní nebo se může každý rok změnit.  

Ve variantě, kdy chceme ověřovat, které percentily zůstávají stále volné, je potřeba ukládat výsledky 
všech osob způsobem, ke kterému bude mít model při simulaci následujících osob přístup. To lze zajistit 
zavedením proměnné typu extended. Taková implementace by již nebyla zcela triviální, a co je důleži-
tější, proměnná by v sobě musela držet informaci o obsazenosti všech kvantilů ve všech projekčních 
letech. Práce s takto obsáhlým polem by kladla značné nároky na paměť i výpočetní kapacitu počítače.  

Vidíme tedy, že pro implementaci do Prophetu je vhodná první varianta (ta, která všem osobám drží 
stabilní kvantil) nebo varianta třetí (kde se kvantil mění pomocí náhodného rozdělení bez ohledu na 
výsledky ostatních osob). Varianta, kdy osoby mohou přecházet pouze do volných kvantilů, je výpočetně 
velmi náročná a nelze ji doporučit.  

 Celkové zhodnocení 

Síla metody spočívá v tom, že dokáže přiřadit jednotlivým osobám pozici v rámci předem daného prav-
děpodobnostního rozdělení kalibrované veličiny, a to konzistentně s pozicí osoby v pravděpodobnost-
ním rozdělení veličiny jiné. Metodu tedy lze využít pro kalibraci platů, naopak použití na kalibraci prav-
děpodobností by bylo komplikované. Implementace do Prophetu by byla proveditelná, ale ne zcela tri-
viální. Celkově tedy má smysl metodu využít zejména pro kalibraci platů v situaci, kdy se jejich pravdě-
podobnostní rozdělení udávané externími projekcemi mění z roku na rok.  

4.5 Multiplikativní škálování 

 Popis metody 

Tuto metodu lze alespoň v jistých variantách použít jak v rámci kalibrace parametrů, tak v průběhu hlav-
ního běhu modelu. Spočívá v tom, že se hodnoty veličiny pro všechny osoby vynásobí určitým koefi-
cientem. Ten může být buď shodný pro všechny jedince, nebo individualizovaný například v závislosti 
na hodnotě veličiny před kalibrací.  

Podobný přístup se používá již v současném modelu NEMO pro kalibraci růstu platů. Plat osoby je 
ovlivněn modelovaným vývojem kariéry. Celkový růst platů všech osob v populaci by ovšem měl odpo-
vídat průměrnému růstu platů v hospodářství. Proto se do modelu zavádí jako další multiplikativní pa-
rametr takzvaná reziduální mzdová inflace, která případnou výchylku způsobenou kariérními růsty 
opraví. Reziduální mzdová inflace je vstupem do modelu, je tedy potřeba nejprve seběhnout model bez 
ní, porovnat růst platů spočtený modelem s očekávaným průměrným růstem platů v hospodářství a spo-
čítat reziduální inflaci na základě tohoto porovnání.  

Je-li multiplikativní faktor společný pro všechny osoby, není jeho zjištění obtížné: seběhne se jeden 
přípravný běh, hodnota sledované proměnné se porovná s cílovou hodnotou kalibrace a hledaný faktor 
bude roven jejich podílu. V případě, že model do vzorce pro kalibrovanou veličinu vkládá násobitel na-
čítaný přímo ze vstupů a interpretace tohoto násobitele to umožňuje, je možné získaným faktorem vy-
násobit přímo tento vstup. Tato možnost připadá v úvahu například pro měsíční plat, který bude typicky 
vypočten jako předchozí plat vynásobený platovou inflací – kalibraci je možné provést přímo změnou 
inflace. V jiných případech může být vhodnější načíst kalibrační faktor jako zvláštní vstup a vynásobit 
jím až proměnnou přímo v modelu po všech ostatních úpravách. Tento postup použijeme typicky tehdy, 
když kalibrovaná proměnná není řízená vhodným multiplikativním parametrem. Příkladem může být 
právě kalibrace platů v současném modelu NEMO: tu není možné provést ani změnou mzdové inflace 
(protože cílem je naopak přiblížit celkový růst platů v modelu mzdové inflaci zadané na vstupu), ani 
úpravou způsobu, jakým platy rostou s postupující kariérou (protože v jeden rok prochází různí lidé růz-
nými body své kariéry), a je proto potřeba zavést třetí koeficient, totiž reziduální mzdu.  

Násobení pomocí jednoho společného faktoru ovšem není příliš vhodné v případě, že chceme upravo-
vat pravděpodobnosti (např. pravděpodobnost nalezení zaměstnání), neboť není vyloučeno, že některá 
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z upravených pravděpodobností přesáhne 100 %. Toto omezení lze odstranit zavedením složitější va-
rianty této metody, ale pouze za cenu narušení původního pravděpodobnostního rozdělení, neboť prav-
děpodobnosti různé výše musí být upravované rozdílnými způsoby.  

Příkladem může být následující postup. Chceme-li kalibrací zvýšit střední hodnotu pozorované binární 
veličiny, zvýšíme pravděpodobnost každé jednotlivé události o takovou část vzdálenosti mezi původní 
hodnotou pravděpodobnosti a jedničkou, o jakou část této vzdálenosti chceme zvýšit průměrnou prav-
děpodobnost. Zapsáno formálně:  

• Nechť 𝐸[𝑋0] je původní střední hodnota kalibrované binární veličiny s hodnotami 0 a 1, 𝐸[𝑋1] 
střední hodnota po kalibraci a 𝐸[𝑋1] > 𝐸[𝑋0].  

• Označme 𝑝0 =
𝐸[𝑋0]

𝑁
 a 𝑝1 =

𝐸[𝑋1]

𝑁
 průměrné pravděpodobnosti před kalibrací a po ní, tzn. takové 

pravděpodobnosti, které kdyby měli všichni jedinci, dosáhli bychom u sledované veličiny hodnot 
𝐸[𝑋0] a 𝐸[𝑋1]. Písmenem 𝑁 zde označujeme počet jedinců v populaci.  

• Označme 𝑘 =  1 −  
1−𝑝1

1−𝑝0
 zmiňovanou část vzdálenosti mezi 𝑝0 a jedničkou, kterou jsme posu-

nem do 𝑝1 překonali. Platí 0 ≤ 𝑘 ≤ 1 a vztah 𝑝0 + 𝑘(1 − 𝑝0) =  𝑝1. 

• Je-li 𝑝0,𝑖 původní pravděpodobnost jevu i, potom novou pravděpodobnost získáme jako  

𝑝1,𝑖 = 𝑝0,𝑖 + (1 − 𝑝0,𝑖) × 𝑘. 

• Jelikož 𝐸[𝑋0]  je původní střední hodnota, platí ∑ 𝑝0,𝑖
𝑁
𝑖=1 = 𝐸[𝑋0]  a odtud po dosazení za 𝑘 :  

∑ 𝑝1,𝑖

𝑁

𝑖=1

= ∑(𝑝0,𝑖 + (1 − 𝑝0,𝑖) × 𝑘)

𝑁

𝑖=1

= ∑ 𝑝0,𝑖

𝑁

𝑖=1

+ (1 −  
1 − 𝑝1

1 − 𝑝0

) ∑(1 − 𝑝0,𝑖)

𝑁

𝑖=1

= 

 

= 𝐸[𝑋0] + 
𝑝1 − 𝑝0

1 − 𝑝0

(𝑁 − 𝐸[𝑋0]) = 𝐸[𝑋0] +
𝑝1 − 𝑝0

1 − 𝑝0

𝑁(1 − 𝑝0) = 𝐸[𝑋0] + 𝐸[𝑋1] − 𝐸[𝑋0] = 𝐸[𝑋1], 

tedy algoritmus střední hodnotu vždy upraví požadovaným způsobem.  

Pokud je cílem střední hodnotu naopak snížit, tedy 𝐸[𝑋1] < 𝐸[𝑋0], postup se značně zjednoduší. Je to 

z toho důvodu, že podíl středních hodnot 𝑙 =
𝐸[𝑋1]

𝐸[𝑋0]
=

𝑝1

𝑝0
 je menší než jedna. Tudíž když jím vynásobíme 

číslo mezi 0 a 1, stále v tomto intervalu zůstaneme.  

Pravděpodobnosti tedy budeme kalibrovat tak, že původní hodnoty vynásobíme parametrem 𝑙, tedy 
budeme počítat podle vzorce  

𝑝1,𝑖 = 𝑝0,𝑖 × 𝑙. 

Zachování střední hodnoty je pak v tomto případě velmi jednoduché: 

∑ 𝑝1,𝑖

𝑁

𝑖=1

= ∑ 𝑝0,𝑖 × 𝑙

𝑁

𝑖=1

= 𝑙 ∑ 𝑝0,𝑖

𝑁

𝑖=1

=
𝐸[𝑋1]

𝐸[𝑋0]
𝐸[𝑋0] = 𝐸[𝑋1]. 

 Obecné zhodnocení 

Jak upozorňuje Stephensen (Stephensen, 2016), tato metoda není symetrická. Symetrii má smysl uva-
žovat v případě, kdy kalibrujeme pravděpodobnosti přechodů. Pro případ, že bychom kalibravali napří-
klad výši platů, problematika symetrie nemá smysluplnou interpretaci.  

Asymetrii metody tedy ilustrujeme na krátkém příkladu přechodů mezi stavy. Máme-li dvě osoby s prav-
děpodobnostmi úmrtí 𝑝0,1 = 0,2 a 𝑝0,2 = 0,4, střední hodnota počtu smrtí bude 𝐸[𝑋0] = 𝑝0,1 + 𝑝0,2 = 0,6. 

Budeme-li chtít tuto střední hodnotu zvýšit na 0,8 pomocí multiplikativního škálování (tj. 𝐸[𝑋1] = 0,8), 
máme dvě možnosti – kalibrovat buď počet smrtí, nebo počet přežití.  

Nejprve použijeme jednoduchou metodu, kdy se každá pravděpodobnost násobí stejným koeficientem. 
V prvním případě vynásobíme obě pravděpodobnosti úmrtí pomocí faktoru určeného jako poměr obou 

středních hodnot: 𝑘 =
0,8

0,6
=

4

3
 a potom 𝑝1,1 = 𝑘 × 𝑝0,1 =

4

15
, 𝑝1,2 = 𝑘 × 𝑝0,2 =

8

15
. Vzhledem k tomu, že ani 

jedna z našich upravených pravděpodobností nepřesahuje 100 %, je zvolená varianta přenásobením 
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jedním společným faktorem korektní. Dále vypočteme, že pravděpodobnosti přežití potom budou 1 −

𝑝1,1 =
11

15
 a 1 − 𝑝1,2 =

7

15
. Budeme-li ale naopak kalibrovat pravděpodobnosti přežití, budeme chtít snížit 

střední hodnotu počtu přeživších z 1,4 na 1,2. Obě pravděpodobnosti přežití tedy vynásobíme koeficien-

tem 𝑙 =
1,2

1,4
=

6

7
 a dostaneme pravděpodobnosti přežití jako 1 − 𝑝1,1 = (1 − 𝑝0,1) × 𝑙 =

24

35
, 1 − 𝑝1,2 =

(1 − 𝑝0,2) × 𝑙 =
18

35
, respektive pravděpodobnosti úmrtí jako 𝑝1,1 =

11

35
, 𝑝1,2 =

17

35
, což jsou odlišné výsledky.  

Podívejme se na stejném případu, jak se změní hodnoty, pokud použijeme druhý způsob výpočtu, který 
zamezuje tomu, aby nějaká z pravděpodobností přesáhla 100 %. Faktor 𝑘 má v tomto případě hodnotu 

𝑘 = 1 −
1−0,4

1−0,3
=

1

7
 a potom pravděpodobnosti úmrtí jsou 𝑝1,1 = 𝑝0,1 + (1 − 𝑝0,1) × 𝑘 =

1

5
+ (1 −

1

5
) ×

1

7
=

11

35
 

a 𝑝1,2 = 𝑝0,2 + (1 − 𝑝0,2) × 𝑘 =
2

5
+ (1 −

2

5
) ×

1

7
=

17

35
. Budeme-li i v tomto případě kalibrovat pravděpodob-

nosti přežití, chceme střední hodnotu kalibrací snížit, tudíž dostáváme, že faktor 𝑙  má hodnotu 𝑙 =
1−0,4

1−0,3
=

6

7
. Zkalibrované pravděpodobnosti přežití jsou potom rovny 1 − 𝑝1,1 = 1 − 𝑝0,1 × 𝑙 = 1 −

1

5
×

6

7
=

31

35
 

a 1 − 𝑝1,2 = 1 − 𝑝0,2 × 𝑙 = 1 −
3

5
×

6

7
=

17

35
, respektive pravděpodobnosti úmrtí dostáváme jako 𝑝1,1 =

4

35
, 

𝑝1,2 =
18

35
, což jsou opět odlišné výsledky poukazující na to, že tato varianta multiplikativního škálování 

symetrická není. 

Poté, co jsme věnovali značný prostor symetrii úlohy, pojďme nyní probrat i ostatní vlastnosti této me-
tody.  

Prvně je na místě zmínit výhodu této metody, a sice že přesně dosahuje požadované střední hodnoty. 
Nicméně platí za to porušením parciálních rozdělení. Přestože přímo nezohledňuje vztah mezi vysvět-
lující a závislou proměnnou, změny jednotlivých hodnot nejsou nahodilé, ale vždy přímočaře vychází 
z velikosti původní hodnoty. 

Dále respektuje nulovost pravděpodobností. V případě jednoduchého přenásobení pravděpodobnosti 
příslušným faktorem je to zřejmé (neboť ať už vynásobíme nulu libovolnou konstantou, opět dostáváme 
nulu). Stejně tak v případě, že kalibrací chceme snižovat střední hodnotu, jak je zřejmé z předpisu  
𝑝1,𝑖 = 𝑝0,𝑖 + 𝑝0,𝑖 × 𝑙. Pro případ, že chceme střední hodnotu zvyšovat, pojďme se podívat na rozpis této 

transformace v případě nulovosti pravděpodobností 𝑝0,𝑖 . Dostáváme 𝑝1,𝑖 = 𝑝0,𝑖 + (1 − 𝑝0,𝑖) × 𝑘 =  0 +

(1 − 0) × 𝑘 = 𝑘 = 1 − 
1−𝑝1

1−𝑝0
. Tedy 𝑝1,𝑖 = 0 platí pouze, pokud by 𝑝1 = 0, což se ovšem nestane, jelikož 

chceme, aby kalibrovaná hodnota 𝐸[𝑋1] = 𝑁 × 𝑝1 pro fixní 𝑁 byla vyšší než 𝐸[𝑋0] = 𝑁 × 𝑝0, přičemž 𝑝0 

náleží intervalu [0,1]. 

Výpočetně je tato metoda efektivní, neboť probíhá v lineárním čase.  

U této metody je zajímavé podívat se na index odchylky rozdělení, 𝐷𝐷𝐼. Pokud násobíme všechny hod-

noty stejnou konstantou, vyjde roven nule, neboť 𝐷𝐷𝐼 =  ∑
𝑁𝑖

𝑁
(𝑆𝑖 − 𝑅𝑂𝑖)

2𝑛
𝑖=1 =  ∑

𝑁𝑖

𝑁
(𝑆𝑖 − 𝑅𝑂𝑖)2𝑛

𝑖=1 . Po-

dobně, pokud kalibrací snižujeme střední hodnotu, je tento index nulový, neboť 𝑆𝑖 =
1

𝑁𝑖
∑ 𝑝1,𝑗

𝑁𝑖
𝑗=1 =

1

𝑁𝑖
∑ 𝑝0,𝑗(1 +

𝑝1−𝑝0

𝑝0
)

𝑁𝑖
𝑗=1 , 𝑂𝑖 =

1

𝑁𝑖
∑ 𝑝0,𝑗

𝑁𝑖
𝑗=1 , 𝑅 =

𝑝1

𝑝0
, tedy 𝑆𝑖 − 𝑅𝑂𝑖 =  

1

𝑁𝑖
∑ (𝑝0,𝑗 + 𝑝0,𝑗

𝑝1

𝑝0
− 𝑝0,𝑖 − 𝑝0,𝑗

𝑝1

𝑝0
)

𝑁𝑖
𝑗=1 = 0. 

Pro zvyšování střední hodnoty už však tato vlastnost neplatí. V tomto případě je 𝑆𝑖 − 𝑅𝑂𝑖 =

 
1

𝑁𝑖
∑ (𝑝0,𝑗 + (1 − 𝑝0,𝑗)

𝑝1−𝑝0

𝑝0
− 𝑝0,𝑗

𝑝1

𝑝0
)

𝑁𝑖
𝑗=1 =

1

𝑁𝑖
∑ (1 −

𝑝1

𝑝0
) (2𝑝0,𝑗 − 1)

𝑁𝑖
𝑗=1 . Tedy index 𝐷𝐷𝐼  se přibližuje 

k nule, pokud se výsledná střední hodnota od původní liší velmi málo či v případě, kdy se původní hod-
noty pohybují okolo jedné poloviny. 

Shrnutí kladů a záporů 

Hlavním kladem této metody je, že přesně dodržuje předepsanou střední hodnotu. Bohužel však ve 
složitější verzi, kdy mění hodnoty proporcionálně pro každého jedince zvlášť, právě individuální rozdě-
lení nezachovává. Dále je výpočetně efektivní, ovšem problémem může být její asymetrie.  

 Vhodnost pro aplikaci v NEMO 

Kalibrační koeficienty počítáme mimo Prophet jednoduchým porovnáním výsledků z Prophetu a kalib-
račních cílů.  
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Určitá komplikace nastává v momentě, kdy chceme vypočtené kalibrační koeficienty implementovat do 
modelu. Jelikož s velkou pravděpodobností nebudeme mít k dispozici měsíční kalibrační cíle (ale roční 
nebo pětileté), budeme muset provést vhodný převod. Opět přitom bude nutné ošetřit případy, které 
jsme již zmínili v komentáři k předchozím metodám, pro jejich detailní vysvětlení znovu odkážeme na 
kapitolu 4.8.3.  

 Celkové zhodnocení 

Multiplikativní škálování je velmi jednoduchá metoda, snadná na implementaci a nenáročná na výpo-
četní čas. Její hlavní nevýhodou jsou obtíže při použití na kalibraci pravděpodobností. Jedná se ovšem 
o velmi dobrou metodu pro kalibraci platů, mimo jiné i proto, že v jisté formě se tak už využívá.  

4.6 Metoda průběžných součtů  

 Popis metody 

Tuto metodu nazývají O’Donoghue a Li „Sidewalk method“ (O'Donoghue, a další, 2014). Její první vari-
anta byla zavedena v CORSIM (model vytvořený v USA pro modelování systému sociálního zabezpe-
čení), kde se používá k omezení statistické chyby ve výsledcích (Anderson, 2019). Osoby, které mohou 
mít ve stejný časový okamžik stejnou událost, model prochází postupně a jejich pravděpodobnosti sčítá. 
Kdykoli vlivem příspěvku nějaké osoby tento postupný součet překročí celočíselnou hranici, událost pro 
tuto osobu nastane. Tato technika zaručuje, že simulovaný počet událostí se bude od střední hodnoty 
lišit nanejvýš o 1. Nejedná se ovšem o metodu kalibrace jako takovou, protože od střední hodnoty vy-
cházející z mikrodat se není možné vzdálit ani úmyslně.  

V modelu DYNACAN (kanadský model sociálního zabezpečení, vystavěný na základě CORSIM) se 
používá varianta této metody, která už kromě omezení náhodnosti modelu působí i jako technika kalib-
rační (Anderson, 2019). Opět dochází k postupnému sčítání pravděpodobností určité události pro jed-
notlivé osoby, tentokrát ale události nastávají na základě náhodné simulace. Celkový počet nastalých 
událostí se potom porovnává s počtem očekávaným. Pokud se tyto dvě hodnoty od sebe vzdálí, začne 
algoritmus pravděpodobnosti pro další osoby mírně upravovat tak, aby se zvýšila pravděpodobnost toho 
z výsledků, který je opět přiblíží k sobě. Oba součty přitom přetrvávají z roku na rok, tedy vznikne-li 
v jednom roce rozdíl, algoritmus se ho bude snažit vyrovnávat i v roce následujícím.  

Pro úpravu pravděpodobnosti je vhodné použít logitovou funkci, neboť ta je schopná převést libovolné 
reálné číslo na pravděpodobnost. Jednoduchým způsobem, jak zohlednit dosavadní vývoj modelu, je 
použít následující funkci:  

𝑝1 = logit−1 (logit(𝑝0) + 𝑘
𝐶 − 𝐷

𝑁
),  

kde:  

• 𝑝0 je pravděpodobnost jevu před kalibrací; 

• 𝑝1 je pravděpodobnost jevu po kalibraci;  

• 𝐶 je dosavadní kalibrační cíl, tedy počet jevů, které dle kalibračního cíle měly nastat pro osoby, 
které již model prošel;  

• 𝐷 je dosavadní výsledek modelu, tedy počet jevů, které v modelu skutečně nastaly pro osoby, 
které již model prošel;  

• 𝑁 je velikost populace, na niž se kalibrace vztahuje;  

• 𝑘 je koeficient, který určuje razanci kalibrace.  

Poznamenejme, že hodnoty 𝐶 a 𝐷 se pro každou osobu liší.  

Popišme nyní podrobněji, jakým způsobem se pravděpodobnosti pod touto kalibrační metodou mění. 
Pokud si kalibrační cíl a počet realizací události v modelu dokonale odpovídají, k žádné úpravě pravdě-
podobnosti nedochází. Stejně tak je-li jejich rozdíl oproti velikosti populace zanedbatelný, bude se prav-
děpodobnost měnit jen nepatrně. Čím více se od sebe hodnoty vzdalují, tím výrazněji pravděpodobnosti 
upravujeme, přičemž závislost velikosti úpravy na velikosti rozdílu je zpočátku přibližně lineární a po-
sléze se zpomaluje (protože pravděpodobnost se nemůže dostat mimo interval [0,1]). Rychlost, s jakou 



 

43 

 

pravděpodobnost poroste, určuje koeficient 𝑘. Nižší 𝑘 znamená menší citlivost pravděpodobností na 
náhodnost modelu. Jeho volbu doporučujeme, pokud kalibrační cíl není od výsledku modelu před ka-
librací příiš vzdálen. Vysoké 𝑘 naopak umožní dosáhnout i kalibračních cílů výrazněji vzdálených od 
původního výsledku modelu. Cenou za to je výraznější vychylování pravděpodobností i v okamžicích, 
kdy k němu není velký důvod, protože kalibrační cíl dosavadnímu výsledku modelu poměrně dobře od-
povídá (a k rozdílům mezi kalibračním cílem a skutečnými výsledky dochází především vlivem náhod-
nosti modelu).  

Tyto závislosti ilustrujeme v následujících grafech. V obou případech zachycujeme závislost kalibrované 
pravděpodobnosti jevu na normované vzdálenosti dosavadních výsledků modelu od kalibračního cíle 

(tedy na hodnotě 
𝐶−𝐷

𝑁
). Kalibrujeme tři osoby: zelená křivka odpovídá výchozí pravděpodobnosti 20 %, 

modrá pravděpodobnosti 50 % a červená pravděpodobnosti 80 %. Kalibrovaná pravděpodobnost se 
výchozí pravděpodobnosti ve všech případech rovná tehdy, když vzdálenost kalibračního cíle od dosa-
vadních výsledků modelu je nulová. V grafech jsou tyto body naznačené svislou černou čarou. Uvádíme 
grafy pro 𝑘 = 1 a 𝑘 = 5, při případné implementaci má ale smysl uvažovat i o vyšších hodnotách.  

Kód, kterým lze tyto grafy vygenerovat v software R, uvádíme v přílohe B.2.  

 

Metoda průběžných součtů s koeficientem 1 (vlevo), metoda průběžných součtů s koeficientem 5 (vpravo) 

Zbývá ještě okomentovat volbu velikosti populace N. Obecně za ni dosazujeme všechny osoby, pro 
které je daná realizace náhodné veličiny přípustná (tzn. například s vyloučením osob, které pro daný 
přechod nesplňují zákonné podmínky nebo které v daném roce zemřely). Tato konvence dobře funguje, 
pokud kalibrujeme každou osobu jen jednou (např. kalibrace zaměstnanosti v jednom roce nebo kalib-
race přechodu do zaměstnání nebo nezaměstnanosti po ukončení studia). Pokud kalibraci provádíme 
opakovaně každé modelované období, může být vhodné dosadit 𝑁 zvlášť pro každý rok (a 𝑘 použít pro 
všechny roky stejné). Kdybychom totiž použili celkový počet kalibrovaných případů přes všechna ob-

dobí, byl by v prvních obdobích zlomek 
𝐶−𝐷

𝑁
 nízký a kalibrace by začala mít reálný efekt až v periodách 

pozdějších.  

Opačná situace nastává, pokud se v průběhu projekce velikost populace výrazně změní. Pokud napří-
klad velká část populace vymře v jednom konkrétním období, může z minulých období zůstat rozdíl 𝐶 −
𝐷, který bude oproti zbývající populaci vysoký. Pravděpodobnosti potom náhle budou oproti předcho-
zímu období upravované mnohem silněji. V takovém případě tedy může být vhodnější zvolit 𝑁 jako po-

čet kalibračních případů pro celou projekci, případně přenášet z minulého období jen část rozdílu 𝐶 − 𝐷 
nebo k přenosu nepřistupovat vůbec.  

Dosud jsme předpokládali, že pro volbu 𝑁 známe počet osob, pro které k náhodnému výběru bude do-
cházet. Tento údaj je snadné zjistit, pokud všechny osoby počítáme paralelně. Jestliže tomu tak není 
(což je například případ modelu NEMO), je nicméně možné počet případů odhadnout. Případná chyba 
v odhadu 𝑁 bude mít stejný efekt, jako kdybychom zvolili přesně správné 𝑁 a mírně odlišné 𝑘. Dokud 
tedy chyba zůstane nízká (např. do 10 %), nedojde k závažnému zkreslení modelu.  

Tuto metodu lze dokonce použít i na simultánní kalibraci dvou propojených jevů, například zaměstna-
nosti a nezaměstnanosti. V takovém případě budeme chtít přehled o dosavadním výskytu obou jevů a 
o jejich souladu s kalibračním cílem udržovat zvlášť. V okamžicích, kdy je relevantní pouze jeden z jevů 
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(např. přechod ze zaměstnanosti do neaktivity), se na postupu nic nezmění. Pokud se určité události 
týkají oba jevy naráz, jednoduše do kalibrační rovnice vložíme jeden člen za každý z nich, se správným 
znaménkem. Například pro přechod z nezaměstnanosti do zaměstnanosti bychom použili vzorec 

𝑝1 = logit−1 (logit(𝑝0) + 𝑘
𝐶𝑧 − 𝐷𝑧

𝑁
− 𝑘

𝐶𝑛 − 𝐷𝑛

𝑁
) = logit−1 (logit(𝑝0) + 𝑘

𝐶𝑧 − 𝐷𝑧−𝐶𝑛 + 𝐷𝑛

𝑁
).  

Značení zůstává stejné jako výše: 𝑝0 je původní pravděpodobnost přechodu, 𝑝1 pravděpodobnost po 
kalibraci, 𝑘 koeficient vyjadřující razanci kalibrace, 𝑁 počet osob, pro něž k přechodu může dojít, 𝐶𝑧 a 

𝐶𝑛 kalibrační cíle pro počet zaměstnaných a nezaměstnaných a 𝐷𝑧 a 𝐷𝑛 jejich dosavadní počty. Prav-
děpodobnost přechodu tedy zvyšujeme, pokud máme oproti kalibračnímu cíli nedostatek zaměstnaných 
a přebytek nezaměstnaných, v opačném případě ho snižujeme. Pokud jsou oba počty vychýlené na 
stejnou stranu, vychýlí se pravděpodobnost tak, aby se zmenšil ten větší z obou rozdílů mezi dosavad-
ními výsledky a kalibračními cíli.  

Metoda průběžných součtů je dále k dispozici v platformách LIAM2 a JAS-Mine. V obou případech se 
ovšem jedná spíše o doplňkovou variantu, dokumentace LIAM2 uživatele směřuje spíš k používání me-
tody seřazení dle rizikovosti (viz kapitola 4.6), zatímco tvůrci JAS-Mine preferují bi-proporcionální šká-
lování (viz kapitola 4.8). Dle našich informací je v obou modelech metoda zavedena pouze ve své jed-
noduché variantě, která kontroluje rozptyl výsledků, ale neslouží pro kalibraci jako takovou.  

 Obecné zhodnocení 

Abychom mohli lépe hovořit o výhodách a nevýhodách metody průběžných součtů, rozdělíme si ji na 
případy, kdy využíváme variantu číslo jedna (změnu pravděpodobností na základě překročení celočí-
selné hranice) a variantu dvě (s náhodnou změnou pravděpodobností přechodu). 

Varianta 1 

První varianta této kalibrační metody skýtá výhodu ve své přímočarosti. Ta se projeví prvně v efektivitě 
výpočtu, který v každém období probíhá pouze jeden cyklus přes všechny osoby a vyžaduje jediný, 
lineární, pomocný výpočet.  

Jak již bylo zmíněno výše, tato metoda zachovává rozdělení ve smyslu střední hodnoty, která se od 
střední hodnoty před kalibrací liší nejvýše o jedna. Ve chvíli, kdy máme data seřazená náhodně (re-
spektive v pořadí, jež nezávisí na velikosti pravděpodobností jedinců), je pravděpodobnost, že událost 
indikujeme právě u daného jedince, přímo úměrná velikosti jemu příslušné pravděpodobnosti přechodu. 
Jsou tedy zachována i jednotlivá dílčí rozdělení. Obdobnou úvahou lze nahlédnout i to, že tato metoda 
zachovává symetrii. 

První varianta zachovává nulové pravděpodobnosti. Poznamenejme pouze, že musí být zavedeny 
opravdu jako nula. Jakmile je nějaká pravděpodobnost definována jako velmi malé, ale nenulové číslo, 
zvýší i ona průběžný součet a může se stát, že právě díky ní bude překročena celočíselná hodnota. 

Varianta 2 

Druhá varianta metody průběžných součtů je oproti první výrazně složitější. Bude proto poněkud ná-
ročná na implementaci, nicméně stále se nejedná o obtížnost, která by využití metody pro potřeby MPSV 
znemožnila.  

Výpočetní efektivita se při využití druhé varianty opět sníží, neboť každou pravděpodobnost přechodu 
(ve všech relevantních časových okamžicích pro všechny jedince) je třeba přepočítat a navíc v každém 

kroku znovu hledáme hodnotu zlomku 
𝐶−𝐷

𝑁
. Stále ovšem zůstáváme ve složitosti lineární. 

Za tyto nevýhody se však druhá varianta odměňuje tím, že pružněji reaguje na vzdálenost od kalibrač-
ního cíle. Nevýhodou je, že tato varianta nezachovává původní rozdělení. Ve chvíli, kdy se kalibrační 
cíl od počtu simulovaných událostí výrazně liší, dochází ke skokovým (nelogickým) změnám pravděpo-
dobností přechodů u jednotlivých osob. Jelikož však tato metoda konverguje ke kalibračnímu cíli, přibli-
žuje se i k rozdělením, která jsou blízká původním rozdělením před kalibrací. Rychlost a hladkost této 
konvergence závisí na volbě parametru 𝑘, znalosti a volbě parametru 𝑁 a v neposlední řadě i na varia-
bilitě původních rozdělení a apriorní vzdálenosti od kalibračního cíle. Konkrétní diskuse je provedena 
výše v popisu metody. 
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Pojďme nyní otevřít diskusi k zachování vztahu vysvětlující proměnné a odezvy. Je samozřejmě faktem, 
že jednotlivé pravděpodobnosti se mohou skokovitě měnit nezávisle na svých regresorech, ovšem na-
bízí se ještě jiný pohled, který z hlediska využítí této metody MPSV bude zajímavější. Pokud nebudeme 
nahlížet na pravděpodobnost výskytu události u jednotlivé osoby, nýbrž na počet událostí pro větší sku-
pinu (například skupiny mužů, či žen, věkové skupiny apod.), metoda průběžných součtů bude respek-
tovat právě toto rozřazení. Důvodem je právě zmiňovaná konvergence metody.  

Přestože tato metoda tak, jak byla popsána výše, nulové pravděpodobnosti upravuje a může jejich hod-
notu zvýšit, není problém do implementace zavést jednoduchou podmínku, která jejich přepočítávání 
zabrání. Problém by mohl nastat pouze tehdy, kdy by některé pravděpodobnosti byly namísto přesné 
nuly rovny nějakému malému kladnému číslu. Hodnota logitové funkce by se pak pro ně mohla znatelně 
zvýšit a zachování nulovosti by bylo porušeno. 

Pokud bychom pro výpočet indexu odchylky rozdělení (DDI) nalezli vhodné rozdělení populace do sku-
pin, může nám tento index posloužit nejen pro srovnání s ostatními metodami kalibrace, ale i pro kon-
trolu, která volba parametru k bude pro náš případ vhodná. 

Shrnutí kladů a záporů 

Mezi hlavní výhody využití metody průběžných součtů patří to, že je srozumitelná, nenáročná na imple-
mentaci i výpočetní kapacitu a pro vhodnou hodnotu parametru se vždy přibližuje ke kalibračnímu cíli. 
První z variant navíc zachovává symetrii. 

Z nevýhod je třeba vyzvednout, že metoda nezaručuje zachování původních rozdělení jednotlivců, pro 
některé jedince může modelovat skokové přechody mezi jednotlivými stavy, které nemají logickou in-
terpretaci. Ovšem již pro větší skupiny je toto rozdělení zachováno. 

 Vhodnost pro aplikaci v NEMO 

Tuto metodu lze zavést přímo do modelu NEMO a provést v rámci jednoho běhu. Nejsou potřeba žádné 
pomocné nástroje vytvořené v jiných programech a není potřeba spouštět pomocné běhy.  

Vstupem pro kalibraci bude tabulka s pravděpodobností nastání kalibrovaného stavu a počtem osob, 
jichž se kalibrace týká (například s mírou zaměstnanosti a počtem aktivních obyvatel v dané kohortě). 
Tyto hodnoty můžeme určit z externí projekce. Tabulka může typicky záviset na roku narození, pohlaví 
a kalendářním roce, ale lze si představit i dělení dle dalších kritérií.  

V modelu NEMO potom zavedemo proměnnou typu extended formula, v níž budeme sledovat dosa-
vadní počet nastalých jevů (pokud chceme kalibraci rozdělit po určitých skupinách nebo kalendářních 
letech, budeme v proměnné držet pole o příslušných rozměrech). Tuto hodnotu načteme vždy, když se 
bude rozhodovat o nastání kalibrované události, a doplníme ji údaji ze vstupní tabulky.  

Komplikaci představuje fakt, že události a jevy v modelu NEMO typicky nastávají více možnými způ-
soby. Kalibraci proto musíme začlenit na všechna místa, kde se o jevu rozhoduje. Obecně lze říci:  

• Pokud jev nastává deterministicky, započítáme jej do počtu nastalých událostí, ale nebudeme 
pravděpodobnost nijak kalibrovat. Takové chování vykazuje například uzdravení nemocného 
zaměstnance – délka nemoci se určí při jejím začátku a dále se neupravuje (alespoň dokud 
osoba zůstává zaměstnaná).  

• Pokud pravděpodobnost jevu závisí na nastání jisté události, nebudeme měnit pravděpodob-
nost nastání události jako takové, pravděpodobnost jevu samotného ale ano. Například budeme 
podrobovat kalibraci pravděpodobnost opuštění zaměstnání v důsledku přiznání starobního dů-
chodu, ne však pravděpodobnost odchodu do důchodu jako takovou.  

• Pokud se pravděpodobnost jevu určuje na základě přechodové matice, která se aplikuje bez 
dalších podmínek každý měsíc, upravovat ji budeme.  

• Jelikož typicky budeme chtít kalibrovat počet osob v určitém stavu, bude potřeba zahrnout i 
osoby, které v tomto stavu setrvávají. Pravděpodobnost setrvání ve stavu sama o sobě v mo-
delu nikde nefiguruje, využívají se ale pravděpodobnosti přechodu z kalibrovaného stavu do 
stavu jiného (například pokud kalibrujeme počet zaměstnaných, upravujeme i pravděpodobnost 
přechodu ze zaměstnanosti do nezaměstnanosti). Ty budeme upravovat opět pomocí principů 
popsaných v předchozích třech bodech (tedy zohledníme případnou závislost na události nebo 
pevnou dobu trvání stavu). Jelikož tentokrát kalibrujeme nenastání jevu, zatímco dosud jsme 
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uvažovali jeho nastání, změní se znaménko v kalibrační funkci a dostaneme, že pravděpodob-
nost odchodu ze stavu spočteme jako 

𝑝1 = logit−1 (logit(𝑝0) − 𝑘
𝐶 − 𝐷

𝑁
) . 

Význam všech symbolů zůstává stejný, 𝐶 a 𝐷 se tedy stále vztahují k počtu osob, které se na 
konci období (tedy po aplikaci pravděpodobností přechodu) nachází nebo mají nacházet v ka-
libraném stavu.  

Pro správné provedení metody je nutné, aby byly jednotlivé osoby vypočteny v náhodném pořadí. (Po-
kud by například model sbíhal nejprve osoby, které začínají jako zaměstnané, a až potom osoby neza-
městnané, vycházela by po seběhnutí prvních osob zaměstnanost příliš vysoká a model by aplikoval 
zbytečně výrazné úpravy.) Toho nelze jednoduchým způsobem dosáhnout přímo v Prophetu. Náhodné 
seřazení lze ovšem snadno provést v externím nástroji nebo začlenit do procedur pro přípravu dat 
v DCS.  

Hlavní výzvou při implementaci metody do Prophetu by bylo především nalezení všech míst v modelu, 
která je třeba upravit. Jednotlivé úpravy v kódu už by byly spíše jednodušší.  

 Celkové zhodnocení 

Metoda průběžných součtů dokáže provést kalibraci v rámci jediného spuštění modelu v Prophetu, ne-
vyžaduje tvorbu externích nástrojů ani příliš složitou strukturu vstupů. Její hlavní nevýhodou je to, že 
způsob kalibrace konkrétní osoby závisí na pořadí, v jakém jednotlivé osoby vstoupí do výpočtu. Přesto 
metoda zachová pravděpodobnostní rozdělení kalibrované veličiny do značné míry. Zároveň je s její 
pomocí možné kalibrovat několik veličin naráz. Považujeme ji proto za jednu z nejlepších možností pro 
kalibraci stavových veličin, zejména zaměstnanosti, případně nezaměstnanosti.  

4.7 Seřazení dle rizikovosti 

 Popis metody 

Tuto metodu popisují O’Donoghue a Li (O'Donoghue, a další, 2014) pod názvem „alignment by sorting“ 
a jedna její varianta se používá v modelu LIAM2. Jako jediná z metod v této studii dosáhne vždy doko-
nalé shody s kalibračním cílem, její použití proto má smysl zvažovat především u přechodů, které na-
stávají jen pro malou skupinu osob nebo s nízkou pravděpodobností, ale které jsou přesto pro výsledek 
projekce podstatné. Základní princip je velmi jednoduchý: vypočteme pravděpodobnosti události pro 
všechny osoby a seřadíme je od největší po nejmenší. Pokud kalibrační cíl udává, že událost má nastat 
v M případech, vybereme M osob s nejvyšší pravděpodobností a těm událost přiřadíme.  

Tato základní varianta má jednu podstatnou nevýhodu: jakmile skupina osob podřízených stejnému 
kalibračnímu cíli obsahuje osoby s různými pravděpodobnostmi, vyberou se osoby s vysokou pravdě-
podobností vždy, zatímco osoby s nízkou pravděpodobností nikdy. Taková situace nastává velmi často, 
protože kalibračním cílem většinou bývají úhrnné hodnoty. Například pokud bychom touto metodou 
chtěli kalibrovat celkový počet nově přiznaných invalidních důchodů v populaci, spadli by všichni noví 
invalidi do nejstarších ročníků, neboť pravděpodobnost vzniku invalidity v modelech typicky závisí 
zejména na věku. To se očividně neslučuje s realitou. Číselný příklad k této vlastnosti uvádíme v části 
s hodnocením.  

Prvním způsobem, jak se tohoto omezení zbavit, je zahrnout do třídění náhodnou komponentu, tedy 
třídit ne podle pravděpodobnosti samotné, ale podle součtu pravděpodobnosti s náhodným číslem ge-
nerovaným z rovnoměrného rozdělení na intervalu (0,1). Díky tomu může být pro realizaci události zvo-
lena i osoba s nízkou pravděpodobností, pokud se pro ni vygeneruje vysoké náhodné číslo.  

Druhou variantou je potom vložit náhodnou hodnotu do argumentu inverzní logitové funkce a namísto 
jednoduchého uniformního rozdělení zvolíme rozdělení založené na logitové transformaci, konkrétně 
řadit osoby budeme podle hodnoty 𝑙𝑜𝑔𝑖𝑡−1(𝑙𝑜𝑔𝑖𝑡(𝑝) + 𝑥), kde 𝑝 je původní pravděpodobnost a 𝑥 je hod-
nota vygenerovaná z rovnoměrného rozdělení. Díky tomu zůstanou všechny výsledné hodnoty v inter-
valu (0,1).  

Kalibrační technika seřazení dle rizikovosti je implementovaná i v modelu LIAM2 (de Menten, a další, 
2019), open-source platformě pro tvorbu a správu mikrosimulačních modelů, kterou v současnosti roz-
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víjí výzkumníci z Federal Planning Bureau v Belgii, CEPS/INSTEAD a Inspection Générale de la Sécu-
rité Sociale v Lucembursku. Uživatel může stanovit libovolnou funkci, na jejímž základě se osoby budou 
řadit a vybírat: model potom do této funkce vloží vstupní pravděpodobnosti události pro jednotlivé osoby, 
seřadí osoby dle výsledků a vybere stanovený počet nejvyšších výsledků. Součástí funkce může být i 
generování náhodného čísla. Tímto způsobem lze replikovat kteroukoli ze tří variant řazení zmíněných 
výše, přičemž tvůrci modelu doporučují variantu třetí, logitovou. Uživatel též může stanovit skupinu 
osob, které jsou vybrány vždy, nebo naopak nikdy – například při kalibraci počtu nezaměstnaných mů-
žeme chtít striktně vyloučit starobní důchodce. Tento mechanismus je obzvláště užitečný, pokud se má 
kalibrace použít na několik nepřekrývajících se skupin.  

Poznamenejme ještě, že základní podoba této metody funguje nejlépe, pokud má každá osoba pravdě-
podobnost trochu jinou. Pokud pravděpodobnost může v modelu nabývat jen několika hodnot (například 
pokud byla zvolena modelovací metoda, kde pravděpodobnost narození dítěte závisí výhradně na věku 
a nejvyšším dosaženém vzdělání), bude existovat větší skupina osob, které sice mají všechny stejnou 
pravděpodobnost události, z nichž ale má událost nastat jen pro některé. Potom bude potřeba uplatnit 
náhodný výběr. Naopak pokud je pravděpodobnost události dostatečně jemně diferencovaná (například 
pokud v modelovacím přístupu pravděpodobnost nalezení zaměstnání soustavně klesá s každým dal-
ším dnem trvající nezaměstnanosti), tomuto problému se vyhneme. Stejně tak tento problém odpadá, 
jakmile metodu obohatíme o generování náhodných čísel.  

 Obecné zhodnocení 

Začneme příkladem, jejž jsme slíbili v popisu této metody. Kód k následujícím vyobrazeným grafům 
uvádíme v příloze B.4. Pro 1000 jedinců simulujeme pravděpodobnosti z lognormálního rozdělení s nu-
lovou střední hodnotou a směrodatnou odchylkou jedna polovina přeškálovaného na interval [0,1]. Pro 
každého jedince si zapamatujeme, kolikátá nejvyšší hodnota mu byla přiřazena. To je v grafech znázor-
něno odstínem barvy. První graf ukazuje hodnoty vygenerovaných pravděpodobností. 

 

                                                             Prvotní pravděpodobnosti 

Tmavě zelená vertikální čára v následujících grafech značí hranici počtu jedinců, pro které nastane udá-
lost, v tomto příkladu jsme zvolili hodnotu 150. Nyní se podívejme, jak si s těmito daty poradí první 
metoda. Nejprve seřadí jedince vzestupně podle pravděpodobností a pak rozhodne, že událost nastane 
pro ty, kteří jsou v grafu vpravo od zelené čáry, tj. vybere kýžené množství M jedinců. Všimneme si, že 
tento výsledek koresponduje i s výběrem „nejtmavších“ jedinců.  
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                           Seřazené prvotní pravděpodobností 

V další variantě nejprve přičteme k pravděpodobnostem těchto jedinců náhodné číslo z intervalu (0,1). 
Takto upravené a seřazené pravděpodobnosti znázorňuje třetí graf. Opět událost nastane pro jedince, 
kteří jsou v grafu vpravo od zelené křivky. Povšimněme si, že v tomto případě je zvoleno poměrně malé 
množstní jedinců, kteří měli v původním rozdělení velkou pravděpodobnost (tedy barevně jsou znázor-
něni tmavými odstíny). 

 

                    Seřazené pravděpodobností po přičtení 𝑥 

Konečně poslední metoda nejprve transformuje pravděpodobnosti pomocí vzorce 𝑙𝑜𝑔𝑖𝑡−1(𝑙𝑜𝑔𝑖𝑡(𝑝) + 𝑥) 
a ty následně řadí a vybírá jedince vpravo za zelenou čárou, což následující graf. Také je z něj patrné, 
že oproti předchozí metodě vybírá větší počet jedinců s velkou prvotní pravděpodobností. To je chování, 
jež bychom v reálném případě čekali. Z tohoto hlediska je tedy výhodnější tato varianta než pouhé 
přičtení náhodné veličiny x. 
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                         Seřazené pravděpodobnosti po logitové transformaci 

Tato metoda zachovává symetrii úlohy. V nejjednodušší variantě je to zřejmé, ve složitějších si to za-
slouží drobný komentář. Jelikož náhodnou vleličinu x volíme z rovnoměrného rozdělení, tak na přičtení 
jejich ralizací můžeme nahlížet jako na operaci, která nezmění pořadí pravděpodobností. Navíc funkce 
𝑙𝑜𝑔𝑖𝑡−1(𝑙𝑜𝑔𝑖𝑡(𝑝) + 𝑥) je v argumentu p striktně rostoucí. Proto je i v tomto případě zachována symetrie. 
Poslední graf této sekce ilustruje právě symetrickou úlohu logitové varianty příkladu, který jsme uvedli 
výše.  

 

                        Seřazené pravděpodobnosti po logitové transformaci v symetrické úloze 

Velkou nevýhodou metody je naopak fakt, že (kromě první varianty, do níž nevnášíme žádnou náhod-
nost) nesplňuje požadavek na zachování nulových pravděpodobností. I v případě, že by měl některý 
jedinec pravděpodobnost rovnou nule, druhé dvě varianty pro něj mohou (s nízkou pravděpodobností) 
namodelovat situaci, že událost nastane.  

Jak bylo zmíněno již v úvodu, velkou výhodou této varianty je přesné dodržení kalibračního cíle. Ovšem 
platí za to porušením rozdělení jednotlivců a navíc neumí zachovat vztah s vysvětlující proměnnou.  

Výpořetně metoda řazení dle rizikovosti patří k nepříliš náročným. Její složitost bude odpovídat složitosti 
třídícího algoritmu, která je řádově 𝑁log (𝑁) pro populaci o velikosti 𝑁.  

 Vhodnost pro aplikaci v NEMO 

Implementace této metody do Prophetu naráží na zásadní překážky. Hlavním důvodem je fakt, že 
Prophet vždy seběhne celou životní dráhu jedné osoby, a až potom přejde k osobě další, přičemž před 
přechodem k další osobě zapomene všechny údaje kromě takzvaných reportovacích proměnných. Ve-
ličina určená ke kalibraci proto v žádném okamžiku není známá pro všechny kalibrované osoby. Nelze 
je tedy podle ní řadit a vybírat ty s nejvyšší pravděpodobností.  

Teoretickým způsobem, jak toto omezení obejít, je vypsat si hodnoty veličiny do externího souboru, určit 
osoby určené k přechodu s pomocí externího nástroje, zapsat jejich ID do tabulky a tu využít v novém 
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běhu. Tento přístup má ovšem dvě základní úskalí. Prvním z nich je velikost vypisované externí tabulky 
– vypsat hodnoty pro každého člověka v populaci, jichž je kolem deseti milionů (ak-tivních v daném 
okamžiku, tedy bez mrtvých a ještě nenarozených), již klade na výkon stroje nezanedbatelné nároky.  

Druhé a důležitější omezení představuje fakt, že pomocí jedné dvojice běhů lze úspěšně zkalibrovat jen 
jedno období. Jakmile totiž zkalibrujeme první období, změníme počty osob vstupujících do období dal-
šího a stejně tak i pravděpodobnosti jejich přechodů. Hodnoty, které jsme vypsali v prvním běhu, už pak 
nebudou platit, a nebude proto možné provést na jejich základě správný výběr. Pro každé další období 
by bylo nutné seběhnout model znovu a tím by výpočetní čas neúměrně narostl.  

Metodu tedy pro použití v Prophetu nepovažujeme za vhodnou.  

 Celkové zhodnocení 

Metoda seřazení dle rizikovosti výrazně narušuje podkladová pravděpodobnostní rozdělení a její zave-
dení do modelu NEMO by bylo náročné. Proto ji pro potřeby MPSV nelze doporučit.  

4.8 Bi-proporciální škálování 

 Popis metody 

Tuto metodu navrhuje Stephensen (Stephensen, 2016) a je zavedená jako hlavní kalibrační metoda 
v platformě JAS-Mine. Dle tvrzení jejího autora splňuje všech osm kritérií, které pro kalibrační metody 
stanovil ve stejném článku; zejména ji lze použít i v situaci, kdy dochází k rozhodnutí mezi několika 
možnými stavy (zatímco ostatní metody většinou vyžadují binární rozhodnutí).  

Abychom tuto kalibrační metodu mohli provést, vytvoříme velkou tabulku, kde počet řádků bude roven 
počtu osob, jejichž pravděpodobnosti kalibrujeme, a počet sloupců počtu možných výstupních stavů. 
Každý prvek tabulky potom určuje pravděpodobnost, že určitá osoba (daná číslem řádku) přejde do jis-
tého stavu (odpovídajícího číslu sloupce). Chtěli bychom tedy dosáhnout situace, kdy součet každého 
řádku bude 1 (protože se jedná o součet pravděpodobností a zahrnujeme všechny stavy, do nichž 
osoba může přejít) a součet každého sloupce bude odpovídat kalibračnímu cíli pro odpovídající stav 
(potom bude střední hodnota přechodů daných touto tabulkou odpovídat kalibračnímu cíli). Na začátku 
kalibrace dosadíme do tabulky výchozí pravděpodobnosti přechodů – tedy součet každého řádku bude 
1, ale součty sloupců se od kalibračních cílů budou lišit.  

Samotnou kalibraci potom provedeme iterativním opakováním dvou kroků. V prvním kroku vynásobíme 
každý ze sloupců takovým koeficientem, aby součty v rámci sloupců odpovídaly kalibračnímu cíli (bu-
deme tedy mít pro každý sloupec tabulky jeden koeficient). Tím ovšem porušíme součty v rámci řádků. 
V druhém kroku tedy naopak vynásobíme koeficientem každý řádek tak, aby součty v rámci řádků opět 
daly 1 (tentokrát budeme mít tolik koeficientů, kolik je v tabulce řádků). Tyto dva kroky budeme opako-
vat, dokud se nedostaneme do stavu, kdy i po provedení druhého kroku budou sloupcové součty dosta-
tečně blízko kalibračnímu cíli. Jelikož konvergence je v běžné situaci velmi rychlá (viz část s hodnoce-
ním metody), je možné stanovit i poměrně přísný cíl, například: „Součet odchylek modelovaných počtů 
od kalibračních cílů přes všechny stavy nesmí být vyšší než 0,01 % z celkové populace.“ Zároveň do-
poručujeme omezit počet iterací algoritmu například na deset a vypsat varování, pokud se požadované 
přesnosti v tomto počtu iterací dosáhnout nepodaří.  

Algoritmus konverguje pro všechna splnitelná zadání (Deeparnab, a další, 2018). Rozbor toho, které 
kalibrační cíle jsou splnitelné, uvádíme v části s hodnocením.  

  Obecné zhodnocení 

Uvedli jsme, že metoda může dát výsledek jen pro některá zadání. První podmínkou je, že celkový 
součet kalibračních cílů (tzn. součet počtů osob, které chceme po provedení kalibrace mít v každém 
stavu) se musí rovnat celkovému počtu lidí v populaci, neboli celkovému počtu řádků přechodové ma-
tice. Pokud tomu tak není, kalibrace nemůže být úspěšná – metoda neumí přidávat osoby, které na za-
čátku nebyly v systému, ani je z něj odebírat. 
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Dalším příkladem nesplnitelného zadání může být extrémní situace, kdy jsou přechodové pravděpodob-
nosti vyjádřené jednotkovou maticí, tzn. máme stejný počet osob jako cílových stavů, každá osoba pře-
chází jen do jednoho z nich a každá do jiného. Při populaci čítající tři osoby by matice přechodů vypa-
dala takto:  

(
1 0 0
0 1 0
0 0 1

). 

Představme si, že kalibračním cílem je, aby do prvního stavu přecházelo v průměru 1,2 osoby, do dru-
hého 0,8 a počet přechodů do třetího stavu aby zůstal beze změny na 1. V prvním kroku algoritmu 
bychom celý první sloupec vynásobili číslem 1,2, druhý číslem 0,8 a třetí číslem 1 a dostali bychom 
matici 

(
1,2 0 0
0 0,8 0
0 0 1

). 

V každém sloupci tedy byla ovlivněna jen jedna osoba. V druhém kroku algoritmu srovnáme součty 
v každém řádku na 1. Budeme tedy dělit první řádek číslem 1,2, druhý číslem 0,8 a třetí číslem 1 a 
dostaneme se k jednotkové matici, se kterou jsme začínali. Algoritmus tedy nikdy nezkonverguje. Dů-
vodem je zde to, že žádná úprava neovlivňuje více než jednoho člověka.  

Odtud vidíme druhou nutnou podmínku pro to, aby algoritmus byl úspěšný: žádný kalibrační cíl nesmí 
být vyšší než počet osob, které v daném sloupci mají ve výchozí matici nenulovou hodnotu. Nulové 
hodnoty totiž zůstanou rovné nule a nenulové se mohou zvýšit nanejvýš na 1 (protože počítáme s prav-
děpodobnostmi), pro každý stav tedy existuje horní mez pro počet lidí, které jsme do něj schopni pře-
sunout.  

Nyní okomentujeme rychlost konvergence této metody, tzn. počet iterací potřebný k tomu, abychom 
dosáhli požadované přesnosti. V literatuře (Deeparnab, a další, 2018) lze najít odhady toho, jakou rych-
lostí potřebný počet iterací roste s přibývajícím počtem kalibrovaných osob. Podle těchto výsledků nelze 
vyloučit, že by pro jednu kalibraci mohlo být potřeba v závislosti na požadované přesnosti až několik 
milionů iterací, je tedy na místě opatrnost. Bylo by ovšem chybou metodu pouze na základě této infor-
mace vyloučit, protože v podmínkách MPSV může být kalibrace snazší než v nejobtížnějším myslitel-
ném případě (zatímco studie poskytuje odhad platný obecně) a protože ani odhad onoho nejhoršího 
možného případu uvedený v článku nemusí být optimální.   

Proto jsme metodu vyzkoušeli pomocí skriptu v R, který jsme sami naimplementovali a použili na testo-
vací data. Při deseti milionech osob, šesti možných stavech a povolené odchylce maximálně o 1 000 
osob ve všech stavech dohromady kalibrace proběhla vždy v nejvýše pěti iteracích a trvala méně než 
10 sekund (použit byl pracovní notebook se čtyřmi jádry, procesorem 2 800 GHz, operační pamětí 8GB). 
Tento výsledek sám o sobě nelze považovat za zcela průkazný, protože nijak nezaručuje, že neexistují 
počáteční nastavení, za kterých by bylo potřeba iterací výrazně více. Naznačuje však, že za normálních 
okolností je metoda skutečně značně efektivní.  

Mezi bezesporné výhody této metody patří její konvergence pro téměř všechny případy. Pokud je navíc 
pro nějakou osobu pravděpodobnost určitého stavu nulová, není popsaný algoritmus schopen přešká-
lovat tuto nulovou hodnotu na nějakou nenulovou – algoritmus upravuje pouze nenulové pravděpodob-
nosti stavů.  

Hovořit o symetrické úloze může být v tomto případě irelevantní. Jak bylo zmíněno již při jejím zavedení, 
metoda bi-proporcionálního škálování skýtá výhodu v schopnosti souběžné kalibrace pravděpodobností 
přechodu do většího počtu možných stavů. Abychom mohli hovořit o symetrii, museli bychom najít ně-
jakou proměnnou, která nabývá pouze dvou různých hodnot a zároveň je nezávislá se všemi ostatními. 
Již pro námi klasicky uvažovaný příklad počtu přeživších a nepřeživších je třeba si uvědomit, že pod-
mínka nezávislosti ovlivňuje i další stavy, například zaměstnaný může být pouze takový jedinec, který 
je zároveň přeživším.  

Pro každého jedinci během algoritmu přenásobujeme jeho jednotlivé pravděpodobnosti přechodu růz-
nými čísly, které na sobě nejsou (minimálně přímočaře) závislé, z toho je vidět, že tato metoda porušuje 
tvar primárních rozdělení jedinců.  
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 Vhodnost pro aplikaci v NEMO 

Metodu není možné zavést do současného modelu NEMO, protože ten počítá jednotlivé osoby po-
stupně: nejdřív celou životní dráhu první osoby, pak celou životní dráhu druhé a tak dále. Prophet proto 
nikdy nezná přechodové pravděpodobnosti všech osob zároveň, a nemůže tedy tuto kalibrační metodu 
provést. Bylo by proto nutné vytvořit pomocný nástroj v nějakém jiném programu (např. v R), do něj 
nahrát všechny potřebné přechodové pravděpodobnosti, provést v něm kalibraci a výsledky přenést 
zpět do modelu v Prophetu.  

Jelikož výchozí počet osob nacházejících se v jednotlivých stavech lze zjistit přímo z databáze modelo-
vých bodů a přechodové pravděpodobnosti ze vstupních tabulek vstupujících do modelu NEMO, není 
potřeba v rámci přípravy na kalibraci vůbec spouštět Prophet. Veškeré potřebné úkony lze provést přímo 
v externím nástroji.  

Jelikož ne všechny stavy jsou v externích projekcích přítomné, má analytik při stanovení kalibračních 
cílů jistou volnost. Doporučujeme zvolit zde nějakou jednoduchou metodu, například převzít všechny 
počty, které jsou v externí projekci explicitně k dispozici, a ostatní stanovit ve stejném poměru, v jakém 
je v daném období predikuje model NEMO.  

Ve své základní podobě metoda počítá s tím, že každý řádek bude reprezentovat jednu osobu. Taková 
matice by byla v případě modelu NEMO velmi obsáhlá, a kdyby ke kalibraci docházelo často (například 
každý měsíc) a možných přechodů bylo mnoho, mohli bychom narazit na omezení z hlediska výpočetní 
kapacity. Tento problém částečně vyřešíme tím, že osoby se shodným profilem z hlediska pravděpo-
dobností přechodu spojíme do skupin. Pokud budou mít dvě osoby stejný věk, vzdělání, pohlaví, aktu-
ální postavení na pracovním trhu i všechny ostatní prediktory, budou shodné i jejich přechodové prav-
děpodobnosti, a bude tedy možné je všechny počítat na stejném řádku. Celý řádek potom musíme 
vynásobit počtem zahrnutých osob, místo přechodových pravděpodobností tedy budeme uvádět střední 
hodnotu počtu přechodů do daného stavu a jako požadovaný řádkový součet celkový počet osob. I 
kdyby takových skupin bylo několik tisíc, dosáhneme tím podstatného zrychlení celého procesu.  

Už jsme viděli, že samotné provedení kalibrace v R je velmi jednoduché a výpočetně efektivní. Stejně 
tak úprava výpočtu v Prophetu pomocí výsledků kalibrace by nebyla obtížná. Metoda probíhá tak, že 
jsou všechny sloupce a řádky postupně násobeny nějakými koeficienty. Koeficienty příslušné určitému 
řádku můžeme vždy vynásobit mezi sebou a získat tak výsledný násobitel pro daný řádek, totéž prove-
deme u sloupců. Pro každou přechodovou pravděpodobnost (tedy každý prvek tabulky) potom získáme 
zkalibrovanou hodnotu tak, že původní hodnotu vynásobíme výsledným násobitelem příslušného řádku 
a dále výsledným násobitelem příslušného sloupce. Tyto násobitele můžeme shrnout do tabulky, která 
bude vstupovat do modelu NEMO, a úpravu přechodových pravděpodobností potom provádět přímo za 
běhu modelu. Jakmile se nám tedy podaří přenést patřičné přechodové pravděpodobnosti do R, není 
zbytek úlohy složitý.  

Nejtěžší částí této úlohy je právě její začátek, totiž extrakce přechodových pravděpodobností pro jed-
notlivé osoby. K přechodu totiž může dojít několika různými způsoby. V některých případech se počet 
měsíců, kdy osoba setrvá v určitém stavu, určí při přechodu do něj a přechodové pravděpodobnosti jsou 
potom nulové, dokud tato doba nevyprší. Osoba se navíc po uplynutí této doby vždy vrací do původního 
stavu. Tímto způsobem se modeluje například přechod do nemoci a zpět. V jiných případech přecho-
dové pravděpodobnosti silně závisí na nastání určité události nebo jsou jí automaticky spuštěné, napří-
klad událost narození dítěte vždy spouští přechod do stavu péče o dítě. Konečně některé přechody 
mohou nastat i bez události a jejich incidence se testuje každý měsíc (například přechod ze zaměstnání 
do nezaměstnanosti). Všechny tyto případy musíme vhodným způsobem zohlednit.  

Přechody nezávislé na událostech jsou v tomto ohledu snadné. Jejich pravděpodobnosti vycházejí vý-
hradně z údajů o daném člověku (jako je věk, vzdělání nebo počáteční stav) a nejsou nijak dále modifi-
kované. Můžeme tedy do matice určené ke kalibraci jednoduše zahrnout všechny výchozí a koncové 
stavy a na základě vstupních tabulek určit přechodové pravděpodobnosti.  

Přechody v souvislosti s událostí jsou ve skutečnosti složením dvou přechodů do dvou cílových stavů, 
jednak přechodu daného samou událostí a jednak přechodu událostí podmíněného. Můžeme je tedy 
vyjádřit pomocí pravděpodobností přechodu do dvou možných cílových stavů – například zaměstnaný 
člověk může přejít jednak do stavu nepracující starobní důchodce (tedy událost odchodu do starobního 
důchodu způsobila zároveň přechod ze stavu pracující do stavu nepracující), jednak do stavu pracující 
starobní důchodce (tedy událost odchodu do starobního důchodu tentokrát změnu stavu pracující ne-
způsobila). Výchozí pravděpodobnosti těchto přechodů dostaneme jako součin pravděpodobnosti udá-
losti samotné (například odchod do důchodu) a pravděpodobnosti navazující změny (například odchod 
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z práce při přiznání starobního důchodu). Obráceným způsobem dokážeme zkalibrované pravděpodob-
nosti naopak rozložit na pravděpodobnosti jednotlivých dílčích jevů.  

Podobně postupujeme i u stavů, které mají předem danou dobu trvání. Jistá část osob z tohoto stavu 
přejde do jiného, protože vypršela doba trvání stavu, jiná může přejít na základě jiné pravděpodobnosti 
přechodu. Při tvorbě matice určené ke kalibraci je potřeba tyto pohyby složit dohromady do společné 
matice přechodu a stejně tak je nutné znovu rozdělit číslo po kalibraci zpět na dva různé efekty. Na 
rozdíl od předchozího případu toto rozdělení nemusí být jednoznačné, pokud oba efekty způsobují pře-
chod osoby do stejné kombinace stavů (například přechod ze stavu zaměstnaný student do stavu ne-
aktivní student). Je potom na úvaze analytika provádějícího kalibraci, jakou část změny přisoudit kte-
rému z efektů. Počet přechodů způsobených vypršením pevné doby trvání lze upravit změnou parame-
trů pravděpodobnostního rozdělení, ze kterého se generují – například délka zaměstnání pracujících 
studentů se generuje z exponenciálního rozdělení s parametrem v hodnotě 12 měsíců. Snížení tohoto 
parametru zkrátí vygenerované doby, a tedy zvětší četnosti přechodů. (Je třeba mít na paměti, že taková 
úprava parametru ovlivní více než jen jeden časový okamžik. Předpokládáme však, že kalibrace bude 
prováděna jen v určitých časových milnících s větším odstupem, například jednou za pět let. Pokud 
bude možné nastavit parametr pravděpodobnostního rozdělení pro každý milník zvlášť, nebude mít ka-
librace provedená pro jeden milník díky tomuto odstupu na kalibraci v dalších obdobích podstatný vliv, 
a není tedy třeba toto ovlivnění brát v úvahu.) 

Vidíme tedy, že jsme schopni metodou bi-proporcionálního škálování kalibrovat všechny základní způ-
soby přechodu, které se v modelu nachází. Přesto je potřeba provést ještě několik úvah. Metoda před-
pokládá, že pro každého člověka jsou uvedeny všechny stavy, do kterých může přejít (součet v každém 
řádku je 1, respektive je roven počtu lidí, které řádek reprezentuje). Měli bychom tedy zahrnout i úmrt-
nost. Tu ovšem přímo přebíráme z externích zdrojů a nechceme ji dále upravovat. Proto úmrtí do výčtu 
možných stavů zahrnovat nebudeme. Reálně tedy budeme kalibrovat pravděpodobnosti přechodů pod-
míněné tím, že osoba v daném období přežije. To též odpovídá konstrukci modelu NEMO. Dopouštíme 
se tím však drobné chyby, pokud se liší úmrtnost pro různé skupiny v rámci stejné kohorty – například 
pro zdravé osoby a invalidy. Nepředpokládáme ovšem, že by toto zjednodušení mělo významný dopad.  

Z podobného důvodu z množiny stavů vyřadíme též invalidy. Opět se jedná o zjednodušení, neboť udá-
lost počátku invalidity s sebou nese změnu v některých přechodových pravděpodobnostech. Nastává 
však natolik zřídka, že dopad na celkové výsledky kohorty by měl zůstat v přijatelných mezích.  

Důležitým aspektem, který je potřeba zohlednit, je volba časového období. Úloha by byla jednoduchá 
v případě, kdy bychom pro každý měsíc kalibrovali novou přechodovou matici. To by však jednak nebylo 
únosné z kapacitních důvodů a v externích projekcích takovou jemnost ani nemáme k dispozici. Zvo-
líme tedy delší období tak, abychom z externích projekcí znali počty osob v jednotlivých stavech na 
konci období (např. 5 let). Výchozí přechodovou matici vyplývající z modelu určíme tak, že ze vstupních 
dat načteme přechodové matice platné pro naši kohortu ve všech sledovaných obdobích a vynásobíme 
je (pravděpodobnosti přechodu se mohou měnit s věkem). Přechodovou matici nakalibrujeme na toto 
delší období a potom ji opět „odmocníme“, abychom dostali matici měsíční. Z matematického hlediska 
však není zaručené, že toto „odmocnění“ bude možné provést. V tomto ohledu by bylo nutné provést 
hlubší analýzu, jestli specifické vlastnosti modelu NEMO tento výpočet umožňují.  

Jiná možnost, jak dojít k měsíční přechodové matici, je převést na měsíční přechody údaje z externí 
projekce. Pokud víme, že v průběhu roku má přibýt 𝑁 nezaměstnaných, můžeme předpokládat rovno-

měrný nárůst a kalibrovat přechodovou matici tak, aby jich v prvním měsíci přibylo 𝑁/12. Tuto matici 
potom budeme používat po celé období až k dalšímu časovému milníku, v němž budeme kalibrovat 
přechodovou matici novou. Tento postup je samozřejmě nepřesný: už v prvním měsíci se počty osob 
v jednotlivých stavech mírně změní, ve druhém měsíci se tedy bude stejná přechodová matice aplikovat 
na jiný výchozí stav a přírůstky počtu osob v jednotlivých stavech se změní. Rozkol mezi modelem a 
externí projekcí bude v průběhu času narůstat a bylo by nutné důkladněji prozkoumat, jestli zůstane 
v přijatelných mezích. Rozdíly je samozřejmě možné zmírnit volbou vhodnějšího rozdělení roční změny 
mezi jednotlivé měsíce a přinejmenším pro důležité přechody (zahrnující mnoho osob) má smysl pokusit 
se takovou variantu najít. Ani potom však nelze očekávat, že se podaří externí projekci dokonale repli-
kovat.  

Vidíme tedy, že zatímco v teoretické rovině je tato metoda velmi jednoduchá a přímočará, při propojení 
s modelem NEMO narážíme na značná úskalí. S těmi se lze vypořádat, zůstává však otázkou, zda 
výhody metody náročnost tohoto procesu ospravedlňují.  
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 Celkové zhodnocení 

Bi-proporcionální škálování představuje metodu se solidním teoretickým základem a dobrými matema-
tickými vlastnostmi. Její implementace pro potřeby MPSV by ovšem vzhledem ke specifickým vlastnos-
tem modelu NEMO a Prophetu obecně byla velmi komplikovaná.  
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5 Zhodnocení metod z hlediska MPSV a doporučení nej-

vhodnější metody 

5.1 Výběr nejvhodnějších metod pro jednotlivé části kalibrace 

V kapitole 4 jsme rozebrali několik možných kalibračních metod a každou z nich zhodnotili jak z teore-
tického hlediska, tak z hlediska implementace do systému Prophet. V 3.1 jsme rozhodli, které proměnné 
budeme chtít kalibrovat (jak obecně, tak pro každou z obou důležitých externích projekcí, tedy pro pro-
jekci AWG i projekci Národní rozpočtové rady), a víme také, že pro každou veličinu může být vhodná 
jiná metoda. Nyní všechny tyto vstupy shrneme a vybereme na jejich základě metody, které doporuču-
jeme pro specifické potřeby MPSV.  

Celkově bude kalibrace sestávat z následujících kroků:  

• Přípravné části, kde převezmeme z externí projekce vstupní tabulky (viz 4.1); 

• Kalibrace zaměstnanosti a nezaměstnanosti pomocí metody průběžných součtů (viz kapitolu 
4.6); 

• Kalibrace platů pomocí multiplikativního škálování (viz kapitolu 4.5); a 

• Ověření výsledků kalibrací. 

Zvolením tohoto sledu zajistíme, že pozdější kroky jen v minimální míře ovlivní veličiny zkalibrované 
v krocích předchozích. V přípravné fázi slaďujeme v první řadě počáteční populaci, porodnost, úmrtnost 
a míry invalidity. Na jejich hodnotách závisí celá řada dalších veličin, ony samy však jimi v modelu 
NEMO ovlivněné nejsou. V druhé fázi se věnujeme kalibraci zaměstnanosti a nezaměstnanosti, která 
závisí na předchozích proměnných, ne však na průměrném platu. Až jako poslední pak kalibrujeme 
právě průměrný plat, který přímo či nepřímo závisí na všech ostatních veličinách. Volbou této posloup-
nosti tedy výrazně omezujeme nutnost vracet se k předchozím krokům a provádět kalibraci iterativně.  

Hlavní úskalí v tomto sledu úprav představuje pravděpodobnost odchodu do starobního důchodu. Ta 
závisí na zaměstnanosti, ale sama také zaměstnanost ovlivňuje. Proto ji provádíme jak v prvním, tak 
v druhém kroku. Blíže tento postup vysvětlujeme v následujících kapitolách.  

 Přípravná část kalibrace 

Během přípravné fáze pomocí postupů popsaných v kapitole 4.1 převezmeme z externí projekce násle-
dující vstupy: 

• Míry úmrtnosti a invalidity;  

• Míra porodnosti;  

• Počáteční populace; 

• Počet důchodců.  

Tím docílíme sladění nebo přiblížení důležitých hodnot, které dále v projekcích vystupují jako klíčové 
proměnné. Převzetí údajů vyžaduje relativně jednoduchý dopočet nebo je lze převzít přímo.  

U počáteční populace nepředpokládáme, že kalibraci bude nutně potřeba provést, neboť počáteční po-
čty zaměstnaných a důchodců a celková počáteční populace jsou známé ze statistik ČSÚ, a je tedy 
šance, že externí projekce bude stavět na stejných počtech jako model NEMO. Bude-li někdy MPSV 
pracovat se specifickou projekcí, v níž bude tento počáteční soulad porušen, bude možné upravit cel-
kový počet osob a jejich složení, aby odpovídaly externí projekci, jedním z následujících přístupů: 

• Škálování modelových bodů: v každé kohortě, pro kterou je známa velikost počáteční populace 
v externí projekci, se srovná velikost kohorty v této externí projekci a v modelu NEMO. V pří-
slušném poměru se upraví počet osob v modelových bodech. Pokud má např. externí projekce 
v dané kohortě o 20 % více osob, v modelu NEMO se pro osoby spadající do této kohorty na-
staví počet osob v modelovém bodě (INIT_MEM_IF) na 1,2. 
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• Pokud by uživatel modelu potřeboval zachovat přístup, že jeden modelový bod reprezentuje 
vždy právě jednoho účastníka, je možné upravit velikost populace tak, že se z modelových bodů 
v kohortě odstraní, popř. se zduplikují, některé vhodně vybrané modelové body.  

I po přebrání vstupů zůstanou mezi projekcemi rozdíly způsobené náhodností modelu NEMO. Zároveň 
budeme pozorovat odchylku v počtu starobních důchodců přesahující dopad náhodnosti, protože tato 
projekce pro modelování počtu důchodců používá zjednodušení, která do modelu NEMO není vhodné 
přebírat. Dojde však k přiblížení v průměrném věku odchodu do důchodu, které pak ještě dále zlepšíme 
po provedení kalibrace zaměstnanosti a nezaměstnanosti.  

 Kalibrace zaměstnanosti a nezaměstnanosti 

Kalibraci zaměstnanosti a nezaměstnanosti provedeme s pomocí metody průběžných součtů popsané 
v kapitole 4.6. Ta má řadu výhod: není přespříliš náročná na implementaci a nevyžaduje přípravný běh 
ani tvorbu externího nástroje. Zároveň vykazuje přijatelné matematické vlastnosti. Metodu ilustrujeme 
na modelu vytvořeném v MS Excel přiloženém v příloze B.3.  

Další podstatnou výhodou metody je její schopnost kalibrovat spolu se zaměstnaností zároveň neza-
městnanost. Proto budeme tyto dvě veličiny kalibrovat společně vždy, když budou v externích projek-
cích k dispozici.  

Důležitým rozhodnutím z hlediska implementace metody je volba koeficientu 𝑘 udávajícího razanci ka-
librace. Obecně chceme najít nejnižší 𝑘 takové, že se ještě podaří dosáhnout kalibračních cílů (s dosta-
tečnou přesností). Řešit tuto úlohu analyticky ovšem není snadné, namísto toho doporučujeme vyzkou-
šet několik hodnot nejdříve v prototypu a poté v ostrém modelu a 𝑘 najít empiricky. Hodnota koeficientu 
pak může zůstat stabilní i pro další kalibrace, dokud v modelu nedojde k závažným změnám, doporu-
čujeme ji tedy znovu odvozovat až v souvislosti s výraznějšími legislativními změnami, významnějšími 
zásahy do modelovacího přístupu (například významné rozšíření souboru informací známých o každé 
osobě) nebo vždy po uplynutí několika let.  

Během volby koeficientu je potřeba sledovat i míru, do jaké se kalibrací změnila pravděpodobnost pro 
jednotlivé osoby. Dobrým vodítkem v tomto ohledu může být vytvořit histogram rozdílu pravděpodob-
nosti před kalibrací a po ní vyjádřeného v procentních bodech (tzn. jeden sloupec histogramu může 
například odpovídat nárůstu pravděpodobnosti mezi 10 a 20 procentními body). Pokud dojde k mnoha 
výrazným nárůstům a zároveň k mnoha poklesům, znamená to, že metoda výrazným způsobem defor-
muje životní dráhy osob a 𝑘 je příliš vysoké. V takovém případě může mít smysl koeficient snížit i za 
cenu toho, že agregátní hodnoty nebudou zkalibrované tak dobře. (Očekáváme ovšem, že v praxi sní-
žení 𝑘 v takové situaci přesnost kalibrace nezhorší výrazně.)  

Žádnou z ostatních metod pro kalibraci zaměstnanosti nelze doporučit. Kalibrace bi-proporcionálním 
škálováním (kapitola 4.8) a iterativním sbíháním modelu (kapitola 4.3) jsou náročné na implementaci a 
mohlo by být nutné přistoupit ke kompromisům. Metody multiplikativního škálování (4.5) a zjemňování 
průměrných hodnot (4.4) nejsou vhodné pro kalibraci pravděpodobností vzájemně provázaných jevů 
závisejících na více ovlivňujících faktorech. Metoda kalibrace pomocí reziduální populace (4.2) se 
osvědčuje pouze v situaci, kdy přiřazujeme všem členům určité skupiny stejnou hodnotu, a konečně 
metoda seřazení dle rizikovosti (4.7) zcela porušuje vztah mezi vysvětlující a závislou proměnnou.  

Jelikož úprava pravděpodobností odchodu do důchodu popsaná v předchozí kapitole byla provedena 
na základě výsledků modelu před kalibrací zaměstnanosti, která sama odchody do důchodu ovlivňuje 
(skrze pojištěné doby), je nyní třeba tyto pravděpodobnosti nastavit znovu. Použijeme pro to stejný způ-
sob jako na začátku. Tím se průměrné věky odchodu do důchodu ještě více přiblíží.  

 Kalibrace platů 

Pro kalibraci platů doporučujeme použít multiplikativní škálování popsané v kapitole 4.5. Tato metoda 
je sama o sobě snadná na implementaci a MPSV už ji pro kalibraci platů dokonce používá: průměrný 
plat v každém roce je násoben takzvanou reziduální mzdovou inflací, aby odpovídal hodnotám z exter-
ních statistik. Je tedy potřeba pouze rozšířit existující funkcionalitu tak, aby bylo možné plat kalibrovat 
nejen pro celou populaci v daném kalendářním roce, ale též po věkových kohortách. To nepředstavuje 
náročnou úpravu.  

Multiplikativní škálování navíc jako jediné z popsaných kalibračních metod dokonale zachovává tvar 
pravděpodobnostního rozdělení platů vzešlý z modelu před kalibrací. Jeho jediná nevýhoda spočívá 
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v tom, že oslabuje vztah mezi vstupy zadanými do modelu (konkrétně mzdovou inflací a vývojem platu 
osoby v rámci kariéry) a simulovaným platem. To je ovšem společné pro většinu metod. Aby k tomuto 
oslabení nedošlo, bylo by potřeba zvolit velmi komplikovaný postup, například použít iterativní sbíhání 
modelu (kapitola 4.3) a měnit zaměstnanost osob v jednotlivých platových třídách tak, aby zaměstna-
nost spočtená pro jednotlivé kohorty stále odpovídala hodnotám převzatým z externí projekce, ale prů-
měrný plat se měnil. Nelze ovšem zaručit, že by podobná snaha vedla k cíli, aniž by do výpočtu vnesla 
jiný druh nekonzistence. Tuto alternativu proto nedoporučujeme.  

Jelikož plat osoby neovlivňuje žádnou další významnou proměnnou kromě výše důchodu (kterou ovšem 
kalibrovat nechceme, viz kapitolu 3.1) a průměrný plat v kohortě naopak závisí na tom, kdo je v kterém 
období v jakém bodě životní dráhy, zařadíme kalibraci platů až jako poslední krok po kalibraci všech 
ostatních veličin, zejména zaměstnanosti.  

5.2 Algoritmus kompletní kalibrace 

Když nyní víme, kterou kalibrační metodu chceme použít pro jakou část úlohy, přesuneme se konečně 
plně do praxe a sepíšeme posloupnost kroků, které je potřeba při kalibraci učinit. Rozlišíme přitom po-
stup pro obě důležité externí projekce zmíněné na začátku této studie.  

 Sladění s projekcí AWG 

Definování skupin a výstupů z projekce  

Protože simulace v projekci AWG probíhá po kohortách dle věku a pohlaví, rozdělíme osoby v modelu 
NEMO do kohort pomocí SP kódu, který bude reprezentovat příslušné pohlaví (SEX_MP) a rok narození 
(výchozí_rok − INIT_AGE_MP). Dolní hranici intervalu pro rok narození spočteme jako výchozí_rok −
𝑀𝐴𝑋(INIT_AGE_MP). 

K provedení kalibrace platů je zapotřebí mezi výstupní proměnné zařadit dvě proměnné – v první se 
budou pro každého aktuálně zaměstnaného jedince z kohorty nasčítavat jeho měsíční mzdy, ve druhé 
proměnné se budou zaznamenávat počty měsíců, ve kterých byl daný jedinec zaměstnán. Hodnoty 
těchto proměnných pak budou sloužit k výpočtu průměrné měsíční mzdy.  

Jelikož hlavním výstupem projekce je výše výdajů na důchody dle druhu důchodu, jako výstupní para-
metry modelu se dále určí proměnné, ve kterých bude probíhat nasčítání vyplacených důchodů pro 
jednotlivé druhy důchodů za odpovídající kalendářní roky projekce. 

Převzetí vstupních tabulek z přípravné části kalibrace 

Tabulky pro míry úmrtnosti a porodnosti podle věku a pohlaví převezmeme z demografické projekce 
EUROSTAT, která představuje jeden z hlavních vstupů projekce AWG. 

Údaje o celkové populaci, se kterými pracuje projekce AWG, srovnáme se vstupy do modelu NEMO. 
Bude-li to nutné, upravíme vstupní populaci vynecháním nebo zduplikováním náhodně vybraných osob 
s odpovídajícím profilem.  

Pravděpodobnosti vzniku invalidity, členěné dle pohlaví a věku, spočteme jako poměr počtu nově při-
znaných invalidních důchodů k populaci ponížené o již existující invalidní důchodce. Všechny potřebné 
údaje představují vstupy do externí projekce, které z ní můžeme přímo převzít. Spočtené pravděpodob-
nosti pak na vstupu načteme do tabulek Morb_females.fac a Morb_males.fac, které jsou členěny dle 
věku a kalendářního roku projekce.  

Na vstupu model načítá též tabulku kohortních pravděpodobností zániku invalidity, jejíž hodnoty jsou 
spočteny z údajů projekce AWG následovně: 

• Sečteme počet nových důchodců v roce 𝑥 + 1 s přeživšími důchodci z roku 𝑥;  

• Odečteme počet invalidů, které AWG naprojektovala v roce 𝑥 + 1; předpokládáme, že tento po-
čet bude nižší než výše zmíněný součet; 

• Získané rozdíly v každé kohortě představují zaniklé invalidity. Porovnáním počtu zaniklých in-
validit z určitého roku s počtem invalidních důchodců na jeho začátku získáme pravděpodob-
nosti zániku invalidity.  
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V tabulce ret_age.fac nastavíme důchodový věk tak, aby průměrný věk odchodu do důchodu pozoro-
vaný v modelu NEMO odpovídal efektivnímu důchodovému věku používanému v projekci AWG. Dále v 
tabulce retirement.fac pro každou kohortu nastavíme pravděpodobnosti odchodu do předčasného dů-
chodu a přesluhování tak, abychom po aplikaci těchto pravděpodobností na populaci osob, které v da-
ném věku splnily zákonné podmínky pro odchod do důchodu, dostali počty odpovídající běhu modelu 
NEMO použitému pro běžné reportování (tzn. před jakoukoli kalibrací). K dopočtu hodnot v obou tabul-
kách využijeme právě běh NEMO před kalibrací. Přesnější popis tohoto postupu uvádíme v kapitole 4.1.  

Kalibrace zaměstnanosti a nezaměstnanosti 

Kalibračním cílem je počet zaměstnaných a nezaměstnaných v jednotlivých kohortách dle věku a po-
hlaví, který lze vyčíst přímo z databáze AWG. Tyto hodnoty vložíme do vstupní tabulky, na základě které 
proběhne v modelu NEMO kalibrace pomocí metody průběžných součtů. Ve všech navazujících výstu-
pech z Prophetu tedy už počty zaměstnaných i nezaměstnaných budou s externí projekcí sladěné.  

Po provedení tohoto kroku je potřeba zopakovat kalibraci pravděpodobností odchodu do důchodu stej-
ným způsobem, jaký byl použit na začátku kalibrace.  

Kalibrace průměrného platu 

Na vstupu se do modelu načte tabulka průměrných platů z externích dat, která bude sloužit k výpočtu 
škálovacích koeficientů. Tabulky průměrných platů členěné dle věku a pohlaví lze získat přímo z pro-
jekce AWG.  

Po prvním seběhnutí modelu si z výstupní databáze výsledků pro každou kohortu a každý kalendářní 
rok projekce spočteme průměrnou měsíční mzdu, tj. hodnoty proměnné reprezentující součet průměr-
ných mezd vydělíme odpovídajícími počty odpracovaných měsíců.  

Tuto výstupní tabulku pak srovnáme s tabulkou externích průměrných platů. Tím obdržíme hledané 
hodnoty škálovacích koeficientů, které načteme do modelu jako dodatečnou vstupní tabulku. Spustíme 
potom druhý běh, v němž průměrný plat kohorty v každém roce vynásobíme odpovídajícím škálovacím 
koeficientem. Z tohoto běhu již vzejdou zkalibrované hodnoty.     

 Sladění s projekcí Národní rozpočtové rady 

Definování skupin a výstupů projekce 

Pomocí SP kódu definujeme kohorty dle pohlaví a roku narození.  

Jako výstupní proměnné modelu se určí stejné proměnné jako v případě kalibrace proti projekci AWG. 
Vypíšeme tedy proměnné potřebné pro kalibraci platů a proměnné zachycující celkový objem vyplace-
ných dávek dle typu dávky.  

Převzetí vstupních tabulek z přípravné části kalibrace 

Jelikož projekce Národní rozpočtové rady vychází z demografické Projekce obyvatelstva 2018 – 2100, 
tabulky: 

• míry úmrtnosti, invalidity a porodnosti; 

• počtů počáteční populace;  

členěné podle věku a pohlaví, by měly odpovídat volně přístupným datům z databází ČSÚ nebo ČSSZ. 
Je však nutné provést jejich srovnání. 

Počet invalidů je v projekci NEMO řízen jednak pravděpodobností nastání invalidity, jednak pravděpo-
dobností jejího zániku. Jelikož se v projekci Národné rozpočtové rady vyskytují pouze celkové kohortní 
počty invalidních důchodců a údaj o počtu nových nebo zaniklých důchodů není znám, existuje pro tyto 
dvě veličiny obecně nekonečné množství řešení, které dají požadovaný celkový počet důchodců. Proto 
ponecháme pravděpodobnosti zániku invalidity beze změny oproti nastavení používanému v základních 
projekcích MPSV a pravděpodobnosti jejího vzniku dopočteme následovně: 

1. Počet invalidů v roce 𝑥 + 1: 𝑖𝑛𝑣𝑎𝑙𝑖𝑑𝑖𝑥+1, spočteme jako:  

𝑖𝑛𝑣𝑎𝑙𝑖𝑑𝑖𝑥 ∗ (1 − 𝑝𝑠𝑡𝑧á𝑛𝑖𝑘𝑢) + 𝑝𝑠𝑡𝑣𝑧𝑛𝑖𝑘𝑢 ∗ (𝑝𝑜𝑝𝑢𝑙𝑎𝑐𝑒𝑥+1 − 𝑖𝑛𝑣𝑎𝑙𝑖𝑑𝑖𝑥+1). 
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(Volbu indexů, tedy toho, které hodnoty se berou z kterého roku, je potřeba podrobit důkladnější úvaze 
a stanovit ji konzistentně s ostatními relevantními konvencemi použitými v modelu NEMO.)  

2. V uvedené rovnici známe všechny hodnoty kromě pravděpodobnosti vzniku invalidity (počty 
osob v populaci i počty invalidů přebíráme z externí projekce), můžeme ji tedy snadno dopočí-
tat.  

Pro sladění počtu starobních důchodců budeme postupovat obdobně jako u projekce AWG s tím rozdí-
lem, že všem ženám nastavíme hodnotu důchodového věku odpovídající matce se dvěma dětmi. Pro 
detailnější postup opět odkážeme na kapitolu 4.1.  

Kalibrace zaměstnanosti 

Projekce Národné rozpočtové rady ve svých výsledcích počet zaměstnanců přímo nereportuje, lze ho 
ale odvodit z celkových příjmů důchodového systému a průměrné mzdy. Tímto způsobem však zjistíme 
jen úhrnný cíl pro muže a ženy, informace o zaměstnanosti po kohortách není dostupná.  

Proto navrhujeme před prvním během tento agregátní cíl do cílů pro jednotlivé kohorty rozvrstvit. Vy-
jdeme přitom z výsledků po prvním seběhnutí modelu, tzn. po převzetí vstupních tabulek z předchozích 
bodů, ale před další kalibrací. Míry zaměstnanosti pro kalendářní rok implikované tímto výpočtem 
všechny vynásobíme stejným koeficientem tak, aby celková míra zaměstnanosti mužských, resp. žen-
ských kohort odpovídala celkovému kalibračnímu cíli pro muže či pro ženy vyčtenému z projekce Ná-
rodní rozpočtové rady. Pro nezaměstnanost postupujeme stejně.  

Následně kalibrace pokračuje obdobně jako v případě AWG, včetně zopakování kalibrace pravděpo-
dobností odchodu do důchodu stejným způsobem, jaký byl použit na začátku kalibrace.  

Kalibrace průměrného platu 

Posloupnost kroků při kalibraci průměrného platu zůstává při sladění s projekcí Národní rozpočtové rady 
stejná jako v případě sladění s projekcí AWG, viz kapitolu 5.2.1. 
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6 Odhadovaný harmonogram a náročnost navrženého 

řešení 

Na závěr studie poskytujeme náš odhad, s jakou časovou a finanční dotací je možné doporučenou me-
todu kalibrace do současného modelu NEMO zavést. Veškeré níže uvedené odhady vychází z násle-
dujících předpokladů: 

• Bude se provádět kalibrace na jednu ze dvou externích projekcí uvedených v apendixu (Příloha 
A). 

• Bude zvolen postup kalibrace doporučený v předchozí kapitole bez dalších rozšíření. Doporu-
čené metody byly vybrány právě i s ohledem na očekávanou efektivitu a náročnost implemen-
tace, volba některých jiných metod tedy může náročnost změnit i řádově. 

• Jako výchozí bod bude k dispozici kompletní model a běh NEMO včetně nástrojů na přípravu 
vstupů.  

• Funkcionalita modelu NEMO se podstatně nezmění oproti podobě platné k času vytvoření této 
studie. 

• Kalibrace nesmí měnit („rozbíjet“) výpočtové vzorce a funkcionality implementované v modelu 
(více viz kapitolu 2.3). 

Kalibrace podobně složitého modelu, jakým je NEMO, představuje obtížnou úlohu, která pro řešitelský 
tým znamená značnou míru nejistoty. I při veškeré teoretické přípravě totiž nelze plně předvídat, jak se 
jednotlivá rozhodnutí při kalibraci projeví na různých sledovaných stavech. Pokud by cíl implementace 
byl stanoven předem ve formě požadované míry přiblížení projekcí, představovalo by to pro řešitele 
riziko, které by žádný externí dodavatel nemusel být ochotný podstoupit.  

Doporučujeme proto rozdělit implementaci na tři části:  

• V první části dojde k úpravě vstupů do modelu NEMO tak, aby byly v co nejbližším souladu 
s předpoklady externí projekce; zároveň dojde k úpravám modelu NEMO tak, aby byl připraven 
na zpracování těchto nových vstupů v upravených formátech;  

• V druhé části dojde k technickému zavedení vybraných kalibračních metod do modelu NEMO 
a přípravě všech potřebných technických nástrojů;  

• Ve třetí části pak dojde k samotné kalibraci zaměstnanosti, nezaměstnanosti a průměrného 
platu pomocí metod implementovaných v předchozím bodě. Součástí tedy bude i hledání vhod-
ných parametrů použitých metod a analýza výsledků.  

Doporučujeme, aby na projektu spolupracoval řešitelský výbor složený z odborníků MPSV a externího 
dodavatele. Namísto určení pevných kalibračních cílů již na začátku projektu doporučujeme stanovit 
nejprve cíle orientační a pak vždy na konci výše uvedené první a druhé části a dále pak v průběhu třetí 
části (po provedení první iterace nastavování parametrů a kalibrací) doporučujeme, aby řešitelský výbor 
společně zhodnotil, s jakým očekáváním má ve světle dosavadních výsledků smysl postoupit do další 
fáze a zda je třeba plánovaný přístup či cíle upravit. Práce na některé z prvních fází a hlubší analýza 
portfolia s ním spojená totiž může přinést vhled, z něhož vyplyne potřeba upravit počáteční očekávání 
například z hlediska dosažitelné míry přibližení ke kalibračním cílům.  

Zároveň podotýkáme, že externí podpora je z našeho pohledu nutná především ve druhé fázi, protože 
ta jediná se týká přímo vývoje nových nástrojů a implementace nových funkcionalit do Prophetu. Náplní 
ostatních fází je zejména příprava předpokladů a opakované sbíhání modelu, což jsou úkoly, pro které 
jsou analytici MPSV plně odborně vybaveni.  

Na základě těchto myšlenek tedy předkládáme odhadovaný harmonogram implementace rozdělený do 
zmíněných tří částí. Uvedené časy jsou orientační, závisí zejména na dostupnosti a kvalitě vstupních 
dat a dále na velikosti implementačního týmu. 

Rozsah odhadu v první a třetí části vychází zejména z toho, že jakákoliv kalibrace vyžaduje opakované 
běhy a následné detailní analýzy výsledků celého modelu, přičemž v případě modelu NEMO pouze 
samotné jedno spuštění tohoto modelu (bez započítání případných úprav vstupů) trvá přibližně jeden 
den.  
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Krok Komentář Trvání 
(kalen-
dářní 
týdny) 

Část 1 

Specifikace ka-
libračních cílů 

Specifikace zvoleného kalibračního přístupu a její potvrzení 
s Klientem. 
Volba externí projekce, která bude kalibračním cílem (např. 
AWG). 
Zmapování datových požadavků pro kalibraci cílových hodnot 
(= které hodnoty a v jaké segmentaci jsou potřeba pro níže 
uvedené kroky; určení jejich zdrojů; chybí nějaký zdroj? Čím ho 
nahradíme?). 
Specifikace cílových hodnot pro jednotlivé sledované pro-
měnné, roky projekce a segmenty (= sběr hodnot ze zdroje do 
tabulek v jednotném formátu pro další zpracování).  
Nastavení počátečních orientačních cílů pro míru kalibrace.  
Odsouhlasení specifikovaných hodnot s Klientem. 

6 

Převzetí vstupů - 
DCS - velikost a 
složení počá-
teční populace, 
míra porodnosti 
a imigrace 

Stávající populace: cíl pro každý segment bude rozdělen na 2 
podsegmenty: osoby z doplněného INEP, nová individua. Po-
čty osob z INEP budou v případě potřeby kalibrovány.  
Počty "nových jedinců" budou kalibrovány příslušnou úpravou 
cílových počtů NI a jejich cílového rozložení do věkových kate-
gorií.  
 
V budoucnu narození a imigranti: cílové počty určeny podle cí-
lové míry porodnosti/imigrace. 
 
Znovuseběhnutí všech DCS pro přípravu modelových bodů, 
vč. konstrukce nových SPCODEs pro sledování výsledků po 
klíčových segmentech, vč. náhodného řazení MP.  
 
Kontrola výsledků (= kontrola dosažení cílů) a jejich diskuse 
s Klientem. 

6 

Převzetí vstupů 
z externí pro-
jekce 

Příprava tabulek pro Prophet (převzetí měr úmrtnosti, dopočet 
měr invalidity a předpokladů na věk odchodu do důchodu).  
Běh s kalibrovanými vstupy, kontroly výsledků a jejich diskuse 
s Klientem.  
 
Řešitelský výbor společně zhodnotí, s jakým očekáváním a pří-
stupem postupovat do další části.  

4 

  Část 2 

Implementace 
metody průběž-
ných součtů pro 
kalibraci zaměst-
nanosti a neza-
městnanosti 

Specifikace úprav funkcionality modelu a její odsouhlasení 
s Klientem.  
Úprava funkcionality modelu - implementace kalibrační metody 
do kódu.  
Příprava tabulek pro Prophet (parametrizace metody, cíle za-
městnanosti/nezaměstnanosti/neaktivity).  
Určení rozsahu dosažitelných hodnot: běh bez kalibrace (po 
předchozích kalibračních krocích), běh s maximální kalibrací 
(𝑘 = +∞).  

5 

Implementace 
metody multipli-
kativního škálo-
vání pro ka-
libraci platů 

Specifikace úprav funkcionality modelu (zadávání škálovacích 
faktorů) a její odsouhlasení s Klientem.  
Úprava funkcionality modelu - implementace kalibrační metody 
do kódu.  
Příprava tabulek pro Prophet (parametrizace metody, cíle).  

2 
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Předání modelu Předání upraveného modelu Klientovi. 
 
Řešitelský výbor společně zhodnotí, s jakým očekáváním a pří-
stupem postupovat do další části. 

1 

Část 3 

Kalibrace za-
městnanosti po-
mocí metody 
průběžných 
součtů  

Určení cílové úrovně kalibrace (k), běh s cílovou kalibrací 
Kontrola výsledků a jejich diskuse s Klientem.  

4 

Kalibrace platů 
pomocí multipli-
kativního škálo-
vání 

Běh s cílovou kalibrací.  
Kontrola výsledků a jejich diskuse s Klientem.  
 
Řešitelský výbor na základě prvotních výsledků této části spo-
lečně zhodnotí, s jakým očekáváním a přístupem kalibrace do-
končit. 

2 

Kontrola celko-
vých výsledků a 
dokončení ka-
librací 

Dokončení kalibrací podle závěrů předchozího bodu. 
Detailní analýza dopadů kalibrace nejen na kalibrované, ale i 
na nekalibrované proměnné - zejm. odchody do penzí, výše 
penzí atd.; napříč segmenty i na celku.  
Odsouhlasení výsledků s Klientem.  

8 

Další aspekty Na základě zkušenosti s podobnými úlohami očekáváme, že 
až při hlubších analýzách dat vyvstanou dodatečné úkoly či 
překážky, jejichž vyřešení nebylo možné naplánovat před za-
čátkem projektu. Doporučujeme proto ponechat při plánování 
dostatečný prostor i na ně. 

6 

Dokumentace Dokumentace finálního přístupu. 2 

Předání a ško-
lení 

Zaškolení Klienta v technickém provedení všech kroků, před-
vedení používání všech vyvinutých nástrojů (příprav tabulek 
atd.) a funkcionalit v modelu.  

2 

Celkem  48 

Tabulka 3: Harmonogram implementace navrženého řešení 

Za splnění výše uvedených předpokladů dokáže zkušený tým dle našich odhadů provést všechny úkony 
za následující ceny:  

• První část přibližně za 3 miliony Kč bez DPH;  

• Druhou část přibližně za 2,5 milionu Kč bez DPH;  

• Třetí část přibližně za 5 milionů Kč bez DPH.  

Ve všech případech se jedná o cenu, za kterou by implementaci příslušné části plně provedl externí 
dodavatel.  

Tyto cenové odhady vycházejí z předpokladu, že implementaci v rámci výše uvedeného časového har-
monogramu provede tým v následujícím složení (není-li řečeno jinak, předpokládáme u každé z osob 
zapojení plnou kapacitou v průběhu příslušné části dodávky):  

• První část:  

o Metodik 
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▪ Úkol: na základě předpokladů kalibrační metody a způsobu přípravy předpokladů 
používaných v NEMO vede přípravu specifikací kalibračních cílů, vyvíjí metodiku 
přístupu a kontroluje správnost její implementace. 

▪ Vhodná kvalifikace: zkušenost s vývojem či provozováním mikrosimulačního mo-
delu penzijního či sociálního systému obdobného rozsahu. 

o Specialista na modelování v DCS 

▪ Úkol: upraví potřebným způsobem programy na přípravy vstupů v DCS. 

▪ Vhodná kvalifikace: zkušenost s vývojem programů v DCS v rozsahu desetimilionů 
datových záznamů. U této osoby nebude nutné zapojení v průběhu celé dodávky 
této části. Proto má-li potřebnou kvalifikaci osoba Metodika, může tuto činnost za-
jistit i Metodik ve spolupráci s jedním z analytiků. 

o Dva analytici 

▪ Úkol: technicky vytvoří nástroje sloužící k převzetí vstupů na základě specifikace 
Metodika. 

▪ Lze obsadit juniornějšími pracovníky. 

• Druhá část:  

o Metodik 

▪ Úkol: na základě znalosti modelu a vybraných kalibračních metod vede vývoj tech-
nické specifikace a následně kontroluje správnost implementace podle této speci-
fikace. 

▪ Vhodná kvalifikace: 5 let na pozici pracující se systémem Prophet, zkušenost s vý-
vojem či provozováním mikrosimulačního modelu obdobného rozsahu. 

o Seniorní specialista na modelování v systému Prophet. 

▪ Úkol: implementace specifikovaných metod do systému NEMO. 

▪ Vhodná kvalifikace: mělo by se jednat o zkušenějšího pracovníka (3-5 let na pozici 
pracující se systémem Prophet), neboť je potřeba správně identifikovat všechna 
místa v současném kódu, kde je potřeba provést změny, a zohlednit přitom struk-
turu vzájemných závislostí mezi proměnnými. 

o Juniorní specialista na modelování v systému Prophet. 

▪ Úkol: podpora seniorního specialisty při implementaci a testování. 

▪ Vhodná kvalifikace: nejméně 1 rok na pozici pracující se systémem Prophet. 

• Třetí část 

o Metodik 

▪ Úkol: na základě způsobu modelování používaného v NEMO a způsobu, jakým do 
něj kalibrační metoda zasahuje, určí cílové úrovně kalibrace, navrhne přístupy a 
analýzy k vyhodnocení úspěšnosti kalibrace, dokáže interpretovat výsledky a vy-
hodnotit, jak případně přístup upravit. 

▪ Vhodná kvalifikace: zkušenost s vývojem či provozováním mikrosimulačního mo-
delu penzijního či sociálního systému obdobného rozsahu. 

o Dva analytici 

▪ Úkol: vytvoří nástroje na úpravy vstupů a kontroly výsledků, budou spouštět běhy 
modelu, provádět analýzy a ověřovat, zda výsledky odpovídají očekáváním. 

▪ Vhodná kvalifikace: zkušenost se zpracováváním výstupů ze systému Prophet. 
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 Příklady externích projekcí 

A.1. Ageing Working Group (AWG) 

Na základě dokumentu The 2018 Ageing Report (Ministerstvo Financí, 2017) vydaného Evropskou ko-
misí jsou projekce důchodového systému prováděny členskými státy Evropské unie za použití jejich 
modelů důchodového systému a za použití jednotných AWG předpokladů. Report byl vydaný v roce 
2018 a základním rokem pro projekce je rok 2016.  

Tento report je pro každý členský stát stejný a obsahuje projekce 145 proměnných. Za účelem vyplnění 

tohoto reportu poskytnou členské státy podrobný popis projekcí v jejich ohlašovacích listech. 

V ohlašovacím listu České republiky, pojmenovaném jako final_country_fiche_cz.pdf, se vyskytují 

vstupy, výstupy a předpoklady, které lze rozdělit do tří hlavních oblastí.  

První z nich je demografická projekce EUROSTAT, členěná podle věku a pohlaví. Aktuální projekce 
počítá s poklesem populace v dlouhodobém horizontu.  

Jako druhý důležitý vstup se používá projekce pracovního trhu Cohort Simulation Model (CSM). Ta 
obsahuje především následující proměnné:  

• Projekce míry ekonomické aktivity žen/mužů/osob ve věku  

• Projekce míry zaměstnanosti žen/mužů/osob ve věku (spojením informace o ekonomické akti-
vitě a zaměstnanosti lze získat též údaj o nezaměstnanosti) 

• Střední věk pracovní síly 

• Projekce podílu pracujících členěných podle věku na pracovní síle 

• Projekce průměrného věku odchodu do důchodu mužů a žen 

• Projekce průměrné doby důchodového pojištění (žen, mužů a celkem) 

• Projekce délky trvání důchodu 

• Projekce efektivního věku odchodu do důchodu 

• V současnosti je efektivní věk odchodu do důchodu nad zákonnou hranicí odchodu do důchodu. 
Budoucí vývoj ale předpokládá, že efektivní věk bude nižší než zákonná hranice, což přinese 
nové počty neaktivních osob (předpokládáme, že osoba opustí trh práce v momentě, kdy do-
sáhla efektivního věku). Dále předpokládáme, že tito neaktivní lidé se stanou předčasnými sta-
robními důchodci, a to i přesto, že za to budou penalizováni, mají-li na (předčasný) starobní 
důchod nárok. 

• Kromě toho předpokládáme, že v souladu s tímto trendem bude stále více lidí mít tendenci 
vybírat své kapitálové úspory z 3. pilíře a rozhodnou se tedy pro předdůchodový systém, jehož 
popularita bude stoupat. 

• Projekce počtu zaměstnanců (žen, mužů a celkem) 

• Projekce osobního vyměřovacího základu (žen, mužů a celkem) 

• Projekce podílu osobních vyměřovacích základů a průměrné mzdy (žen, mužů a celkem) 

• Projekce průměrné doby důchodového pojištění (žen, mužů a celkem) 

• Projekce koeficientu výpočtového základu (žen, mužů a celkem) 

• Počet přispěvatelů na důchodové pojištění 

• Projekce částky vybrané na důchodové pojištění od: 

o Zaměstnance 

o Zaměstnavatele 

Projekci AWG potom doplňuje několik dalších předpokladů a vstupů:  

• Počet existujících důchodů členěných podle druhu důchodu, věku a pohlaví 
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• Počet nových důchodů členěných podle druhu důchodu, věku a pohlaví 

• Průměrná důchodová dávka členěná podle druhu důchodu, věku a pohlaví 

• Průměrná nově přiznaná důchodová dávka členěná podle druhu důchodu, věku a pohlaví 

• Počet nových důchodů (členěných podle druhu důchodu) pro danou kombinaci osobního vymě-
řovacího základu a doby pojištění 

• Valorizace důchodů a valorizační index. Ta se provádí ročně v lednu. Je nastavená tak, aby 
základní výměra důchodů byla 9 % hrubé průměrné měsíční mzdy (staré procento před úpravou 
zákona v roce 2018).  

• Předpoklad nulového zdanění důchodů (zákon většině důchodů přiznává výjimku ze zdanění) 

• Index růstu spotřebitelských cen (CPI) důchodců – předpokládá se, že je stejný jako index ži-
votních nákladů domácností důchodců 

• Projekce hrubých a čistých výdajů na důchody jako % HDP a celkově v EUR členěné dle druhu 
důchodů. Rozlišuje se přitom paušální složka hrubých výdajů a složka závislá na příjmech.  

• Projekce míry invalidity podle věkových skupin  

• Projekce poměru dávek (podíl průměrné penzijní dávky a průměrné mzdy) 

• Projekce míry náhrady (podíl průměrné nově přiznané penzijní dávky a průměrné hrubé mzdy 
při odchodu do důchodu) 

• Projekce počtu důchodců  

• Projekce podílu důchodců (mužů a žen) a neaktivní populace 

• Projekce hrubých výdajů na nově uznané dávky starobního a předčasně starobního důchodu 
(žen, mužů a celkem) 

• Projekce počtu nově uznaných dávek starobního a předčasně starobního důchodu (žen, mužů 
a celkem) 

Celkové výdaje na konkrétním typu důchodu se počítají podle následujícího vzorce: 

𝑝𝑒𝑛_𝑒𝑡 = ∑(𝑝𝑒𝑛𝑡
𝑔,𝑠

− 𝑛𝑝𝑒𝑛𝑡
𝑔,𝑠

) ∙

𝑔,𝑠

𝑝𝑒𝑛_𝑣𝑡−1
𝑔,𝑠

∙ (1 + 𝑖𝑛𝑑𝑡) + 𝑛𝑝𝑒𝑛𝑡
𝑔,𝑠

∙ 𝑛𝑝𝑒𝑛_𝑣𝑡
𝑔,𝑠

, 

kde: 

• 𝑔 je generace populace (členěná podle kalendářních roků) 

• 𝑠 je příslušné pohlaví (muž/žena) 

• (𝑝𝑒𝑛) je počet důchodů, počítaný jako 

𝑝𝑒𝑛𝑡
𝑔,𝑠

= 𝑝𝑒𝑛_𝑠𝑡
𝑔,𝑠

∙ 𝑝𝑜𝑝𝑡
𝑔,𝑠

, 

kde 𝑝𝑜𝑝𝑡
𝑔,𝑠

 je hodnota příslušné populace a 𝑝𝑒𝑛_𝑠𝑡
𝑔,𝑠

 jsou podíly příslušného důchodu podle 

věku, které jsou počítány na základě podmíněné pravděpodobnosti, že se osoby definované 

dvojicí (𝑔, 𝑠) stanou příjemci příslušného důchodu 

• (𝑛𝑝𝑒𝑛) je počet nově uznaných důchodů, který je definován jako 

 𝑛𝑝𝑒𝑛𝑡
𝑔,𝑠

= 𝑝𝑒𝑛𝑡
𝑔,𝑠

− 𝑝𝑒𝑛𝑡−1
𝑔,𝑠

∙ (1 − 𝜀𝑡
𝑔,𝑠

),  

       kde 𝜀 specifická úmrtnostní míra daná pohlavím a generací  

• (𝑝𝑒𝑛_𝑣) je průměrná hodnota příslusné dávky. Počítá se jako vážený průměr průměrné hodnoty 
dávky z minulého období a průměrné hodnoty nově uznané dávky: 

𝑝𝑒𝑛_𝑣𝑡
𝑔,𝑠

=
𝑝𝑒𝑛𝑡

𝑔,𝑠
− 𝑛𝑝𝑒𝑛𝑡

𝑔,𝑠

𝑝𝑒𝑛𝑡
𝑔,𝑠 ∙ 𝑝𝑒𝑛𝑣𝑡−1

𝑔,𝑠 ∙ (1 + 𝑖𝑛𝑑𝑡) +
𝑛𝑝𝑒𝑛𝑡

𝑔,𝑠

𝑝𝑒𝑛𝑡
𝑔,𝑠 ∙ 𝑛𝑝𝑒𝑛𝑣𝑡

𝑔,𝑠 

• (𝑛𝑝𝑒𝑛_𝑣) je průměrná hodnota nově uznané příslusné dávky, definovaná jako: 

𝑛𝑝𝑒𝑛_𝑣 = 𝑓𝑟𝑐 + 𝑒𝑟𝑐, 
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kde 𝑓𝑟𝑐 je základní výměra a 𝑒𝑟𝑐 je procentní výměra. Pro výpočet procentní výměry předpo-
kládáme, že redukční hranice se vyvíjí součastně s platy. 

Základním vstupem pro výpočet procentní výměry je tabulka, která rozděluje populaci podle 
vyměřovacího základu a doby účasti na důchodovém pojištění. Pro každou kombinaci těchto 
dvou veličin známe počet osob, které jich dosáhly, a zároveň můžeme spočítat odpovídající 
procentní výměru. Průměrnou procentní výměru zjistíme prostým vážením všech hodnot počty 
lidí vyčtenými z tabulky. Hodnoty v tabulce jsou součástí projekce CSM, na níž se projekce 
AWG zakládá.  

• (𝑖𝑛𝑑𝑡) je zákonem stanovený valorizační faktor 

A.2. Národní rozpočtová rada 

Projekce národní rozpočtové rady (Hlaváček, a další, 2019) se v prvním kroku věnuje počtu příjemců 
důchodových dávek a v následujícím se zaobírá projekcí samotné výše a objemu vyplacených důcho-
dových dávek.  

Projekce počtu starobních důchodů 

Projekce počtu starobních důchodců vychází z demografické struktury obyvatel, která je dána projekcí 
ČSÚ (konkrétně dokumentem Projekce obyvatelstva 2018 – 2100). 

Hlavním vstupem pro projekci počtu starobních důchodů je (korigovaná) míra důchodovosti. Je to podíl 
počtu starobních důchodců ke konci kalendářního roku podle údajů ČSSZ a počtu lidí daného věku 
k 1. 1. roku následujícího podle údajů ČSÚ, sníženého o počet příjemců invalidního důchodu daného 
věku – jedná se o okamžitý stav ke konci daného roku a případné pohyby zde nejsou zaznamenány. 
Počet příjemců invalidního důchodu je též projektován při projekci invalidních důchodů. 

Míry důchodovosti závisí na věku osoby a věku, ve kterém osoba dosáhne (či dosáhla) zákonného 
důchodového věku. Pokud v nějakém roce existují dva odlišné důchodové věky, považujeme za důcho-
dový věk pro tento rok vážený průměr těchto dvou důchodových věků (kde váhami je počet měsíců, po 
které jednotlivé důchodové věky existovaly). Tuto závislost míry důchodovosti na vzdálenosti od důcho-
dového věku budeme nazývat křivkou důchodovosti. Pro další výpočty budeme používat křivku důcho-
dovosti vypočtenou jako průměr křivek důchodovosti za roky 2013 – 2017. Toto období je vhodné jednak 
z hlediska dostupnosti dat, jednak z hlediska stavu ekonomiky – nacházela se v něm období konjunk-
tury i období doznívající recese, průměrné hodnoty by proto neměly být výrazně zatížené vlivem eko-
nomického cyklu.  

Dále se míry důchodovosti dělí podle pohlaví. Pro výpočet důchodových věků žen se používá předpo-
klad, že každá žena má dvě děti.  

Po dobu zvyšování důchodového věku (do roku 2030) se pro projekci počtu starobních důchodců pou-
žívají křivky důchodovosti k aktuálně platnému důchodovému věku v daném roce. Od roku 2030 se 
využívají důchodové křivky, které se vztahují k osobně relevantnímu důchodovému věku. 

Každý rok zanikne jistý počet důchodů na základě úmrtnostních předpokladů. Počet důchodů nově při-
znaných získáme dopočtem z celkového počtu důchodů v daném roce, celkového počtu důchodů v roce 
předchozím a počtu zaniklých důchodů. Toto dělení je důležité pro určení výše důchodů.  

Následující vlivy jsou v projekci uvažovány pouze implicitně (jsou již součástí důchodových měr) nebo 
nejsou uvažovány vůbec: 

• Předčasné důchody  

• Potenciální efekt předdůchodů ze třetího pilíře (některé osoby mohou například využít předdů-
chodu, místo aby odešly do předčasného důchodu) 

• Sjednocení věku důchodovosti pro ženy (zaniknutí většiny zvýhodnění žen podle počtu vycho-
vaných dětí).  

Projekce počtu invalidních důchodů 

Míry invalidity jsou členěny podle věkových kohort a stanoveny na základě historických měr invalidity a 
předpokládaného posunu důchodového věku. Výsledkem jsou následující hodnoty:  
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• Do 55 let jako průměr měr invalidity v letech 2015 – 2017, resp. pouze za rok 2017, pokud tato 
hodnota byla nižší. 

• Pro věk 55 let předpokládáme invaliditu 15,5 % u žen a 15,3 % u mužů. 

• Dva roky před dosažením důchodového věku – maximum měr invalidity. Je stanoveno jako 
maximum měr invalidity z roku 2017 (cca 18 % u žen a cca 20 % u mužů). 

• Pro věk od 55 let po dva roky před dosažením důchodového věku se předpokládá rovnoměrný 
nárůst.  

• Pro věk 64 let let je míra invalidity na úrovni průměru za roky 2013 – 2017. 

• Pro věk 65 a více se předpokládá nulová míra invalidity, neboť s odchodem do důchodu dochází 
k přeměně invalidního důchodu na starobní. Tato hranice se posouvá se zvyšováním důchodo-
vého věku.  

Tyto míry invalidity dají pouze celkový počet invalidů. Pro jejich rozdělení do jednotlivých stupňů invali-
dity předpokládáme, že podíl jednotlivých stupňů invalidity na celkovém počtu invalidů zůstane po celou 
dobu projekce neměnný.  

Projekce počtu pozůstalostních důchodů 

Pro sirotčí důchody se předpokládá, že je pobírá 1,75 % osob ve věku 0 – 21 let.  

Vdovské a vdovecké důchody vyplácené samostatně jsou projektované na základě předpokladu, že 
podíl těchto důchodů u osob starších 21 let bude konstantní. U mladších se nemodeluje. Příslušný ko-
eficient se určuje jako průměr za poslední tři dostupné roky, hodnoty jsou 0,18 % mužů a 0,8 % žen. 

V případě vdovských a vdoveckých důchodů vyplácených v souběhu se starobním nebo invalidním dů-
chodem se používá věkově specifická míra (zvlášť pro muže a ženy) ze zdrojů MPSV a ČSÚ pro rok 
2017. Ta je ale upravena o prodlužování zákonného věku odchodu do důchodu (do roku 2030) a o 
prodlužování očekávané doby dožití (v jehož důsledku se počet důchodů sníží). 

Výsledky projekce počtu důchodů 

Projekce počtu důchodů je prováděna pro následující varianty demografické projekce: 

• Střední 

• Vysoká 

• Nízká 

• Střední s nulovým migračním saldem 

• Střední s tzv. svázaným důchodovým věkem (stejný důchodový věk pro muže i ženy je 
nastaven tak, aby pro ty, kteří jej dosáhnou, představovala doba, kterou stráví ve starobním 
důchodu 25 % celkového očekávaného věku dožití). 

Výše starobních důchodů 

Výše nově přiznaných důchodů se určuje pomocí poměru k průměrné mzdě. Tento poměr je součástí 

předpokladů modelu. Pro muže se pro roky 2017 – 2050 předpokládá stabilní poměr ve výši 46,6 % a 

následně pokles na hodnotu 44,8 %, který proběhne v letech 2050 – 2055. Na této hodnotě potom 

poměr setrvá až do konce projekce. Pro ženy se tento poměr postupně zvyšuje z výchozí hodnoty 39,6 

% na 44 % v roce 2030. Na této hodnotě setrvá až do roku 2050, potom mezi roky 2050 – 2055 poklesne 

na 42,2 % a tuto hodnotu si udrží až do konce projekce.  

Valorizace důchodů již přiznaných se opírá o růst reálné mzdy, míru inflace a index životních nákladů 
domácností seniorů. Ve výsledku se předpokládá, že důchod se každoročně zvalorizuje o růst reálné 
mzdy zvětšený o 0,3 procentního bodu.  

Předpokládáme, že průměrná výše zaniklých důchodů je 95 % průměrné výše starobních důchodů. 

Propojením všech těchto předpokladů získáme vývoj poměru výše starobního důchodu k průměrné 
mzdě. Výsledky projekce se pohybují v rozmezí 38 % - 40,1 % s význačným nárustem v letech 2030 – 



 

69 

 

2040. Na základě tohoto vývoje a vývoje počtu starobních důchodců dostaneme projekci výdajů na 
starobní důchody jako % HDP. 

Invalidní důchody 

Pro určení výše invalidních důchodů se předpokládá konstantní poměr mezi průměrným invalidním dů-
chodem daného stupně a průměrným starobním důchodem, kdy výchozí rok pro určení poměru je rok 
2018.  

Pozůstalostní důchody 

Výše pozůstalostních důchodů je stanovena jako procento z průměrného starobního důchodu za po-
slední tři roky. Použitá procenta jsou: 

• 51,2 % pro sirotčí důchody 

• 57,2 % pro vdovecké důchody vyplácené samostatně 

• 64,8 % pro vdovské důchody vyplácené samostatně 

• 16,2 % pro vdovecké důchody vyplácené v souběhu 

• 21,3 % pro vdovské důchody vyplácené v souběhu 

Projekce příjmů důchodového systému 

Příjmy důchodového systému jsou přímo založené na vývoji mezd a platů, který se přebírá z Dlouho-
dobé makroekonomické projekce ČR, vytvořené opět Úřadem Národní rozpočtové rady. Předpokládá 
se, že podíl mezd a platů na HDP v průběhu projekce postupně vzroste ze současných 8,7 % až na 
přibližně 9,5 %.  

Projekce trhu práce 

Trh práce se v projekci Národní rozpočtové rady modeluje pouze nepřímo, přes příjmy důchodového 
systému a míry důchodovosti. V modelu je nicméně k dispozici předpoklad o průměrné mzdě a o celko-
vých příjmech důchodového systému. Odtud lze počet zaměstnaných zjistit velmi přímočaře. Odvození 
počtu nezaměstnaných vycházejícího z projekce by bylo obtížnější.  
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 Kód v R 

B.1. Ověření metody zjemňování průměrných hodnot 

Metoda zjemňování průměrných hodnot je popsaná v kapitole 4.3. Její součástí je zavedení procesu, 
kdy vycházíme z rovnoměrného rozdělení 𝑈 na intervalu [0,1], přičteme jistou náhodnou veličinu 𝑋 a 

požadujeme, aby součet 𝑈 + 𝑋 byl opět rovnoměrně rozdělený. Funkčnost této metody byla ověřena 

simulací v R, kde jsme za 𝑋 dosadili normální rozdělení a beta rozdělení. Zde uvádíme kód, kterým lze 
toto ověření beze zbytku replikovat.  

Kód vyžaduje balíčky tmvtnorm a truncnorm, které umožňují simulovat z omezeného normálního roz-
dělení (tzn. simuluje se z normálního rozdělení, a kdykoli simulovaná hodnota neleží v požadovaném 
intervalu, v našem případě [−1,1], hodnota se nevyužije a dojde k simulaci nové) a z bimodálního roz-
dělení. Jsou-li tyto balíčky k dispozici, lze kód spustit pouhým zkopírováním do konzole v R. 

# Skript k overeni rovnomerneho rozdeleni vysledku u metody zjemnovani pru-

mernych hodnot 

set.seed(1234) 

# Balicek tmvtnorm pouzivame k simulaci normalniho rozdeleni s omezenymi 

hodnotami 

require("tmvtnorm") 

 

# Pripad 1 - normalni rozdeleni 

n <- 1000000 # pocet simulaci 

U <- runif(n,0,1) # rovnomerne rozdelena nahodna promenna 

X <- rtmvnorm(n,mean=0,sigma=1,lower=-0.5,upper=0.5) # normalne rozdelena 

nahodna promenna 

 

# Ilustrace vlastností rozdělení X 

# Pro vykreslení je nejprve hodnoty X potřeba seřadit podle velikosti, 

proto v grafu vykreslujeme X[order(X)] 

plot(qnorm, type="l", main="Percentilová funkce normálního rozdě-

lení",xlab="Percentil", ylab="Hodnota percentilu",xlim=c(0,1)) 

hist(X[order(X)], breaks=seq(from=-1, to=1, by = 0.02),freq=F, ma-in="His-

togram normálního rozdělení", xlab="Hodnoty rozdělení", ylab="Hustota prav-

děpodobnosti") 

 

# Výpočet výsledného rozdělení 

V <- U + X # soucet pred upravou - ma hodnoty mezi -0.5 a 1.5 a neni rovno-

merny 

#Upravení hodnot, které nejsou v intervalu [0,1] 

for(i in 1:n){ 

 c=U[i]+X[i] 

 V[i]<-if(0<=c& c<=1) c else if(c<0) -c else 2-c} 

 

# Vykresleni QQ grafu - porovnani s rozdelenim U, ktere je rovnomerne 

qqplot(U,V, type="l", main="QQ-plot pro normální rozdělení", xlab="Kvantily 

rovnoměrného rozdělení", ylab="Kvantily výsledného roz-dělení") 
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# Pokud je V rovnomerne, melo by platit, ze q-ty kvantil V je roven q. 

Proto ted spocteme tento rozdil pro nekolik ruznych q a urcime maxima-lni 

absolutni rozdil.  

s <- seq(from=0.01,to=0.99,by=0.01)  # vypoctene kvantily 

max(abs(quantile(V,s)-s))       # maximalni rozdil 

 

#testování pomocí K-S testu 

ks.test(V,"punif",0,1) 

 

## testování pro další možná X 

require("truncnorm") 

X2 <- c(rtruncnorm(n/2, a=-0.5, b=.5, mean=-0.1, sd=.5), 

    rtruncnorm(n/2, a=-0.5, b=.5, mean=0.1, sd=.5)) 

for(i in 1:n){ 

 c=U[i]+X2[i] 

 V[i]<-if(0<=c& c<=1) c else if(c<0) -c else 2-c} 

ks.test(V,"punif",0,1) 

 

X3 <- c(rtruncnorm(n/2, a=-0.5, b=.5, mean=-0.4, sd=.5), 

    rtruncnorm(n/2, a=-0.5, b=.5, mean=0.4, sd=.5)) 

for(i in 1:n){ 

 c=U[i]+X3[i] 

 V[i]<-if(0<=c& c<=1) c else if(c<0) -c else 2-c} 

ks.test(V,"punif",0,1) 

 

B.2. Tvorba grafů ilustrujících metodu průběžných součtů 

V kapitole 4.5 popisujeme kalibrační metodu, ve které model prochází jednotlivé osoby postupně a prav-
děpodobnosti přechodu do určitého stavu vždy upravuje podle toho, kolik osob již do tohoto stavu v prů-
běhu projekce přešlo. Vzorec obsahuje koeficient 𝑘, který určuje citlivost pravděpodobnosti na velikost 

rozdílu mezi kalibračním cílem a dosavadním počtem přechodů do zkoumaného stavu – vyšší 𝑘 zna-

mená vyšší citlivost. Pro ilustraci dopadu volby 𝑘 uvádíme dva grafy. Ty lze vygenerovat v software R 
pomocí kódu, jejž uvádíme níže. Kód lze spustit pouhým nahráním do konzole v R.  

 

sidewalk_coef <- function(cf=1, prob=c(0.2,0.5,0.8)) { 

  

 s <- seq(-1,1,0.001) 

 logit <- function(x) {return(log(x/(1-x)))} 

 logitinv <- function(x) {return(exp(x)/(exp(x)+1))} 

  

  plot(s, logitinv(logit(prob[1])+cf*s),type="l", ylim=c(0,1), col="green", 

xlab=paste0("Normovaná vzdálenost od cíle"), ylab="Kalibrovaná pravděpodob-

nost", main=paste0("Metoda průběžných součtů s koeficientem ", cf))   
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  points(s, logitinv(logit(prob[2])+cf*s),type="l", col="blue") 

  points(s, logitinv(logit(prob[3])+cf*s),type="l", col="red") 

  legend("topleft", title="Initial probabilities",  inset=.02, 

      c("20 %", "50 %","80 %"), col=c("green", "blue","red"),  

horiz=FALSE, cex=0.8,lty=1) 

  abline(v=0) 

} 

sidewalk_coef(cf=1) 

sidewalk_coef(cf=5) 

B.3. Ilustrace metody průběžných součtů v MS Excel 

Metodu průběžných součtů popsanou v kapitole 4.5 dále ilustrujeme na prototypu v MS Excel, ve kterém 
kalibrujeme pravděpodobnosti přechodu v závislosti na aktuálním stavu. 

Excel demonstruje metodu průběžných součtů na 1000 náhodných modelových bodech se třemi mož-
nými pozicemi na trhu práce: zaměstnanost, nezaměstnanost a neaktivita. Zároveň zavádíme též stav 
v domácnosti, který znemožňuje přechod do nezaměstnanosti (a povoluje tedy jen přechody mezi za-
městnaností a neaktivitou podle upravených pravděpodobností). Metodika těchto dvou funkcionalit je 
shodná s metodikou většiny přechodů, ke kterým dochází i v současném mikrosimulačním modelu 
v Prophetu, prototyp tedy poskytuje dobrou představu, jak se kalibrační metoda v modelu NEMO projeví. 
Počáteční stavy byly vygenerovány náhodně podle očekávaného rozdělení. Počáteční pravděpodob-
nosti přechodu jsme převzali z modelu NEMO. 

Projekce se spouští na listu “Results” pomocí tlačítka “Run simulation”. Pro každý modelový bod je 
vytvořena jeho projekce na následujících 30 let. Pravděpodobnosti přechodu jsou upraveny podle aktu-
álního stavu a parametru určujícího rychlost kalibrace. 

Celkové výsledky můžeme vidět na listu “Result”. Excel umožňuje testování kalibrační rychlosti i mimo 
projekce na listu “Cal_speed”. Pro danou pravděpodobnost a rychlost kalibrace můžeme vidět změnu 
pravděpodobnosti přechodu v závislosti na vzdálenosti výsledků od kalibračního cíle.  

MPSV_sidewalk_meth

od_illustration.xlsm
 

B.4. Ilustrace kalibrace pomocí řazení dle rizikovosti  

V kapitole 4.7.2 jsme uvedli příklad využití kalibrační metody řazení dle rizikovosti, která vybírá z popu-
lace jedince, pro něž simuluje danou událost, na základě řazení jim příslušných pravděpodobností 
vzniku této události. Konkrétně uvádíme tři varianty, v první z nich se pracuje s pravděpodobnostmi jako 
takovými, ve druhé je ke každé z nich přičtena náhodná realizace z rovnoměrného rozdělení a v po-
slední je ještě transformována pomocí logitové a inverzní logitové funkce. Následující kód je psaný pro 
sofrware R, vyžaduje knihovny ggplot2 a tidyr a vykresluje grafické znázornění využití každé z variant 
právě ve zmíněném příkladu. Navíc ještě ilustruje, že tato metoda zachovává i při využití logitové trans-
formace symetrii.  

N=1000 #počet jedinců v modelované populaci 

M=150 #počet jedinů, pro něž nastane událost 

people_prob=rlnorm(N, meanlog = 0, sdlog = .5) 

people_prob=people_prob/max(people_prob)-min(people_prob/max(peo-

ple_prob))/2 

 

#seřazení jedinců dle prvotních pravděpodobností 
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col_by_ord=c(1:N) 

for(i in 1:N) {col_by_ord[i]<-match(i, order(people_prob, decreasing = 

TRUE))} 

 

x<-runif(N, min = 0, max = 1)  

 

logit <- function(y) {return(log(y/(1-y)))} 

logitinv <- function(y) {return(exp(y)/(exp(y)+1))} 

 

library(ggplot2)  

library(tidyr) 

 

#pole prvotnich pravdepodobnosti a "jejich poradi" 

df_1 <- data.frame( 

 prob=people_prob, 

 ord=col_by_ord) 

 

#vygenerované pravděpodobnosti 

data_graph<-ggplot(data=df_1, aes(x=c(1:N), y=people_prob, fill=ord)) + 

 geom_bar(stat="identity")+ 

 theme_classic()+ 

 labs(title= "Prvotní pravděpodobnosti",y= "p", x = "jedinec",fill = "po-

řadí\nprvotních\npravděpodobností") 

data_graph  

 

#seřazené prvotní pravděpodobnosti 

df_2 <- df_1[order(df_1$prob, decreasing = FALSE), ] 

 

data_graph_sorted<-ggplot(data=df_2, aes(x=c(1:N), y=df_2$prob, 

fill=df_2$ord)) + 

 geom_bar(stat="identity")+ 

 theme_classic()+ 

 labs(title= "Seřazené prvotní pravděpodobnosti",y= "p", x = "jedinec",fill 

= "pořadí\nprvotních\npravděpodobností")+ 

 geom_vline(xintercept = N-M,  

       color = "Darkgreen", size=1.3) 

data_graph_sorted  

 

#přičtení x 

df_3 <- df_2 

df_3$prob<-df_3$prob+x 

df_3<-df_3[order(df_3$prob, decreasing = FALSE), ] 
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data_graph_sorted_x<-ggplot(data=df_3, aes(x=c(1:N), y=df_3$prob, 

fill=df_3$ord)) + 

 geom_bar(stat="identity")+ 

 theme_classic()+ 

 labs(title= "Seřazené pravděpodobnosti po přičtení x",y= "p + x", x = "je-

dinec",fill = "pořadí\nprvotních\npravděpodobností")+ 

 geom_vline(xintercept = N-M,  

       color = "Darkgreen", size=1.3) 

data_graph_sorted_x  

 

#logitová tranformace 

df_4 <- df_2 

df_4$prob<-logitinv(logit(df_2$prob)+x) 

df_4<-df_4[order(df_4$prob, decreasing = FALSE), ] 

 

data_graph_sorted_x_logit<-ggplot(data=df_4, aes(x=c(1:N), y=df_4$prob, 

fill=df_4$ord)) + 

 geom_bar(stat="identity")+ 

 theme_classic()+ 

 labs(title= "Seřazené pravděpodobnosti po logitové transformaci",y= bqu-

ote('logit'^-1~'(logit(p)+x)'), x = "jedinec",fill = "pořadí\nprvot-

ních\npravděpodobností")+ 

 geom_vline(xintercept = N-M,  

       color = "Darkgreen", size=1.3) 

data_graph_sorted_x_logit  

 

#symetrická úloha pro logitovou transformaci 

df_4_sym <- df_2 

df_4_sym$prob<-logitinv(logit(1-df_2$prob)+x) 

df_4_sym<-df_4_sym[order(df_4_sym$prob, decreasing = FALSE), ] 

 

data_graph_sorted_x_logit_sym<-ggplot(data=df_4_sym, aes(x=c(1:N), 

y=df_4_sym$prob, fill=df_4_sym$ord)) + 

 geom_bar(stat="identity")+ 

 theme_classic()+ 

 labs(title= "Seřazené pravděpodobnosti po logitové transformaci v syme-

trické úloze",y= bquote('logit'^-1~'(logit(1-p)+x)'), x = "jedinec",fill = 

"pořadí\nprvotních\npravděpodobností")+ 

 geom_vline(xintercept = M,  

       color = "Darkgreen", size=1.3) 

data_graph_sorted_x_logit_sym  
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